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ONSOz

Metin siniflandirma, izerinde en ¢ok calisma yapilan Dogal Dil isleme konularindan
biridir. Metin siniflandirma kisaca, yeni bir metnin cesitli siniflandirma algoritmalari
kullanilarak daha ©6nceden tanimlanmis siniflardan birine atanmasi seklinde
tanimlanabilir. Ginimizde internetin de yayginlasmasiyla Uretilen veri miktarinin ¢ok
hizli olarak artmasi, bu verinin siniflandirmasini daha da 6nemli hale getirmistir.
"Spam" olarak adlandirilan istenmeyen e-postalarin elenmesi, arama motorlarinin
daha oOnce girilen siteleri analiz ederek kullanicinin ilgili oldugu konulari arama
sonuclarinda daha Ust siralarda gostermesi, bir haber sitesinin kullanicinin okudugu
haberlerin kategorilerini dikkate alarak benzer haberleri tavsiye etmesi, Basbakanlik
iletisim Merkezi gibi ortak bir havuzda toplanan talep metinlerinin otomatik olarak ilgili
birimlere yonlendirilmesi, metnin dilinin belirlenmesi, yazarinin tanimasi, yazarinin
yasl, cinsiyeti veya baska bir ozelliginin tahmin edilmesi metin siniflandirmanin
uygulama alanlarindan bazilaridir. Metnin siniflandirilabilmesi igin oncelikle sayisal
olarak ifade edilmesi, yani sayisallastirilmasi gerekmektedir. Metin sayisallastirmada da
bircok farkh yontem kullanilmaktadir. Bu tezde cesitli metin temsil yontemleri ele
alinmis ve iki farkh veri kiimesi tizerinde deneyler yapilmistir. ilk veri kiimesiyle yapilan
galismada metnin yazarinin psikolojik rahatsizhigi olup olmadigl tespit edilmeye
calismis, ancak cok basarili sonuglar elde edilememistir. ikinci veri kiimesiyle yapilan
calismada ise bir Twitter hesabinin yazari tespit edilmeye ¢alismis ve yiksek basari
oranlari yakalanmistir.

Tim tez calismalarim boyunca ilgisi ve destegiyle yardimlarini hi¢ esirgemeyen
danismanim Sayin Yrd. Do¢. Dr. M. Fatih AMASYALI Hocama en icten tesekkirlerimi
sunarim.

Mart, 2016

islam MAYDA
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OzZET

KELIME YORUNGELERI iLE METIN SINIFLANDIRMA

islam MAYDA

Bilgisayar Mihendisligi Anabilim Dal

Yiksek Lisans Tezi

Tez Danismani: Yrd. Dog. Dr. M. Fatih AMASYALI

Bir kisi tarafindan yazilan metinler analiz edilerek, metinlerin yazarina dair hangi
cikarimlarin  yapilabilecegi sorusunun popdlerligi ginliimizde artarak devam
etmektedir. internetin yayginlasmasiyla, elektronik ortamda uretilen ve biyiik bélimi
metinlerden olusan verilerin miktari da ¢ok hizli bir sekilde artmaktadir. Simdiye kadar
metinden yola c¢ikarak, yazarin kim oldugunu, cinsiyetini, yasini, karakterini, hatta
politik egilimini gibi bircok 6zelligini tahmin etmeye yonelik ¢cok sayida ¢alisma yapilmis
ve yapilmaya devam etmektedir. Bu tezde ise iki farkli veri kiimesi kullanilarak iki farkli
hipotez lizerinde calisma yapilmistir. Birinci calismadaki ama¢ metinden yola ¢ikarak
yazarin anksiyete veya depresyon gibi bir psikolojik hastaliginin olup olmadiginin
tahminin yapilmasidir, ancak bu c¢alismada istenen basari oranlari elde edilememistir.
ikinci ¢alismadaki amag ise, en popiiler mikroblog sitesi olan Twitter'da kimligini
actklamadan paylasimlar yapan kullanicilarin kim oldugunun, aday yazarlarin makaleleri
kullanilarak tahmin edilmesidir ve bu ¢alismada yliksek basari oranlari elde edilmistir.
Yapilan c¢alisma sonucunda, bir Twitter hesabinin kime ait oldugunu tespit etmeye
calisirken, bu hesaptan paylasilan tweetlerin her birini birer metin olarak
degerlendirmektense, belirli sayida tweeti birlestirerek olusturulan daha uzun tweet
metinlerini kullanmanin ¢ok daha basarili sonuglar verildigi gortlmdistir. Metinleri
sayisallastirmada kelimelerin kendilerini, koklerini ve 3-gramlari kullanilmistir. Cesitli
siniflandiricilar arasindan en basarili sonuclari destek vektér makineleri ile elde
edilmistir.
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Anahtar Kelimeler: Twitter, dogal dil isleme, yazar tanima, metin siniflandirma, metin
yoriingeleri
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ABSTRACT

TEXT CLASSIFICATION WITH WORD TRAJECTORIES

islam MAYDA

Department of Computer Engineering

MSc. Thesis

Adviser: Assist. Prof. Dr. M. Fatih AMASYALI

The popularity of the question, "What can be deduced about the author by analyzing
the text written by his/her?" is increasingly continuing in our day. With the
proliferation of the Internet, the amount of the data which is generated online and
mostly consisted of texts is rapidly increasing. Up to now, numerous studies have been
done based on text such as author identification, guessing the gender, age,
personality, and even political tendency of the author. In this thesis, two studies were
done on two hypothesises by using two different data sets. The aim in the first study
was guessing the psychological disorders of the author such as anxiety and depression
based on his/her text, however the desired accuracy rates could not been obtained in
this study. The aim in the second study was identification of the authors who makes
sharing without revealing his/her identity on Twitter which is the most popular
microblog web site, by using the articles of the candidate authors, and high accuracy
rates were achieved in this study. As a result of the study conducted we perceived
that, while trying to identify the author of a Twitter account, using the longer tweet
texts which are obtained by concatenating the specific number of tweets gives more
accurate results than using each tweet individually. The words themselves, their stems
and 3-grams were used for digitizing of the texts. The most successful results were
achieved with support vector machines from among several classifiers.
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BOLUM 1

GIRIS

1.1 Literatiir Ozeti

Metin siniflandirma adi altinda metnin yazarina dair bazi ¢ikarimlar yapmayi amaclayan
¢ok sayida ¢alisma yapilmistir. Yazarin kim oldugu, yasi, cinsiyeti ve diger 6zelliklerini
tespit etmeye yonelik arastirmalar hala popdlerligini strdirmektedir. Web 2.0
teknolojisiyle gelistirilen kullanici merkezli siteler sayesinde kullanicilar internette daha
fazla paylasim yaparak, zengin bilgi kaynaklari olusturmaya baglamislardir [1].
Kullanicilar tarafindan dretilen bu veriler, metin siniflandirma ¢alismalarinda da en ¢ok

basvurulan kaynaklardan biri haline gelmistir.

Najib vd. [2] ingilizce, ispanyolca, italyanca ve Flemenkge dillerinde yazilmis olan
tweetlerden olusan veri kiimesi lzerinde yaptiklari ¢calismada, yazarin yasini, cinsiyetini
ve kisilik 6zelliklerini tahmin etmeye calismislardir. Yas gruplari olarak; 18-24, 25-34,
35-49 ve 50-XX seklinde bir kategorizasyon yapilmistir. Kisilik 6zellikleri bakimindan ise
psikolojide 5 buylk kisilik boyutu olarak tanimlanan aciklik, sorumluluk, disadénikliik,
uyumluluk ve duygusal denge ozellikleri ele alinmistir. Veri kiimeleri Uzerinde dort
farkl siniflandirici algoritmasi calistirilmistir: Karar agaci (J48), Rastgele Orman (RF),
Karar Destek Makineleri (SMO) ve Naive Bayes (NB). Bu siniflandiricilarin
performanslari degerlendirilerek sadece SMO siniflandiricinin sonuglari sunulmustur.
Dil bazinda yapilan testlerin sonuclarina gore en yilksek basari oranlari; cinsiyet
tahmininde %84 ile ispanyolca metinlerde, yas tahmininde %66 ile ingilizce metinlerde

elde edilmistir.



Rao vd. [3] yaptiklar ¢alismada Twitter kullanicilarinin verileri tizerinde SVM tabanl
siniflandirma algoritmalari kullanarak, kullanicilarin cinsiyetini, yasini, bolgesel kokenini
ve siyasi egilimini tespit etmeye calismislardir. Yas 6zelligi 30 yas Ustl ve 30 yas alti
olarak, bolgesel kdken Kuzey Hindistan ve Gliney Hindistan olarak, siyasi egilim ise
demokrat ve cumhuriyetgi olarak iki sinifli olarak degerlendirilmislerdir. Cinsiyet
tahmininde %72.33, yas tahmininde %74.11, bolgesel koken tahmininde %77.08 ve

siyasi egilim tahmininde %82.84 oraninda basari elde edilmistir.

Roman ve Cristébal [4] ingilizce ve ispanyolca dillerinde yazilmis olan blog yazilari,
tweetler, otel yorumlari ve sosyal medya metinleri lizerinde cinsiyet ve yas tahmini
yapmaya calismislardir. Yas ozelligini 18-24, 25-34, 35-49 ve 50-64 olarak 5 sinifta
kategorize etmislerdir. Multinomial Naive Bayes (NBM) siniflandiriciyt kullandiklari
calismalarinda ortalama olarak cinsiyet tahmininde ingilizce metinler tizerinde %59.52
oraninda, yas tahmininde ise ispanyolca metinler lizerinde %44.22 oraninda daha

basarili sonug almiglardir.

Yazarin yasl ve cinsiyetini tespit etme Uzerine ¢alismalarin yani sira yazarin kim
oldugunu tahmin etmeye yénelik de ¢cok sayida ¢alisma yapilmistir. Ornegin, Amasyali
vd. [5] yaptiklari arastirmada 18 farkh yazara ait 35'er gazete yazisi Gzerinde SVM
siniflandirici ile %92.5 oraninda yiiksek bir basari yakalamistir. Uzerinde calisilan

metinlerin uzun olmasi basari oraninin yiksek ¢ikmasinda énemli bir faktérdir.

Twitter'da ise kullanicilar tweet adi verilen en fazla 140 karakterden olusan paylasimlar
yapabilmektedir. Paylasilan metinlerin kisa olmasi bu metinlerin yazarlarini tanimayi
zorlastirmaktadir. Schwartz vd. [6] karakter n-gramlari ve kelime n-gramlari kullanarak
SVM siniflandirici ile 1000 yazarin 200'er tweeti lzerinde %30.3, 50 yazarin 50'ser
tweeti Uzerinde %50.7, 50 yazarin 1000'er tweeti Uzerinde %71.2 basari orani elde
etmislerdir. Schwartz ve arkadaslari yaptiklari bu calismada her bir tweeti bir metin

olarak ele alip, 10 kat capraz dogrulama ile test yapmuslardir.

Green ve Sheppard [7] finans sektorlindeki 12 Twitter kullanicisi lizerinde yaptiklari
calismada, her vyazar icin 120'ser tweeti Uizerinde SMO (Sequential Minimal
Optimization) algoritmasini kullanarak 5x2 ¢apraz dogrulama ile test yapmis ve %40.5

dogruluk orani yakalamislardir. Green ve Sheppard bu arastirmalarinda her bir tweetin



icerdigi karakterler, uzun kelimeler, bosluklar, noktalama isaretleri, kopruler, toplam
karakter sayilari, toplam kelime sayilari ve bunlarin frekanslari gibi toplam 86 6zellikten

olusan 6zellik kiimelerini gikartmig ve siniflandirmada bunlari kullanilmiglardir.

Metinden yazarin kimligini, yasini, cinsiyetini tahmin edebildigimiz gibi, herhangi bir
psikolojik rahatsizligi olup olmadigina dair de ¢ikarim yapabiliriz. Ornegin, Karmena vd.
[8] cogunlukla depresyon rahatsizligi olan hastalarin Uye oldugu ve hastaliklari
hakkinda yazistiklari bir forum sitesinden topladiklari metinler Gizerinde galisma yapmis
ve Uyelerin depresyon derecesini 4 farkli kategoride (cok depresif, kismen depresif, az
depresif ve depresif degil) tahmin etmeye ¢alismislardir. Veri alinan forum sitesinde
1988 yilindan itibaren, 20 binin (izerinde kullanici tarafindan 1 milyondan fazla mesaj
paylasiimistir. Yapilan ¢alismada oncelikle bu forumdan 2,110 génderi toplanmis, bu
gonderilerden 20 ila 200 kelime igeren 1,304 tanesiyle devam edilmistir. Yazarlarin
uyguladiklari algoritmaya gére bu mesajlar siralanmis ve en sonunda iglerinden 122
tanesi secilmistir. Karmena vd. bu calismalarinda %84 gibi bir basari orani elde

etmislerdir.

Orhan ve Mercan [9] ise anksiyete, depresyon hastalari ile saglkl kisilerden olusan
toplam 267 denegin yazmis oldugu metinler Uzerinde yaptiklari ¢alismada yazarin
anksiyete veya depresyon rahatsizligi olup olmadigini tespit etmeye c¢alismislardir.
Kelimelerin koklerinin metinde gecip gegmeme duruma gore ve Harvard Psikoloji
So6zliglinde 83 kategoriye ayrilan kelimelerden herhangi birinin metinde gecip
gecmeme durumuna gore iki farkli binary matris Uretilmis ve NB, SMO ve J48
siniflandiricilar ile testler yapilmistir. 49 depresyon hastasinin ve 39 saglikl denegin
yazisini egitim verisi olarak, 10'u depresyon hastasi ve 10'u saghkli olmak Ulzere 20
denegin yazisini test verisi olarak kullandiklarinda en yliksek basari kelime koklerinin
ozellik olarak kullanildigi dosyanin NB siniflandiriciyla %80 olarak elde etmistirler. Bu
alt veri kiimesinde yapilan rastgele bir secimde despresyon hastasinin yazisinin segilme
ihtimali %55.6'dir.  Anksiyete testinde ise, 54 anksiyete hastasinin ve 39 saglkli
denegin yazisi egitim verisi olarak, yine iki siniftan da 10'ar olmak lizere 20 denegin
yazisini test verisi olarak kullandiklarinda ise en yuksek basari %70 ile kategorilerin
Ozellik olarak kullanildigi dosyanin J48 ile siniflandiriimasinda elde edilmistir. Burada
yapilacak olan rastgele bir secimde anksiyete hastasinin yazisinin secilme ihtimali ise
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%58'dir. Sayilara bakildiginda, alt veri kiimelerinin 6rnek sayilarinin az oldugu
gorilmektedir. Ayrica, testler segilen alt veri kiimeleri Uzerinde sadece birer kez

uygulanmis, herhangi bir capraz dogrulama yapilmamistir.

1.2 Tezin Amaci

Bu tezin amaci, bir metni ¢esitli metin temsil yontemleriyle sayisal olarak ifade ettikten
sonra makine 6grenmesi algoritmalarini kullanarak metnin yazarina dair tespitlerde

bulunmaktir. Bu genel amag altinda iki farkli galismaya 6zel amaglar da mevcuttur.

ilk yapilan c¢alismada, bir metni analiz ederek yazarin herhangi bir psikolojik
rahatsizliginin olup olmadiginin tespit edebilmektir. Farkli bir ifadeyle, bir psikolojik
rahatsizligin, ozellikle anksiyete veya depresyonun, hastanin yazi yazma davranisina
etki edip etmedigini gérmek, eger rahatsizlik yaziya etki ediyorsa bunun dogal dil

isleme yontemleri kullanilarak fark edilip edilemeyecegini dlgmektir.

ikinci yapilan calismada ise, yazar tanimada bir kisinin tweetleri ile diger yazdig
metinlerin ¢apraz olarak kullanilmasi amaglanmaktadir. Bu sekilde, kim oldugu
bilinmeyen bir Twitter hesabinin kullanicisinin, aday yazarlarin diger mecralarda yazdigi

metinlerin kullanilarak tahmin edilebildigini gérmektir.

1.3 Hipotez

Bu tezde iki farkli hipotez 6ne surilmustir. Birinci hipotez sudur; bir metin analiz
edilerek yazarinin depresyon veya anksiyete rahatsizligi olup olmadigi tespit edilebilir.
ikinci hipotez ise; bir Twitter hesabinin kullanicisi, aday yazarlarin baska yazilari

kullanilarak tespit edilebilir.



BOLUM 2

METIN TEMSiL YONTEMLERI

Bu bolimde tez calismasinda kullanilan gesitli metin temsil yontemleri alt basliklar

halinde anlatilmaktadir.

2.1 Kelimelerin Kendileri

Tim veri kiimesindeki farkl kelimeleri eklerine ve kdkiine ayirmadan tespit ettikten
sonra, bu kelimeleri 6zellik seti olarak kullanip, bir metinde kelimenin gecip gegmeme
durumuna goére metni sayisal olarak ifade edebiliriz. Ancak, blyuk veri kiimelerinde bu
yontemi kullanmak hem basari performansi bakimindan hem de programin calisma
suresi bakimindan ¢ok fazla tercih edilmeyebilir. Blylik veri kiimelerinde kelimelerin
kendileri kullanildiginda 6zellikle Tlirkge metinler icin yiz binlerce kelimeden olusan bir
Ozellik seti ortaya ¢ikmasi muhtemeldir. Tlrkce sondan eklemeli bir dil oldugu icin bir
isim veya fiil kelimesi durum ekleri, iyelik ekleri, cokluk eki, tamlama eki, kip ekleri gibi

cekim ekleri alarak onlarca farkl sekilde yazilabilmektedir.

2.2 Kelimelerin Kokleri

Kelimelerin kokleri, metinlerin icerdikleri kelimelerle ifade edildikleri, literatlirdeki en
yaygin kullanilan 6zellik grubu olarak nitelendirilmektedir [10]. Kelimelerin kendisini
kullanmak vyerine kokleri kullanildiginda 6zellik setinin miktari ciddi oranda
azalmaktadir. Kelimelerin koklerini bulmada Zemberek [11] kituphanesi kullaniimistir.
Zemberek, acik kaynak kodlu Tirkce dogal dil isleme kiitiiphanesidir. Tamamen Java ile

gelistirilen kiUtlphane hecelemenin yani sira, yazim denetimi ve hatali kelimeler icin



oneri gibi farkh islevlere de sahiptir [12]. Tez galismasinda, metinde gecen kelimenin

koki Zemberek tarafindan bulunamazsa, bu kelime de 6zellik grubuna dahil edilmistir.

2.3 Karakter ve Kelime Ngramlari

Karakter Ngramlari, bir kelimenin yan yana N tane karakteriyle uretilen 6zellik
kiimesidir. Kelime Ngramlari ise, bir metinde yan yana N tane kelime gruplariyla
uretilen 6zellik kiimesidir. Ozellikle yazarin yogun olarak kullandigi N'li harf ve kelime
dbeklerinin ortaya cikariimasini saglar. Ornegin; "gelicem", "gidicem", "diistincem" gibi
gelecek zamanh ciimleleri sirekli bu sekilde bozarak yazan birini ayirt etmede "cem"

3grami 6nemli bir 6zellik olabilir.

Tez calismasinda da karakter 3gramlari  kullanilmistir.  Karakter 3gramlari
hesaplanirken, yazari karakterize etmede fayda saglayabilen noktalama isaretleri,
bosluklar ve alfaniimerik olmayan diger karakterler de silinmemistir. Ornek olarak "¢ok

glzel!" cimlesinin tim 3gramlari asagidaki gibi ¢ikariimistir:

cok/ok /k g/ gu/gliz/Uize/zel/el!

2.4 Frekans Hesaplamada Kullanilan Yontemler

Metinde gecen kelimelerin kendisi, kokd, tiirti, karakter Ngramlari, kelime Ngramlari
gibi 6zellik setlerinin frekanslari birkag farkli yontemde hesaplanabilir. Tez ¢alismasinda
kullanilan terim frekansini hesaplama yontemleri binary, TF, TF-IDF ve NTF'dir. Bu

yontemler asagidaki gibi tanimlanabilir:

e Binary : Terimin metinde gecip gecmeme durumuna gore 1 veya 0.
e TF (Term Frequency) : Terimin metinde toplam gecme sayisi.

e TF-IDF (Term Frequency-Inverse Document Frequency) : TF*IDF.

IDF (Inverse Document Frequency) : loge(Toplam metin sayisi / Terimin gectigi

metin sayisi).

e NTF (Normalized Term Frequency) : (Terimin metinde toplam ge¢me sayisi /

Metindeki toplam terimin sayisi).


http://tr.wikipedia.org/wiki/Y%C4%B1ld%C4%B1z_Teknik_%C3%9Cniversitesi_Elektrik-Elektronik_Fak%C3%BCltesi

2.5 Anlamsal Uzay

Bir metin, icinde gegen kelimelerin matematiksel uzaydaki koordinatlari kullanilarak
ifade edilebilir. Metnin icerdigi kelimelerin koordinatlari cesitli yontemlerle
hesaplanabilir. Tez calisiimasinda metinleri anlamsal uzayda ifade edebilmek igin
Word2Vec [13] araci kullanilmistir. Word2Vec C dilinde yazilmis, agik kaynak kodlu bir
kitliphanedir. Girdi olarak aldigi metin icerisindeki kelimelerin belirli bir pencere
boyutunda birlikte gecme frekanslarini kullanarak her kelimeyi anlamsal uzayda birer
nokta olarak ifade eder ve koordinatlarini cikti olarak verir. Ayrica, Urettigi bu
koordinatlari kullanarak kelimelerin birbirleriyle arasindaki 6klid uzakligini hesaplar ve
bir kelimeye en yakin olan belirli sayidaki kelimeyi listeler. Kelimelerin birlikte gegme
frekanslari bir kelimenin anlamca hangi kelimelere daha yakin oldugunu gosterir. Yani,
birlikte gegme frekansi yiiksek olan iki kelime birbirine anlam bakimindan yakindir ve
koordinatlari arasindaki 6klid mesafesi de diger kelimelerle olan uzakhgindan kuguktir

[10].

Word2Vec programi girdi ve ¢iktinin dosyalarinin yeri haricinde asagidaki parametreleri

de almaktadir:

e Vektor boyutu

e Yanyana gec¢cme frekansini bulurken kullanilan pencere boyutu
e  Egitim algoritmasi : hiyerarsik softmax veya negatif 6rnekleme
e Alt 6rnekleme (downsampling) icin esik frekans degeri

e Kullanilacak thread sayisi

e  Cikti dosyasinin formati : metin veya binary

2.6 Metin Yoriingeleri

Metin yoriingesi, metinde gecen kelimelerin anlamsal uzayda koordinatlari
hesaplandiktan sonra bu kelimeleri ifade eden noktalarin kelimelerin metinde gecme
sirasina gore birlestiriimesiyle cizilen yoldur. Ornegin; "Bugiin hava ¢ok giizel. Biraz
disari cikip dolasalim." yazisinda gegen kelimelerin koordinatlari bulunduktan sonra bu
metnin yorungesi Sekil 2.1'deki gibi cizilebilir.
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/ dolas
¢k disari
bugiin

A

glize
cok
biraz
hava

Sekil 2. 1 Ornek bir metin yériingesi

Veri kiimesindeki metinlerin yoriingeleri elde edildikten sonra bu yoriingelerin ¢esitli
Ozellikleri kullanilabilir. Kelimeler arasindaki mesafeler ve acilar yoriingeleri ifade
etmek icin kullanilabilecek 6zelliklerden bazilaridir. Yoriinge Uzerindeki ardisik her iki
nokta arasindaki mesafeler kullanilabilecegi gibi, her noktanin kendinden sonra gelen
N'ninci nokta ile arasindaki mesafe de kullanilabilir. Acilar icin de ayni sekilde, (n, n+1,
n+2) gibi ardisik 3 noktanin olusturdugu acinin yani sira, (n, n+1, n+3) gibi ¢ noktanin
olusturdugu aci degeri yoriingeleri ifade etmek icin kullanilabilir. iki farkli metnin
yoriingeleri icin hesaplanan uzaklik ve aci degerleri, bu iki metni birbirinden ayirt

etmeyi saglayabilir [14].



BOLUM 3

VERI SETLERI

Tez ¢alismasinda iki farkh hipotez igin iki farkli veri seti grubu kullanilmistir. Bunlardan
birincisi psikolojik rahatsizligi olan hastalar ile saglkli deneklerin yazdigi yazilardan
olusan veri kiimesidir. Bu birinci ¢alismada, ayrica Word2Vec ile kelime koordinatlarini
bulmak icin haber metinleri de kullanilmistir. ikinci veri kiimesi ise, kdse yazarlarinin
makaleleri ve tweetlerinden olusmaktadir. Bu boliimde bu iki veri seti hakkinda detayl

bilgi verilmektedir.

3.1 Psikolojik Hastalarin Yazilarindan Olusan Veri Seti

Metinden vyazarin psikolojik rahatsizhgini tahmin etmeye yonelik olarak yapilan
¢alismada kullanilan veri setidir. Bir néropsikiyatri hastanesinden elde edilen veriler; bir
kismi depresyon ve/veya anksiyete rahatsizligi olan hastalar ile diger kismi ise saglikli
olan toplam 267 denegin yazmis oldugu vyazilardan ibarettir. Hasta ve saghkl
deneklerden yazi toplayabilmek igin, iki soru sorulmus ve cevaplarini yazmalar
istenmistir. Bu sorulardan birincisi hayata ve gelecege dair dislinceleri, ikincisi ise
glnlik aktiviteleridir. Cevaplarda verilen kisisel bilgiler gizlilik ilkesi geregi metinlerden

cikariimigtir.

Veri kiimesinde her yazarin yazdigi metin ve yazarin Ozellikleri birer satir olarak
tutulmustur. Yazarin 6zellikleri ile metin aralarina "/" karakteri konularak ayrilmistir.

Ornek bir satirin yapisi su sekildedir:

Denek no / Cinsiyet / Yas / Egitim durumu / Teshis1 / Teshis2 / Teshis3 / Yanit1 / Yanit2



3.2 Haber Metinleri

internetteki haber sitelerinden toplanan 47 bin haber metninden olusan veri
kiimesidir. Metinlerde gecen kelimelerin koklerinin anlamsal uzayda koordinatlarini
bulmak icin kullandigimiz Word2Vec programina girdi verisi olarak kullaniimistir. Bu
haber metinleri glincel, siyaset, ekonomi, spor, diinya, genel, magazin, kiltir-sanat,
planet, saghk, Tirkiye, saglik, teknoloji ve yasam olmak lzere 14 farklh kategoride

yazilmis haberlerden olusmaktadir.

3.3 Kose Yazarlarinin Makaleleri ve Tweetlerinden Olusan Veri Seti

Twitter hesabinin yazarini tanimaya yonelik olarak yapilan g¢alismada kullanilan veri
setidir. Oncelikle, sosyal medyayi aktif olarak kullanan, Tiirkiye'de en ¢ok takip edilen
Twitter kullanicilari arasinda yer alan, hesaplarinda kisisel distncelerini sik¢a paylasan
10 kose yazar tespit edilmistir. Bu kose yazarlarinin distincelerini yazarken genel
olarak Tirkge dilbilgisi kurallarina uymalari, noktalama isaretlerine dikkat etmeleri
tercih edilmelerinde 6nemli bir sebeptir. Belirlenen 10 yazarin 200'er tweeti ve 50'ser

makalesi toplanmistir. Calismada kullanilan yazarlarin ismi Cizelge 3.1'de verilmistir.

Cizelge 3. 1 Tweetleri ve makaleleri toplanan kose yazarlari

Yazar Adi

Twitter Kullanici Adi

Ciineyt Ozdemir

@cuneytozdemir

Can Dlindar

@candundaradasi

Ece Temelkuran

@ETemelkuran

Ugur Dlndar

@ugurdundarsozcu

ismail Kiiglikkaya

@Kucukkayalsmail

Yekta Kopan

@vyektakopan

ilber Ortayli

@ILBERORTAYLIGSU

Mustafa Balbay

@mustafabalbay

Emre Uslu

@EmreUslu

Samil Tayyar

@samiltayyar27
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Calismada kullanilan makaleler Cumhuriyet (www.cumhuriyet.com.tr), Radikal
(www.radikal.com.tr), Habertiirk (www.haberturk.com), Taraf (www.taraf.com.tr),
Milliyet (www.milliyet.com.tr), S6zci (www.sozcu.com.tr) gibi yazarlarin g¢alistiklar
glnlik gazetelerin web sitelerinin arsivinden toplanmistir. Yazarlarin makaleleri
toplanirken, en giincel yazilan makaleden geriye dogru ardisik tarihlerde yazdigi

makalelerin herhangi biri elenmeden 50 tanesi alinmistir.

Her bir yazarin 200'er tweeti toplanirken de yine en glincel paylasilan tweetinden
baslanarak geriye dogru gidilmistir ve yazarin kendi gorisini acik bir sekilde ifade
etmeyen bazi "degersiz" tweetleri elenmistir. Bu calisma igin "degersiz" olarak

nitelendirilen ve elenen tweetlerin 6zellikleri su sekildedir:
e Retweetler,
e Uc kelimeden az kelime sayisina sahip tweetler,

e  Facebook, instagram gibi diger sosyal medya hesaplarinda yaptiklar

paylasimlarindan sonra otomatik olarak atilan tweetler,

e Haber siteleri basta olmak lizere bir web sitesi sayfasinda bulunan "Twitter'da

paylas" secenegi ile paylasilan tweetler,

e Yaptiklari programlar basta olmak Uzere gesitli programlar veya etkinlikler

hakkindaki genel olarak yer, tarih ve saat bilgisi veren duyurulari iceren tweetler,

e Tek basina anlamli olmayan, baska bir kullaniciya yanit olarak yazilan "mention"

olarak adlandirilan sohbet tweetleri,
e  Metin yerine imaj olarak paylasilan tweetler,
e  Bir 6zdeyisin paylasildigi, birebir alintinin yapildigi tweetler.

Yapilan calismada tweetler ile makalelerin yazildig tarih araliginin siniflandirmada bir
etkisinin olup olmadigini da gorebilmek icin toplanan verilerin tarih arahgr da
tutulmustur. Cizelge 3.2'de gorildigi gibi, Ugur Diindar ve Mustafa Balbay gibi bazi
yazarlarin kullanilan tweetlerinin paylasildigi tarih arahgi ile kullanilan makalelerinin
yazildigi tarih arahg blylk olclide ortlstrken, uzun sire 6nce glnlik gazete

yazarligina ara veren Ciineyt Ozdemir, Ece Temelkuran, ismail Kiiciikkaya ve Samil
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Tayyar gibi yazarlarin kullanilan tweetlerinin paylasildigi tarih araligi ile kullanilan
makalelerinin yazildigi tarih araligi hi¢ 6rtiismemektedir. Kimi yazarlarin tweetleri ile

makaleleri yazdigi tarihler ise kismen 6rtismektedir.

Cizelge 3. 2 Tweetleri ve makaleleri toplanan kdse yazarlari

Koése Yazari

Tweetlerin Paylasildigi
Tarih Arahigi

Makalelerin Yazildig
Tarih Arahigi

Ciineyt Ozdemir

11.01.2016 - 17.06.2015

15.06.2014 - 16.03.2014

Can DiUndar

07.01.2016 - 03.04.2015

06.08.2015 - 29.04.2015

Ece Temelkuran

13.01.2016 - 03.08.2014

01.06.2014 - 12.08.2013

Ugur Diindar

18.01.2016 - 13.07.2015

20.01.2016 - 08.11.2015

ismail Kiigtikkaya

21.01.2016 - 23.10.2015

26.06.2013 - 21.01.2013

Yekta Kopan

20.01.2016 - 13.11.2015

20.01.2016 - 31.12.2014

ilber Ortayli

15.01.2016 - 29.09.2014

24.01.2016 - 08.03.2015

Mustafa Balbay

29.01.2016 - 29.10.2015

08.11.2015 - 31.08.2015

Emre Uslu

31.01.2016 - 12.01.2016

18.11.2015 - 28.08.2014

Samil Tayyar

31.01.2016 - 05.09.2015

15.08.2012 - 03.11.2010
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BOLUM 4

DENEYSEL SONUCLAR

Uzerinde ¢alisilan iki farkl hipotez icin yapilan deneylerden elde edilen sonuglar ve
yorumlarin yer aldigi bu bélimde, ilk olarak metinlerden psikolojik hastalik teshisine
yonelik yapilan testler ve yorumlar, daha sonra da bir Twitter hesabinin kime ait

oldugunun tespitine yonelik yapilan testler ve yorumlar sunulmustur.

4.1 Metinden Psikolojik Rahatsizlik Teshisi

Oncelikle psikolojik rahatsizhigi olan ve saglhkli denekler tarafindan yazilmis metinlerden
olusan veri setinde se¢me islemi yapilmistir. Veri kimesindeki bir hastaya birden fazla
tani konulabilmektedir. Bu calismada amacimiz, anksiyete hastasi, depresyon hastasi
ve saghkl kisileri birbirinden ayirt edebilmek oldugu icin, hem anksiyete hem de
depresyon tanisi birlikte konmus olan hastalar elenmistir. 267 denekten olusan veri
setinde, segcme islemi uygulandiktan sonra 225 denek kalmistir. Bu deneklerin dagilimi

ve toplam denek sayisina orani su sekildedir:

e Saglikh denem sayisi : 49, Orani : 49 / 225 = %21,7

e Aksiyete olup da depresif olmayan denek sayisi : 40, Orani 40 / 225 = %17,7

e Depresif olup da anksiyete olmayan denek sayisi : 136, Orani 136 / 225 = %60,4

Yukaridaki dagilima bakildiginda, rastgele yapilacak olan bir secimde depresif denegin
secilme ihtimali %60,4'tlr. Yani bizim icin basarili sonug bu esik deger tGzerindeki basari

oranlaridir.
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Testlerin tamaminda Word2Vec algoritmasi, yan yana geg¢me frekansini bulurken
kullandig1 pencere boyutu parametresi 5 degeri ile calistiriimistir. Vektor boyutu olarak

ise 200 degeri girilmistir.

4.1.1 Kelimelerin Kokleri ile Uretilen Binary Matris

225 denegin yazdigl metinler Zemberek yardimiyla kdklerine ayrilmistir. Kelimelerin
koklerini kullanarak, kelimenin koékiniin metinde gec¢ip gegmeme duruma gore bir
binary matris olusturulmustur. Bu binary matris kullanilarak Gretilen arff dosyasi WEKA
aracindaki Bagging, NB, J48 ve SMO siniflandiricilari ile 10 kez ¢apraz dogrulama

yapilarak test edilmistir. Testin sonuglari Cizelge 4.1'de sunulmustur.

Cizelge 4. 1 Kelimelerin kokleri ile Gretilen binary matris basari oranlari

Siniflandirici | Basari orani (%)
Bagging 57.77
Naive Bayes 55.55
148 49.33
SMO 51.55

4.1.2 Kelimelerin Koéklerinin Koordinatlari ile Uretilen Matris

ilk olarak hem hasta verilerinin hem de haber metinlerinin kéklerini bulmak igin
Zemberek araci kullanilmis ve ¢alismaya bu kelime kokleri ile devam edilmistir. Toplam
12,376 kelimeden olusan hasta metinlerinde 482 farkli kok gectigi gortlmistir. Haber

metinlerinde ise toplam 8,566,892 kelime mevcutken, farkh kelime sayisi 12,540'dir.

Kelimelerin koklerinin koordinatlarini bulabilmek icin Word2Vec araci kullaniimistir.
Word2Vec ile koordinatlari hesaplarken oncelikle hastalarin kendi yazdiklari metinler,
daha sonra ise 47 bin haber metni kullaniimis ve bu koordinatlar ile Uretilen arff
dosyasinin dort farkl siniflandiriciyla 10 kez capraz dogrulama yapilarak elde edilen

basari degerleri Cizelge 4.2'de sunulmustur.
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Gizelge 4. 2 Kelime koklerinin 200 boyutlu uzayda koordinatlarinin basari oranlari

Siniflandirici | Haber datalariyla (%) | Hasta datalariyla (%)
Bagging 59.11 59.55
Naive Bayes 34.66 28.00
148 42.22 48.00
SMO 55.55 60.00

4.1.3 Metin Yoriingelerinin Gorsellestirilmesi

Siniflarin metin yoringelerinin birbirinden farkh olup olmadigini gdzlemleyebilmek igin,
her siniftaki deneklerin yazilari birlestirilerek elde edilen (g birlestirilmis metin igin Gst
Uste Uc¢ farkh metin yoringesi cizilmistir. Metin yoringelerini gorsellestirmek icin
MATLAB araci kullaniimistir. Uretilen 200 boyuttaki koordinatlarin ilk 2 ve 3 boyutu
kullanilarak cizilen yoéringeler Sekil 4.1, 4.2, 4.3 ve 4.4'te sunulmustur. Anksiyete
hastalarinin metinleri yesil, depresyon hastalarinin metinleri kirmizi, saglikli deneklerin

metinleri ise mavi renkte ¢izilmistir.

Sekil 4. 1 Haber verileriyle Gretilen koordinatlarin sirasiyla 2 ve 3 boyutu kullanilarak
cizilen birlestirilmis metin yoringeleri
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Sekil 4. 2 Hasta verileriyle Uretilen koordinatlarin sirasiyla 2 ve 3 boyutu kullanilarak
cgizilen birlestirilmis metin yoringeleri

Tim metinler kullanilarak Ust Uste cizdirilen gorsellerde siniflar arasinda ayrim

yapmanin zor oldugu goriilmis ve 3'er denek kullanilarak yoriingeler gizdirilmistir.

-0.05 - -0.05
-0.06 [~ -0.06 -
-0.07 - -0.07 -
-0.08 - -0.08 -
-0.09 - -0.09 -
0.1 -0.1
-0.11 0.1
-0.12 t t L L r-0.12 L : L r r
0.06 0.08 0.1 0.12 0.14 0.16 0.06 0.08 0.1 0.12 0.14 0.16

Sekil 4. 3 Hasta verileriyle Uretilen koordinatlarin sirasiyla 2 ve 3 boyutu kullanilarak
cizilen ilk 3'er denegin birlestirilmis metin yoriingeleri
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Sekil 4. 4 Haber verileriyle Uretilen koordinatlarin 2 ve 3 boyutu kullanilarak gizilen ilk
3'er denegin birlestirilmis metin yoriingeleri
4.1.4 Metin Yoriingelerinin Uzaklik ve Ag1 Degerlerinin Degisken Aralikh

Histogramlar

Word2Vec ile haber ve hasta metinleri ayri ayri kullanilarak elde edilen 200 boyuttaki
koordinatlarin ilk 2 ve 3 ve 200 boyuttaki degerleri kullanilarak her denegin yazdigi
metin yoringelerinin  uzakhk ve agi histogramlari MATLAB'da hesaplanmistir.
Histogram aralik sayisi 10 olarak verilmis, aralik degerleri ise MATLAB'In hist fonksiyonu
tarafindan esit mesafeli olacak sekilde otomatik olarak olusturulmustur. Uzaklik
degerleri ardisik iki noktanin birbirine olan 6klid mesafesi hesaplanarak bulunmustur.
Ardisik olan (¢ noktanin olusturdugu aci degeri hesaplanirken de birbirini kesen ve
uzunlugu bilinen iki dogru parcasinin arasindaki aciyl bulmaya yarayan kosinis formali
kullanilmistir. 2, 3 ve 200 boyutla elde edilen sonuglar sirasiyla 2D, 3D ve 200D olarak

cizelgede listelenmistir.

4.1.4.1 Histogram Araliklarina Diisen Degerlerin Hem Sayi Hem de Orta

Noktalarinin Kullaniimasi

Bir metinde gecen kelimelerin koklerinin koordinatlariyla hesaplanan uzaklik ve aci
degerlerinin histogram araliklarina dagilim sayilari ve her araliktaki degerlerin orta
noktalari kullanilarak arff dosyalari olusturulmus ve dort siniflandirici ile 10 kez capraz
dogrulama yapilarak calistiriimistir. Uzunluk degerleri kullanilarak elde edilen sonuglar
Cizelge 4.3'te, aci degerleri kullanilarak elde edilen sonuglar 4.4 ve ikisi bir arada

kullanilarak elde edilen sonuglar ise 4.5'te sunulmustur.

17



Cizelge 4. 3 iki, ii¢ ve ikiyiiz boyutlu diizlemde uzakliklarin histogramlariyla iretilen arff

sonuglari

Haber datalariyla (%) Hasta datalariyla (%)
Siniflandirici

2D 3D 200D 2D 3D 200D
Bagging 57.33 | 58.22 | 58.66 | 54.66 | 56.00 | 55.55
Naive Bayes 27.55 | 31.11 | 31.11 | 21.33 | 22.66 | 24.44
148 42.22 51.11 | 46.22 | 50.22 | 46.22 | 44.88
SMO 60.44 60.44 | 60.44 | 60.44 | 60.44 | 60.44

Cizelge 4. 4 iki, ¢ ve ikiyliz boyutlu diizlemde acilarin histogramlariyla iretilen arff

sonuglari

Haber datalariyla (%) Hasta datalariyla (%)
Siniflandirici

2D 3D 200D 2D 3D 200D
Bagging 58.66 54.22 |60.44 |54.22 |54.22 |54.66
Naive Bayes | 24.44 25.33 | 24.00 | 20.88 | 25.33 | 26.22
148 43.55 47.55 |60.44 |44.00 |47.55 |43.11
SMO 60.44 60.44 | 60.44 |60.44 |60.44 |60.44

Cizelge 4. 5 iki boyutlu diizlemde uzakliklarin histogramlari ve agilarin histogramlari
birlikte kullanilarak tretilen arff sonuglari

Siniflandirici | Haber datalariyla (%)
Bagging 54.66
Naive Bayes 25.77
148 47.11
SMO 60.44
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4.1.4.2 Histogram Araliklarina Diisen Degerlerin Sadece Sayi veya Orta Noktalarinin

Kullanilmasi

Uzakhik ve aci degerlerinin histogram araliklarina dagilim sayilari ve her araliktaki
degerlerin orta noktalarinin tek basina daha basarili olup olmadigini gérmek igin bu
degerler ayri ayri kullanilarak arff dosyalari olusturulmus ve dért siniflandirici ile 10 kez
capraz dogrulama yapilarak ¢alistirlmistir. Elde edilen sonuglar Cizelge 4.6 ve 4.7'de

sunulmustur.

Cizelge 4. 6 iki boyutlu diizlemde uzakliklarin histogramlariyla (sadece sayilar ve sadece

orta noktalar kullanilarak) tretilen arff sonuglari

Haber datalariyla (%) Hasta datalariyla (%)
Sinfiiggdinc Sadece | Sadeceorta | Sadece | Sadece orta
sayilarla noktalarla sayilarla noktalarla
Bagging 56.44 55.55 53.33 56.88
Naive Bayes 36.44 27.11 47.11 20.00
J48 44.44 57.77 53.33 60.44
SMO 60.44 60.44 60.44 60.44

Cizelge 4. 7 iki boyutlu diizlemde uzakliklarin histogramlari ve acilarin histogramlari
birlikte ile (sadece sayilar ve sadece orta noktalar kullanilarak) tretilen arff sonuglari

Haber datalariyla (%)
Siniflandirici Sadece | Sadece orta
sayilarla noktalarla
Bagging 56.44 58.22
Naive Bayes 25.33 24.88
J48 47.11 54.22
SMO 60.44 60.44
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4.1.5 Metin Yoriingelerinin Uzaklhk ve A¢i Degerlerinin Sabit Aralikli Histogramlari

Metin yoringelerinden elde edilen uzaklik ve agi degerlerinin degisken araliklarla
Uretilen histogramlarinin farkli siniflardan deneklerin metin yériingeleri arasindaki farki
net olarak yansitmayacagl disunilerek, sabit araliklarla histogramlar Uretilmistir.
Yapilan testlerde MATLAB'In hist fonksiyonuna istenen aralik degerleri dogrudan
verilmistir. Araliklarin orta noktalari tim arff dosyalarinda ayni olacagl igin
kullanilmamistir. 2, 3 ve 200 boyutla elde edilen sonuglar sirasiyla 2D, 3D ve 200D

olarak cizelgede listelenmistir.

4.1.5.1 Metin Yoriingelerinin Uzaklik Degerlerinin Sabit Aralikh Histogramlari

Word2Vec ile haber metinleriyle elde edilen 200 boyuttaki koordinatlarin, ilk 2, 3
boyutu ve tamami kullanilarak elde edilen metin yoériingelerinin uzakhk degerlerinin
sabit aralikli histogramlarinin sadece araliga diisen uzaklik degerlerinin sayilari ile

olusturulan arff dosyalarinin test sonuglari Cizelge 4.8'de sunulmustur.

Cizelge 4. 8 Yoruingelerin uzaklik histogramlariyla tiretilen arff sonuglari

Siniflandirici 2D (%) 3D (%) | 200D (%)
Bagging 57.77 58.66 56.44
Naive Bayes 48.44 44.44 41.33
148 44.88 45.33 50.66
SMO 60.44 60.44 41.33

Cizelge 4.14'te kullanilan histogramlarin aralik degerleri soyledir:
e 2Dve3Dicinaraliklar=1[0,0.5,1, 1.5, 2, 2.5, 3,3.5,4, 4.5, 5]
e 200D igin araliklar = [6, 8, 10, 12, 14, 16, 18, 20, 22, 24, 26, 28]

Siniflarin histogramlarinin gorsel olarak birbirinden ayirt edilebilir olup olmadigini
gormek icin MATLAB'da sinif bazh histogramlar ¢izdirilmistir. Sekil 4.5 ve 4.6'da sirasiyla
200 ve 2 boyuttaki yoringelerin uzakliklarinin yukaridaki aralik degerleri kullanilarak

cizilen sinif bazl histogramlar sunulmustur.
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Sekil 4. 5 Sirasiyla anksiyete, depresyon hastalarinin ve saglikli deneklerin
metinlerinden 200 boyutta elde edilen histogramlar

Sekil 4. 6 Sirasiyla anksiyete, depresyon hastalarinin ve saglikli deneklerin
metinlerinden 2 boyutta elde edilen histogramlar

2 boyutta elde edilen histogramlarda aralik degerlerini daha da kigulterek siniflar

arasindaki fark goridlmek istenmistir ve Sekil 4.7'de su aralik degerlerine gore

histogramlar tekrar ¢izilmistir: [0, 0.25, 0.5, 0.75, 1, 1.25, 1.5, 1.75, 2, 2.25, 2.5, 2.75, 3,

3.25, 3.5, 3.75, 4]
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Sekil 4. 7 Sirasiyla anksiyete, depresyon hastalarinin ve saglikli deneklerin
metinlerinden 2 boyutta elde edilen histogramlar
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4.1.5.2 Metin Yoriingelerinin Agi Degerlerinin Sabit Aralikh Histogramlari

Haber metinleriyle 200 boyutta uretilen koordinatlarin ilk 2 ve 3 boyutu kullanilarak
gizilen metin yoéringelerinin agi degerlerinin histogramlari ile elde edilen arff
dosyalarinin dort farkli siniflandirici ile yapilan test sonuglari Cizelge 4.9'da

sunulmustur.

Cizelge 4. 9 Yorlingelerin agl histogramlariyla lretilen arff sonuglari

Siniflandirici 2D (%) 3D (%)
Bagging 56.00 56.88
Naive Bayes 34.22 33.77
148 46.66 39.55
SMO 60.44 60.44

iki boyutta cizilen yériingelerin agi degerlerinin sinif bazli histogramlari Sekil 4.8'deki

gibi gorsellestirilmistir.
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Sekil 4. 8 Sirasiyla anksiyete, depresyon hastalarinin ve saglikli deneklerin
metinlerinden 2 boyutta elde edilen histogramlar

4.1.6 Metin Yoriingelerinin Farkh Uzaklik ve Agi Degerlerinin Sabit Aralikh
Histogramlar

Bir onceki bolimde (n, n+1) gibi ardisik iki noktanin arasindaki uzakliklar ve (n, n+1,
n+2) gibi ardisik G¢ noktanin olusturdugu acilar hesaplanmisti. Bu bolimde ise, farkh

uzaklik ve ac¢i degerleri hesaplanarak, testler tekrar yapilmistir.
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4.1.6.1 Metin Yoriingelerinin Farkh Uzaklik Degerlerinin Sabit Aralikhi Histogramlari

Bu bolimde, ardisik iki nokta arasindaki uzaklik yerine, bir noktanin kendisinden iki
sonraki noktayla arasindaki mesafeye bakilmistir. Ornegin, 1, 2, 3 4 ve 5 numaral
noktalar igin 1-3, 2-4, 3-5 numarali noktalar arasindaki mesafeler hesaplanmaktadir.
Haber verileriyle elde edilen 200 boyuttaki koordinatlarin ilk 2, 3 ve 200 boyutu
kullanilarak  ¢izilen yoringelerin  anlatildigi  gibi  hesaplanan  uzakliklarinin
histogramlarinin dort siniflandirici ile galistiriimasi ile alinan sonuglar Cizelge 4.10'da

sunulmustur. Histogramlar icin asagidaki aralik degerleri sabit olarak kullaniimistir:
e 2Dve3Dicinaraliklar=[0,0.5,1, 1.5, 2, 2.5, 3, 3.5, 4, 4.5, 5]

e 200D igin arahklar = [6, 8, 10, 12, 14, 16, 18, 20, 22, 24, 26, 28]

Cizelge 4. 10 Yorungelerin uzakhk histogramlariyla tretilen arff sonuclari

Siniflandirici 2D (%) 3D (%) | 200D (%)
Bagging 57.77 56.44 60.88
Naive Bayes 35.11 31.11 29.77
148 56.00 51.55 50.22
SMO 60.00 60.44 60.44

200 ve 2 boyut kullanilarak elde edilen yoriingelerin uzakliklarinin histogramlari sinif

bazli olarak sirasiyla Sekil 4.9 ve 4.10'da sunulmustur.
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Sekil 4. 9 Sirasiyla anksiyete, depresyon hastalarinin ve saglikli deneklerin
metinlerinden 200 boyutta elde edilen histogramlar

23



Sekil 4. 10 Sirasiyla anksiyete, depresyon hastalarinin ve saglikli deneklerin
metinlerinden 2 boyutta elde edilen histogramlar

4.1.6.2 Metin Yoriingelerinin Farkh Agi Degerlerinin Sabit Aralikh Histogramlari

Bu bolimde, ardisik tic noktanin olusturdugu aciyi kullanmak yerine, (n, n+1, n+3) gibi
ardisik iki noktadan sonra bir nokta atlanarak dordiinci nokta arasindaki agi
kullanilmistir. Ornegin, 1, 2, 3 4 ve 5 numarali noktalar icin 1-2-4 ve 2-3-5 numarali
noktalar arasindaki agilar hesaplanmaktadir. Haber verileriyle elde edilen 200 boyuttaki
koordinatlarin ilk 2, 3 boyutu kullanilarak gizilen yoriingelerin anlatildigi sekilde
hesaplanan acilarinin histogramlarinin doért siniflandirici ile ¢alistirilmasi ile alinan
sonuglar Cizelge 4.11'de sunulmustur. Histogramlar bulunurken, hem 2D hem de 3D
icin ayni aralk degerleri kullanilmistir: [0, 0.2, 0.4, 0.6,0.8,1,1.2,1.4,1.6, 1.8, 2, 2.2,
24,26,2.8,3,3.2]

Cizelge 4. 11 Yoriingelerin agi histogramlariyla Uretilen arff sonuglari

Siniflandirici 2D (%) 3D (%)

Bagging 56.44 57.33

Naive Bayes 30.66 3244

J48 44.44 48.44

SMO 60.44 60.44

2 ve 3 boyut kullanilarak elde edilen yoriingelerin acilarinin histogramlari sinif bazl

olarak sirasiyla Sekil 4.11 ve 4.12'de sunulmustur.
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Sekil 4. 11 Sirasiyla anksiyete, depresyon hastalarinin ve saglkli deneklerin
metinlerinden 2 boyutta elde edilen histogramlar
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Sekil 4. 12 Sirasiyla anksiyete, depresyon hastalarinin ve saglkli deneklerin
metinlerinden 3 boyutta elde edilen histogramlar

Cizelge 4.17 haber metinleriyle Uretilen 200 boyuttaki koordinatlarin ilk 2 ve 3 boyutu
kullanilarak cizilen yoringelerin testinin sonuclarini icermekteydi. Bu asamada ise,
koordinatlar elde edilirken, Word2Vec'e girdi olarak haber metinleri yerine hastalarin
kendi yazilari verilmis ve ayni testler tekrar yapilmistir. Histogram aralik degerleri de

ayni sekilde belirlenmistir. Sonuglar Cizelge 4.12'de sunulmustur.

Cizelge 4. 12 Yoriingelerin agi histogramlariyla Uretilen arff sonuglari

Siniflandirici 2D (%) 3D (%)

Bagging 56.44 57.33

Naive Bayes 30.66 32.44

J48 44.44 48.44

SMO 60.44 60.44
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4.1.7 Kelimelerin Kokleri ile Uretilen Binary Matrisin Zenginlestirilmesi

Anksiyete, depresyon hastasi ve saglikh denekler tarafindan yazilan metin kisa olmasi
nedeniyle kelimenin koklerinin metinde gecme durumuna gore (retilen binary matris
cok biliyik oranda sifirlardan olusmaktadir. Sifirlarin oranini diislirmek amaciyla binary
matris iki farkli ydntemde zenginlestirilmistir. iki yontemde de Word2Vec aracinin bir
kelimeye en yakin kelimeleri yakinlik oraniyla birlikte siralama ézelligi kullanilmistir. ilk
yontemde binary matris olusturulurken, metinde gecen bir kelimeyle birlikte bu
kelimeye belirlenen sayida en yakin olan kelimeler de metinde geciyormus gibi 1 olarak
isaretlenmistir. ikinci ydbntemde ise, metinde gecen bir kelimeyle birlikte bu kelimeye
belirlenen oranda yakin olan kelimeler de 1 olarak isaretlenmistir. Dort farkl

siniflandirici ile testler tekrar yapilmis ve sonuglar Cizelge 4.13 ve 4.14'de sunulmustur.

Cizelge 4. 13 Hasta verileri kullanilarak en yakin 3 ve 5 kelime ile zenginlestirilmis
binary matris sonuglari

Hasta datalariyla (%) Haber datalariyla (%)

Siniflandirici | Binary (%)

Enyakin5 | Enyakin3 | Enyakin5 | Enyakin 3
Bagging 57.77 60.88 56.88 59.55 58.66
Naive Bayes 55.55 52.88 55.11 50.66 53.33
148 49.33 42.22 51.55 52.44 48.00
SMO 51.55 50.22 49.33 58.66 52.44

Cizelge 4. 14 Haber verileri kullanilarak yakinlik orani 0.5 ve 0.7 (zeri olan kelimeler ile
zenginlestirilmis binary matris sonuglari

Siniflandirici | Binary (%) | Yakinlik orani 0.5 (%) | Yakinlik orani 0.7 (%)
Bagging 57.77 58.22 57.33
Naive Bayes 55.55 53.77 52.88
J48 49.33 51.55 51.11
SMO 51.55 52.88 50.22
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4.1.8 Sonuglarin Yorumlanmasi

225 denegin yazisi lizerinde yapilan ¢alismalarda gerek binary matris gerekse metin
yoriingelerinin %60,4'Un Uzerinde basarili sonuglar vermedigi goridlmistir. Gerek
binary matris ile yapilan gerekse, metin yoriingeleri ile yapilan testlerin sonuglari
birbirine yakindir. Word2Vec ile kelimelerin yoriingeleri bulunurken, 225 denegin
yazilarinin veya 47 bin haber metninin kullanilmasi arasinda sonuglarda ciddi bir
farklihk olmasa da metin yoriingeleri cizdirildiginde gozle goriliir bir fark ortaya
cikmistir. Hasta verileri, haber verilerine goére ¢ok daha az oldugu icin, kelimelerin
koordinatlarini birbirine ¢ok yakin olarak hesaplamaktadir. Metin yoéringelerindeki
uzunluk ve aci degerleriyle cizdirilen histogramlara bakildiginda da siniflarin birbirinden
ayirt edilemedigi acikca goriilmektedir. Bu ¢alismada, istenen oranda basarili sonuglar

elde edilemedigi icin yapilan testlerin sonugclarinin detayli incelemesi sunulmamaktadir.

4.2 Yazar Tanimada Kose Yazisi ve Tweet'lerin Capraz Kullanimi

Aday kose yazarlarinin makalelerini kullanarak bir Twitter hesabinin yazarini tespit
etmek Uzere yapilan bu g¢alismada iki farkli yontem uygulanmistir. Birinci yontemde her
bir tweet birer ayri metin olarak degerlendirilmis, ikinci yontemde ise belirli sayida
tweet gruplandirilarak birlestiriimis tweet metinleri olusturulmus ve bunlar

siniflandiriimada kullanilmustir.

Bu boélimde yapilan galismalarin tamaminda, tweetlerde ve makalelerde gegen
kelimelerin kendilerinin, Zemberek ile elde edilen kdklerinin, 3-gramlarin metinde
gecme duruma gore olusturulan binary, TF, TF-IDF ve Normalized-TF (NTF)
matrislerden elde edilen arff dosyalari dort farkh siniflandiricida test edilmistir.
Kelimelerin kendilerinin kullanilarak Uretilen arff 62742 6zellik sayisina sahipken, bu
ozellik sayisi kelimelerin kokleri ile Gretilen arff icin 16255, 3-gramlarla Uretilen arff icin

18793'tur.
Uretilen arff dosyalari ile WEKA araci kullanilarak dért farkli test uygulanmustir:
1. Makaleler ile egitim, tweetler ile test

2. Tweetler ile egitim, makeleler ile test
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3. Sadece makeleler ile 10 kez ¢apraz dogrulama

4. Sadece tweetler ile 10 kez ¢capraz dogrulama

4.2.1 Her Tweet Tekil Degerlendirilerek Yapilan Yazar Tespiti

Kbse yazarlarinin Twitter hesaplarindan toplanan 200'er tweeti ayri birer metin olarak
ele alinmistir. Bu bollimde 10 yazar icin 50'ser adet makale, 200'er adet tweet olmak

Uzere 2500 adetten olusan bir veri kiimesi kullaniimistir.

Kelimelerin kendileri, kdkleri ve 3-gramlar ile yapilan testlerin sonuglar Cizelge 4.15,
4.16, 4.17 ve 4.18'de sunulmustur. Ozellik ve/veya érnek sayisinin ¢ok fazla olmasi
nedeniyle yeterli hafiza ayrilamadigi icin, tekil tweetlerin egitim olarak kullanildigi
Bagging ve J48 siniflandiricilarla  yapilan testler sonuglandirilamadigr igin

gosterilmemistir.

Cizelge 4. 15 Makaleler egitim, tekil tweetler test verisi olarak kullanildiginda sonuglar

Terim Siniflandirici | Binary (%) | TF (%) | TF-IDF (%) | NTF (%)
Bagging 11.05 11.30 11.00 12.80
. . Naive Bayes 13.15 10.45 10.35 13.30
Kelimenin
kendisi | j4q 11.95 11.10 11.10 11.70
SMO 12.00 10.05 10.05 31.15
Bagging 12.70 11.00 10.70 15.40
Naive Bayes 13.65 10.25 10.25 14.30
Kok
148 12.45 12.60 12.80 12.55
SMO 10.90 11.95 11.95 28.55
Bagging 11.85 10.90 10.90 13.40
Naive Bayes 10.20 10.25 10.25 11.20
3-gram
148 9.85 11.15 11.15 14.00
SMO 10.30 10.25 10.25 30.05
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Cizelge 4. 16 Tekil tweetler egitim, makaleler test verisi olarak kullanildiginda sonuglar

Terim Siniflandirici Binary (%) | TF (%) | TF-IDF (%) | NTF (%)
Keli . Naive Bayes 25.6 17.0 17.0 15.0
elimenin
kendisi | s\mo 30.8 17.6 18.6 42.8
Naive Bayes 28.0 15.2 15.2 21.8
Kok
SMO 32.2 12.0 13.4 42.8
Naive Bayes 20.8 8.2 8.2 26.4
3-gram
SMO 22.6 26.6 26.6 51.6

Cizelge 4. 17 Sadece makaleler ile 10 kez ¢capraz dogrulama yapildiginda sonugclar

Terim Siniflandirici Binary (%) | TF (%) | TF-IDF (%) | NTF (%)
Bagging 58.0 61.8 55.6 62.4
. . Naive Bayes 91.8 75.6 76.0 55.2
Kelimenin
kendisi | 14q 50.2 54.6 52.8 50.8
SMO 93.6 92.4 92.4 95.6
Bagging 51.8 61.2 55.4 62.6
Naive Bayes 90.0 73.2 72.2 67.8
Kok
148 47.8 49.4 46.0 42.6
SMO 91.8 92.4 93.0 93.6
Bagging 67.6 72.8 72.0 71.6
Naive Bayes 93.0 75.8 75.0 66.6
3-gram
148 61.0 65.2 62.6 61.4
SMO 96.2 95.0 95.0 97.8
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Cizelge 4. 18 Sadece tekil tweetler ile 10 kez ¢apraz dogrulama yapildiginda sonuglar

Terim Siniflandirici Binary (%) | TF (%) | TF-IDF (%) | NTF (%)
. . Naive Bayes 46.15 40.65 40.50 43.85
Kelimenin
kendisi | po 45.05 51.70 52.00 53.10
Naive Bayes 42.90 40.25 40.15 44.15
Kok
SMO 43.15 48.30 48.30 49.40
Naive Bayes 49.60 41.50 41.45 44.65
3-gram
SMO 50.80 54.80 54.85 57.85

4.2.2 Birlestiriimis Tweet Metinleri ile Yapilan Yazar Tespiti

Calismanin bu boéliminde, her tweet birer metin olarak degerlendirmek yerine,
yazarlarin 200'er tweeti 40'ar adet olarak 5 esit gruba bollinmdstir ve bu gruplardaki
40'ar tweet birlestirilerek bitlin halinde tek bir metin olarak degerlendirilmistir.

Boylece her yazar icin 5 adet birlestirilmis tweet metni elde edilmistir.

10 yazar icin 50'ser makale ve 5'er birlestirilmis tweet metni olmak lzere bu bélimde

toplam 550 adetten olusan bir veri kiimesi izerinde galigilmistir.

Kelimelerin kendileri, kokleri ve 3-gramlar ile yapilan testlerin sonugclari Cizelge 4.19,
4.20 ve 4.21'de sunulmustur. Sadece makaleler ile 10 kez ¢capraz dogrulama sonucu bir

onceki boliimdeki sonuglarla ayni oldugu icin bu bélimde tekrar gosterilmemistir.

Cizelge 4. 19 Makaleler egitim, birlestirilmis tweetler test verisi olarak kullanildiginda

sonuglar
Terim Siniflandirici | Binary (%) | TF (%) | TF-IDF (%) | NTF (%)
Bagging 46 42 48 42
. . Naive Bayes 74 60 62 26
Kelimenin
kendisi | j4g 34 24 26 26
SMO 88 88 86 84
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Cizelge 4. 19 Makaleler egitim, birlestirilmis tweetler test verisi olarak kullanildiginda
sonuglar (devami)

Bagging 48 34 42 48
Naive Bayes 72 50 48 34
Kok
148 38 28 32 34
SMO 80 82 82 82
Bagging 18 20 22 26
Naive Bayes 58 42 44 28
3-gram
148 36 32 30 20
SMO 74 62 62 76

Cizelge 4. 20 Birlestirilmis tweetler egitim, makaleler test verisi olarak kullanildiginda

sonuclar
Terim Siniflandirici Binary (%) | TF (%) | TF-IDF (%) | NTF (%)
Bagging 21.0 24.0 24.8 21.4
. . Naive Bayes 52.8 32.6 30.4 194
Kelimenin
kendisi | 4q 18.2 18.0 18.0 18.6
SMO 47.0 49.4 49.2 54.2
Bagging 18.4 20.0 18.4 21.2
Naive Bayes 50.0 32.8 30.0 20.8
Kok
148 18.2 17.4 17.4 20.6
SMO 46.0 46.8 44.8 53.0
Bagging 17.8 24.8 20.8 24.0
Naive Bayes 45.8 20.8 21.8 19.2
3-gram
148 23.4 21.2 21.2 25.2
SMO 39.0 40.6 40.4 46.6
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Cizelge 4. 21 Sadece birlestirilmis tweetler ile 10 kez ¢apraz dogrulama yapildiginda

sonuclar
Terim Siniflandirici Binary (%) | TF (%) | TF-IDF (%) | NTF (%)
Bagging 22 34 36 40
. . Naive Bayes 86 54 52 16
Kelimenin
kendisi | 14q 44 30 30 42
SMO 84 78 76 78
Bagging 24 32 24 46
Naive Bayes 80 62 60 12
Kok
148 50 36 36 60
SMO 84 88 86 86
Bagging 26 28 24 20
Naive Bayes 88 26 28 12
3-gram
148 42 40 40 36
SMO 94 92 92 96

4.2.3  Ozellik Se¢imi Yapilarak Testlerin Tekrarlanmasi

Ozellik sayilarinin ¢ok fazla olmasi nedeniyle, dzellik seciminin testlerdeki basari oranini
ylkseltip ylkseltmeyecegini gérmek amaciyla WEKA araci icerisinde yer alan
ChiSquaredAttributeEval 6zellik se¢me yontemi kullanilarak tim arff dosyalari igin
ozellik siralamasi yapilmis ve ilk 1000 6zellik segilerek yeni arff dosyalari olusturulmus
ve bu sekilde ayni testler tekrar yapilmistir. Test sonuglari Cizelge 4.22'ten 4.29'a kadar

sunulmustur.

4.2.3.1 Tekil Tweetler Kullanilarak Yapilan Testlere Ozellik Se¢imi Uygulanmasi

Ozellik secimi yapildiktan sonra tekil tweetler kullanilarak ayni testler tekrar edilmis ve

elde edilen sonuglar Cizelge 4.22, 4.23, 4.24 ve 4.25'te sunulmustur.
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Cizelge 4. 22 Makaleler egitim, tekil tweetler test verisi olarak kullanildiginda sonuglar

Terim Siniflandirici | Binary (%) | TF (%) | TF-IDF (%) | NTF (%)
Bagging 13.10 11.10 11.05 14.70
. . Naive Bayes 14.55 10.10 10.10 14.20
Kelimenin
kendisi | j4g 12.20 11.95 11.95 12.10
SMO 10.70 14.35 14.35 19.50
Bagging 13.30 11.00 11.00 14.70
Naive Bayes 12.75 10.85 13.10 14.25
Kok
148 12.30 12.30 12.65 13.40
SMO 10.80 10.35 11.40 18.15
Bagging 10.70 8.95 8.95 14.85
Naive Bayes 13.60 10.35 10.35 14.75
3-gram
148 12.15 10.80 10.80 14.55
SMO 12.15 10.25 10.25 24.65

Cizelge 4. 23 Tekil tweetler egitim, makaleler test verisi olarak kullanildiginda sonuglar

Terim Siniflandirici | Binary (%) | TF (%) | TF-IDF (%) | NTF (%)
Bagging 17.8 16.8 18.8 11.4
. . Naive Bayes 31.2 22.6 22.6 17.0
Kelimenin
kendisi | 14q 18.6 19.6 20.6 20.2
SMO 39.8 10.8 11.2 29.4
Bagging 21.2 11.6 16.0 13.6
Naive Bayes 354 19.8 20.2 18.4
Kok
148 19.2 15.6 15.6 17.6
SMO 39.8 10.0 10.0 28.4
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Cizelge 4. 23 Tekil tweetler egitim, makaleler test verisi olarak kullanildiginda sonuglar

(devami)
Bagging 20.8 16.2 16.2 114
Naive Bayes 39.0 19.6 19.6 22.4
3-gram
148 25.2 18.2 18.2 18.8
SMO 41.6 40.4 40.4 47.8

Cizelge 4. 24 Sadece makaleler ile 10 kez ¢apraz dogrulama yapildiginda sonuglar

Terim Siniflandirici Binary (%) | TF (%) | TF-IDF (%) | NTF (%)
Bagging 61.6 63.4 64.6 66.8
. . Naive Bayes 88.6 75.6 75.4 87.4
Kelimenin
kendisi | j4g 57.8 60.0 61.2 61.0
SMO 86.8 85.6 85.2 89.4
Bagging 57.2 63.6 61.6 64.8
Naive Bayes 84.4 69.8 69.8 82.0
Kok
148 54.4 53.6 54.6 53.0
SMO 83.8 80.6 80.8 87.8
Bagging 71.2 73.6 74.2 75.2
Naive Bayes 93.0 85.2 85.0 93.6
3-gram
148 70.0 70.8 70.8 67.0
SMO 94.4 92.6 92.6 94.8
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Cizelge 4. 25 Sadece tekil tweetler ile 10 kez ¢apraz dogrulama yapildiginda sonuglar

Terim Siniflandirici | Binary (%) | TF (%) | TF-IDF (%) | NTF (%)
Bagging 36.55 26.05 26.10 27.50
. . Naive Bayes 36.35 37.85 37.65 42.05
Kelimenin
kendisi | j4g 32.30 29.20 | 28.70 33.65
SMO 42.35 41.80 41.55 45.80
Bagging 32.40 25.95 27.05 26.70
Naive Bayes 35.25 36.40 36.65 41.15
Kok
148 32.15 29.05 | 29.75 33.15
SMO 40.25 43.00 42.05 45.40
Bagging 34.35 30.20 | 30.15 32.40
Naive Bayes 36.50 37.15 37.15 43.75
3-gram
148 33.75 30.45 30.45 35.05
SMO 40.55 40.85 40.80 48.30

4.2.3.2 Birlestirilmis Tweetler Kullanilarak Yapilan Testlere Ozellik Segimi

Uygulanmasi

Birlestirilmis tweet metinleri kullanilarak tretilen arff dosyalari ile 6ncelikle 6zellik

secimi yapilmis ve testler tekrar edilmistir.

Cizelge 4. 26 Makaleler egitim, birlestirilmis tweetler test verisi olarak kullanildiginda

sonuclar
Terim Siniflandirici | Binary (%) | TF (%) | TF-IDF (%) | NTF (%)
Bagging 44 38 52 46
. . Naive Bayes 84 60 54 70
Kelimenin
kendisi | 14q 42 36 46 34
SMO 72 74 68 66
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Cizelge 4. 26 Makaleler egitim, birlestirilmis tweetler test verisi olarak kullanildiginda
sonuglar (devami)

Bagging 48 38 52 50
Naive Bayes 64 64 58 70
Kok
148 38 30 34 50
SMO 66 58 62 68
Bagging 18 26 22 30
Naive Bayes 38 30 34 34
3-gram
148 28 36 20 14
SMO 46 50 48 64

Cizelge 4. 27 Birlestirilmis tweetler egitim, makaleler test verisi olarak kullanildiginda

sonuclar
Terim Siniflandirici Binary (%) | TF (%) | TF-IDF (%) | NTF (%)
Bagging 27.6 25.8 24.2 26.2
. . Naive Bayes 54.6 43.4 46.0 46.2
Kelimenin
kendisi | 4q 19.8 20.6 22.2 22.6
SMO 50.8 46.6 48.4 52.8
Bagging 28.2 23.0 22.8 27.8
Naive Bayes 47.4 39.2 41.4 46.8
Kok
148 21.6 16.2 23.6 26.0
SMO 41.4 46.6 49.0 53.0
Bagging 30.0 33.0 31.0 31.0
Naive Bayes 36.8 32.8 30.4 36.8
3-gram
148 27.2 27.6 27.6 27.6
SMO 33.6 37.2 37.8 47.4
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Cizelge 4. 28 Sadece makaleler ile 10 kez ¢apraz dogrulama yapildiginda sonuglar

Terim Siniflandirici Binary (%) | TF (%) | TF-IDF (%) | NTF (%)
Bagging 61.6 63.2 59.6 67.8
. . Naive Bayes 89.4 76.2 78.0 87.4
Kelimenin
kendisi | 14q 59.0 59.8 61.4 59.8
SMO 88.2 87.6 88.0 90.6
Bagging 58.0 61.2 57.2 67.4
Naive Bayes 87.2 69.8 68.2 82.6
Kok
148 53.8 57.2 55.6 54.2
SMO 83.8 84.2 83.6 88.8
Bagging 72.6 76.8 76.2 74.2
Naive Bayes 93.4 85.6 85.0 94.0
3-gram
148 66.8 72.2 67.6 67.2
SMO 95.2 94.4 93.8 97.4

Cizelge 4. 29 Sadece birlestirilmis tweetler ile 10 kez ¢apraz dogrulama sonuglari

Terim Siniflandirici Binary (%) | TF (%) | TF-IDF (%) | NTF (%)
Bagging 38 36 48 52
. . Naive Bayes 84 68 74 68
Kelimenin
kendisi | j4g 52 56 58 44
SMO 94 90 86 82
Bagging 38 46 28 40
Naive Bayes 82 74 70 56
Kok
148 70 56 46 44
SMO 84 84 78 88
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Cizelge 4. 29 Sadece birlestirilmis tweetler ile 10 kez ¢apraz dogrulama sonuglari

(devami)
Bagging 48 48 50 52
Naive Bayes 94 84 82 82
3-gram
148 70 58 58 58
SMO 94 100 98 96

4.2.4  Sonuglarin Yorumlanmasi

Yapilan tim deneylerin hemen hemen hepsinde SMO siniflandirici NB, J48 ve Bagging
siniflandiricilarina gore, blylk cogunlugunda ise NB siniflandirici J48 ve Bagging
siniflandiricilarina gére daha basarili sonuglar verirken J48 ile Bagging siniflandiricilari
arasinda net bir Ustinlik goriilmemektedir. En basarili sonuglar SMO siniflandirici ile
alindig icin sonuglarin gorsellestiriimesinde sadece bu siniflandiriciyla elde edilen

degerler sunulmaktadir.

Yapilan tim deneylerin genelinde TF ve TF-IDF ile yapilan deney sonuglarinin birbirine

cok yakin olmasi nedeniyle de sekillerde sadece TF-IDF sonucu gosterilmemistir.

Ozellik secimi ile yapilan testlerde basari oranlari hemen hemen hepsinde diismis,
sadece birlestirilmis tweetler ile 10 kez gapraz dogrulama yapildiginda daha ylksek
basari elde edilmistir. Bu ylizden 6zellik se¢imi ile yapilan testlerden sadece bu testin
sonucu gorsellerde karsilastiriilmaktadir. Sekillerde, tim ozellikler ile elde edilen
sonuclar Kelimeler, Kokler ve 3-gramlar seklinde, ozellik secimi ile gerceklestirilen

testlerin sonuglari ise Kelimeler', Kokler' ve 3-gramlar' seklinde ifade edilmistir.

Her bir tweet birer metin olarak degerlendirildiginde tim o6zellikler kullanilarak ile elde

edilen sonuclar Sekil 4.13, 4.14, 4.15 ve 4.16'da goriilmektedir.
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Sekil 4. 13 Makaleler egitim, tekil tweetler test verisi olarak kullanildiginda elde edilen
basari oranlari
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Sekil 4. 14 Tekil tweetler egitim, Makaleler test verisi olarak kullanildiginda elde edilen
basari oranlari
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Sekil 4. 15 Sadece makaleler ile 10 kez ¢capraz dogrulama yapildiginda elde edilen
basari oranlari
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Sekil 4. 16 Sadece tekil tweetler ile 10 kez capraz dogrulama yapildiginda elde edilen
basari oranlari

Tekil tweetler ile yapilan bu bolimdeki testlerde en basarili sonuglarin Normalized-TF
ile alindigi agikca gorilmektedir. Sekil 4.15'te goérildiglu Uzere makaleler kendi
arasinda 10 kez gapraz dogrulama yapildiginda 3-gramlar ile %97.8 gibi cok yuksek bir
basari orani elde edilmistir. Bu sonu¢ uzun metinler kullanildiginda yazar tanima
testlerinde ylksek basari elde edildigini dogrulamaktadir. Sekil 4.16'da gérildigi gibi,
en fazla 160 karakterden olusan tekil tweetler kendi arasinda 10 kez capraz dogrulama
yapildiginda yine 3-gramlar ile %57.85'lik bir basari orani ortaya ¢ikmistir. Sekil 4.14'de,
tekil tweetler egitim, makaleler test verisi olarak kullanildiginda 3-gramlar ile %51.6'lik
bir basari orani yakalandigi gorilirken, tam tersi sekilde makaleler egitim, tekil
tweetler test verisi olarak kullanildiginda ise en yiliksek basari oraninin kelimelerin
kendisi ile %31.15 olarak ortaya ciktigi Sekil 4.13'te goriilmektedir. Bu sonuglara gore,
adaylarin makalelerinin tekil tweetlerin yazarini tahmin etmek icin kullanilmasi ¢ok

basarili netice vermemektedir.

Birlestirilmis tweetler kullanilarak yapilan testlerde elde edilen sonuglar Sekil 4.17, 4.18
ve 4.19'da gorilmektedir. Makaleler igin 10 kez ¢apraz dogrulama Sekil 4.15'te verildigi

icin tekrar sunulmamistir.
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Sekil 4. 17 Makaleler egitim, birlestirilmis tweetler test verisi olarak kullanildiginda elde
edilen basari oranlari
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Sekil 4. 18 Birlestirilmis tweetler egitim, Makaleler test verisi olarak kullanildiginda elde
edilen basari oranlari
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Sekil 4. 19 Sadece birlestirilmis tweetler ile 10 kez capraz dogrulama yapildiginda elde
edilen basari oranlari

Birlestirilmis tweetlerle bu doélimdeki yapilan testlerde, aday yazarlarin makaleleri
egitim, birlestirilmis tweetler test verisi olarak kullanildiginda bu tweetlerin paylasildigi
Twitter hesabinin yazarini %88 gibi yiliksek bir oranda basarili tahmin edebildigimiz
Sekil 4.17'de gorilmektedir. Bu basari orani, makalelerde ve tweetlerde gecen
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kelimelerin kendilerini kullanarak olusturulan binary ve TF arff dosyalarinin SMO

siniflandirici ile test edilmesiyle ortaya ¢ikmistir.

Sekil 4.19'daki sonuclardan anlasildigi gibi birlestirilmis tweetler kendi arasinda 10 kez
capraz dogrulamayla test edildiginde gayet yiiksek basari oranlari yakalanmis ve bu
sonuc yine, uzun metinlerle yazar tanima probleminin yliksek basariyla ¢ozuldiUgini
bize kanitlamistir. Bu testte, 6zellik se¢imi yapilmis 3-gramlar ile %100 gibi bir basari

orani elde edilmesinin sebebi kullanilan verinin érnek sayisinin distik olmasidir.

Sekil 4.18'de basari oranlarinin ¢ok yiiksek ¢ikmamasinin sebebi de her yazar igin 5'er
birlestirmis tweet metninin egitim, 50'ser makalenin test olarak kullanilmasi dolayisiyla
egitim kimesinin ¢ok kiigliik olmasidir. Egitim verisinin 6rnek sayisi artirildiginda bu

testte de yliksek basari elde edilmesi beklenebilir.

Ayrica, siniflandirma testleri sonrasinda ortaya c¢ikan karigikhk  matrisleri
incelendiginde, yazarlarin makaleleri yazdigi tarih araligi ile Twitter hesaplarindan
yaptiklari  paylasimlarin  tarih araliginin  Ortlismesinin  veya ortismemesinin

siniflandirma basarisinda bir etkisi olmadigi gérilmustar.

Makaleler ile birlestirilmis tweet metinleri egitim ve test kiimeleri olarak birbiriyle
caprazlama yapilan testlerde kelimelerin kendileri en yliksek sonuclari verirken, sadece
birlestirilmis tweetler ve sadece makaleler ile yapilan testlerde ise 3-gramlar daha
yiksek sonug¢ vermistir. Buradan, iki ayri platformda kullanilan kendine has karakter
Obekleri oldugu cikarimi yapilabilir. Hem egitim hem de test kiimeleri ayni platformdan
oldugu zaman bu karakter 6bekleri yazar tanimada ayirt edici olurken, egitim ve test
kiimeleri farkh platformlardan oldugu zaman ise kullanilan kelimelerin kendisi yazar

tanimada daha ayirt edici nitelikte olmaktadir.
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BOLUM 5

TARTISMA VE ONERILER

Bu tezde yapilan iki farkli calismanin sonuglarina dair tartismalar ve oneriler alt

basliklarda sunulmaktadir.

5.1 Metinden Psikolojik Rahatsizlik Teshisi

Calismada kullanilan metinlerin kisa olmasi ve sayilarinin az olmasi 6nemli bir kisittir.
Daha uzun metinler lzerinde calisilabilirse, daha basarili sonuglar alinmasi ihtimaldir.
Bu galisma anksiyete, depresyon hastalari ve saglikli denekleri birbirinden ayirt etmeye
yonelik yapildigi icin, anksiyete ve depresyon rahatsiziginin hastalarin yazma
niteliklerine etki etmedigi cikarimi da yapilabilir. Zira, bu hastaliklar en yaygin psikolojik
rahatsizliklar arasinda yer almaktadir [15]. Sizofreni gibi daha nadir gorilen agir
hastaliklarin kisinin yazi yazma yetisine etki etmesi daha muhtemeldir. Daha buyik bir
veri kiimesi Uzerinde ve/veya farkl hastalik grubundan deneklerin yazilariyla benzer bir

¢alisma yapilabilir.

5.2 Yazar Tanimada Kose Yazisi ve Tweet'lerin Capraz Kullanimi

Bu tez calismasinda yapilan tiim testlere ve elde edilen sonuglara goére birlestirilmis bir
tweet grubunun yazarini tespit etmenin tekil bir tweetin kim tarafindan yazildigini
tespit etmekten cok daha kolay oldugu ortaya cikarilmistir. Kimligi belirli olmayan bir
Twitter kullanicisinin  paylastigi  tweetlerin  her birinin  birer metin olarak
degerlendirmesinden ise belirli sayida tweeti birlestirilerek bir bitiin olarak ele

alinmasiyla ¢cok daha uzun tweet metinleri olusturulabilir ve aday kose yazarlarinin
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makaleleri ile karsilastirilarak yiksek bir basari oraniyla yazarin kimligine dair tahmin
yapilabilir. Ayrica, bu sekilde yapilan testlerde birlestirilmis tweetlerin kendi aralarinda
yapilan ¢apraz dogrulamalarda da c¢ok basarili sonu¢ vermesi, bir Twitter hesabinin el

degistirip degistirmediginin anlasilabilecegini de acgik¢a gdostermektedir.
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