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ÖZET

STOKASTİK DİFERANSİYEL DENKLEMLERİN BAZI TIP
VE FİNANS PROBLEMLERİNE UYGULANMASI VE

NÜMERİK ÇÖZÜMLERİ

Tuğçem PARTAL

Matematik Mühendisliği Bölümü
Doktora Tezi

Danışman: Prof. Dr. Mustafa BAYRAM

Bu tez çalışmasında çözümü stokastik süreçler olan stokastik diferansiyel denklemler
konusu ve uygulama alanları incelenmiştir. Stokastik diferansiyel denklemlerin varlık
tekliklerinden bahsedilip, analitik ve nümerik çözüm yöntemleri anlatıldıktan sonra,
ilgili nümerik yöntemlerin kararlılık analizleri üzerinde durulmuştur.

Uygulamalar kısmında stokastik diferansiyel denklemler, iki önemli konu olan tümör
büyümesi ve hisse senedi tahminleri için kullanıldı. İlk uygulama olarak, 01.01.2005-
01.01.2015 tarihleri arasındaki YAHOO hisse senedi fiyatları, finansal bir stokastik di-
feransiyel denklem modeli olan Black-Scholes modeli ile yaklaşık olarak hesaplandı.

İkinci bir uygulama olarak ise paratiroid tümörünün insan vücudundaki davranışı ve
büyümesi üzerine çalışıldı. Bunun için öncelikle Gompertz model tanımlandı ve litera-
türdeki 41 gerçek hasta üzerinden paratiroid kanserinin zamana göre değişimi determi-
nistik olarak incelendi. Daha sonra hastalar üzerinden elde edilen veriler ile, stokastik
modeldeki difüzyon katsayısı belirlendi ve bu katsayı kullanılarak, deterministik Gom-
pertz kurallarının geçerli olduğu stokastik Gompertz model tanımlandı. Tanımlanan bu
stokastik model ile tümör büyümesinin zamana göre değişimi yaklaşık olarak hesap-
landı.
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İki modelin de hem analitik çözümleri hem de tanımlanan nümerik yöntemler kulla-
nılarak nümerik çözümleri elde edildi. Elde edilen çözümler gerçek veriler ile kıyaslandı,
hata tabloları ve garfikler ile etkinlikleri gösterildi.

Anahtar Kelimeler: Stokastik diferansiyel denklemler, maksimum olabilirlik tahmin
metodu, non-parametrik tahmin metodu, Black-Scholes model, stokastik Gompertz mo-
del.
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ABSTRACT

APPLICATION OF STOCHASTIC DIFFERENTIAL
EQUATIONS ON SOME MEDICAL AND FINANCE

PROBLEMS AND THEIR NUMERICAL SOLUTIONS

Tuğçem PARTAL

Mathematical Engineering
Ph.d. Thesis

Advisor: Prof. Dr. Mustafa BAYRAM

In this thesis, the concept of stochastic differential equations and its application areas
are investigated. After the existence and uniqueness of equations are mentioned and
analytical and numerical solution methods are determined, stability analyzes of nume-
rical methods are discussed.

Stochastic differential equations is used for two important issues such as estimation
of tumor growth and stock price which addressed in the application section. As a first
application, we are approximated the YHOO stock prices between 01.01.2005-01.01.2015
with Black-Scholes model, which is a financial stochastic differential equation model.

As a second application, we study on the behavior and growth of parathyroid cancer
in the human body. Firstly deterministic Gompertz model is identified for this, then it
is investigated deterministically change of parathyroid cancer respect to time, which is
obtained through 41 patients in the literature. Then we describe the stochastic Gom-
pertz model based on deterministic Gompertz’s law with the diffusion coefficient in our
stochastic model, using the data taken from the patients. Changing in tumor growth
over the time is approximately calculated with this defined stochastic model.
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We solve both models numerically and analitically with defined methods. Obtained
solutions are compared with the actual data and they are supported with graphs and
error tables.

Keywords: Stochastic differential equations, maximum likelihood parameter estima-
tion method, non-parametric estimation method, Black-Scholes model, stochastic Gom-
pertz model.
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BÖLÜM 1

GİRİŞ

1.1 Literatür Özeti

Bir sistemin davranışının modellenmesi probleminde, bazen sistemler o kadar karışıktır

ki sistemi tanımlamak çoğu zaman mümkün olmaz. Böyle durumlarda olasılıksal bir

model kullanmak doğru bir yaklaşım olacaktır.

Son zamanlara kadar yapılan çalışmalarda fiziksel modeller için geliştirilen çoğu mo-

dellerde yeteri kadar güçlü bilgisayarların bulunmaması ve uygun nümerik yöntemlerin

azlığı sebebi ile çözümün zorlaşmasından fiziksel fenomenlerdeki stokastik etkiler dik-

kate alınmamıştır. Hesaplama gücünün artması ile birlikte, böyle kompleks modeller

dikkate alınmaya başlanmış ve stokastik diferansiyel denklemlerin nümerik çözümlerine

olan ilgi artmıştır.

1826’da botanikçi Robert Brown’un kendi adı verilen Brown hareket sürecini (Brow-

nian motion process) keşfetmesinden sonra, yapılan araştırmalarda bu sürecin bir çok

fiziksel, ekonomik, biyolojik veya sosyal fenomenlerin incelenmesinde de kullanılabile-

ceği ortaya çıktı. Bu denklemler genellikle stokastik diferansiyel denklem şeklinde olup,

denklemlerin modellenip çözümlenmesinde bilinenden farklı bir integrasyon tipi ve ku-

ramı gerekir. Kiyoshi Ito (1915-2008) tarafından başlatılan ve Ito stokastik integrali

adını alan bu kuramda bir stokastik sürecin başka bir stokastik sürece göre integrali söz

1



konusu olup bu özel integralle başlayan matematiksel analiz “Ito analizi” veya “Stokastik

Analiz” adını alır. Ito’nun bu alandaki en önemli katkısı stokastik integral denklemlerin

çözümüne olanak sağlayan “Ito Lemma” sıdır. Daha sonra Ruslen R. Stratonovich (1966)

Ito stokastik integrali modifiye ederek Stratonovich stokastik integrali tanıtmıştır.

Çoğu realistik modelin elde edilmesinde, tıp, finans matematiği, aktüerya, fizik, biyoloji,

kimya, ekonomi gibi alanlarda adi veya kısmi diferansiyel denklemler yerine stokastik

diferansiyel denklemler ile modelleme yapılmaktadır. Özellikle, finans matematiğinde,

hisse senedi (stock) ve birim fiyat (option price) modelleri için stokastik diferansiyel

denklemler kullanılır.

Bir sistem adi veya kısmi diferansiyel denklem ile tanımlanırken, bir rassal terimden

(random term) etkilenme varsa stokastik diferansiyel denklem (SDD) elde edilir. Yani,

bir adi veya kısmi diferansiyel denkleme ekstra terim ekleyerek elde edilebilirler. Bu

ekstra terim, Brown hareketi (Brownian motion) olup modele rassallık (randomness)

getirir. Stokastik diferansiyel denklemlerin kilit noktası, Brown hareketi hiçbir yerde

diferansiyellenemez olduğundan, stokastik diferansiyel denklemin rassal kısmı bilinen

basit analiz yöntemler ile hesaplanamaz. Bu nedenle, stokastik diferansiyel denklemle-

rin integral formuyla ve Ito ve Stratonovich stokastik analizi ile ilgileneceğiz. Çalışılan

alanda çözümün gerektirdiklerine göre Ito stokastik analizinden Stratonovich analizine

(ya da tam tersi) geçmek mümkündür. Ito stokastik analizi finans matematiğinde hisse

senedi (stock) ve birim fiyat (option price) modelleme ve biyolojideki popülasyon ar-

tışının tanımlanmasında önemli rol oynarken, Stratonovich stokastik analizi ise fizik

ve mühendislikte parçacık hareketi veya stokastik dinamik sistemler için yaygın olarak

kullanılır.

Deterministik dinamik sistemler teorisinde, sistemin davranışları kısmi diferansiyel denk-

lemler ile (dalga denklemi, ısı denklemi, Laplace denklemi, elektrodinamik, akışkan

akımı vb.) veya adi diferansiyel denklemler ile (klasik Newton mekaniği, vb.) modelle-

nir. Ancak, elektronik devrelerdeki gürültü (noise), hisse senetlerindeki dalgalanma, ile-

tişim sistemlerindeki karmaşa gibi stokastik dalgalanmalar göz ardı edilemeyeceğinden

adi diferansiyel denklemler (ADD) ve kısmi diferansiyel denklemler (KDD) ek olarak
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rassal (random) terim içermelidir.

Diferansiyel denkleme rassal terimin eklenmesiyle ADD veya KDD den SDD e geçiş

olur. Rassallık, problemin başlangıç değerinden kaynaklanabilir ya da fiziksel sistemde

tanımlanan fonksiyon rassal fonksiyon olabilir. Böyle durumlarda diferansiyel denkleme

“stokastik diferansiyel denklem” denir.

Bu rassallık, hızlı değişen rassal fenomenlerin tanımlanması için uygundur ve renkli

gürültü (coloured noise) gibi diğer noise formlarında mümkün olmasına rağmen hiçbir

yerde diferansiyellenemeyen Wiener süreci (Wiener process) ile modellenebilir. Ancak

stokastik diferansiyel denklemler teorisinde de adi diferansiyel denklemler teorisinde ol-

duğu gibi analitik çözüme sahip diferansiyel denklem sınıfı çok dardır ve bu nedenle mo-

dellerin çözümleri nümerik yöntemler gerektirmektedir. Stokastik diferansiyel denklemin

çözümünde etkili ve uygun metodu bulmak için mertebe (order), kararlılık (stability) ve

olası yöntemin hata davranışlarının analiz edilmesi gerekir. Stokastik diferansiyel denk-

lemleri çözmek için bir deterministik yöntemdeki basit adaptasyonu kullanmak mümkün

değildir. Dolayısıyla, kendine uygun stokastik nümerik metotlar geliştirilmelidir.

Nümerik metotlar elde edilebilmesine rağmen, örneğin, belli bir noktada stokastik Tay-

lor serisinin kesilmesi gibi yöntemleri, eğer yüksek mertebe (order) gerektiriyorsa uygu-

lamak oldukça zordur.

Yaklaşım metotları için iki temel durum vardır. Çözüme yaklaşmak istendiğinde, orta-

lama karesel yakınsaklık (mean square convergence) kullanılır ve bu şekilde elde edilen

metotlara “güçlü (strong)” denir. Eğer sadece momentle ya da çözümün diğer fonksi-

yonelleriyle ilgileniliyorsa, yani istenen yaklaşımdan daha güçsüz yaklaşımlardan söz

ediliyorsa, bu durumda metoda “zayıf (weak) “ denir.

Daha önce çeşitli karesel ortalama (mean square) ve zayıf nümerik yöntemler türetilmiş

ve bu konuda Milstein [2], Kloeden ve Platen [3] tarafından geniş ölçüde çalışmalar

yapılmıştır. Güçlü durumlar (strong sense) için Chang [4], Hernandez ve Spigler [5].

[6] Klauder ve Petersen [7], Mauthner [8], Mc Shane [9] ve Rümelin [10] Runge Kutta

(RK) yöntemi ile çalışmalar sunmuştur.
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1.2 Tezin Amacı

Bu çalışmada, stokastik diferansiyel denklem türleri tanıtılıp, analitik ve nümerik çö-

zümlerinin nasıl elde edildiği üzerinde durulmuştur. Tezde, finans ve tıp alanlarında

oldukça sık kullanılan Black-Scholes ve Gompert modellerinin stokastik versiyonlarının,

deterministik duruma göre daha güvenilir sonuçlar verdiğini göstermek amaçlanmakta-

dır. Bunun için gerçek veriler kullanılarak, hem stokastik model hem de deterministik

modeller için elde edilen çözümler kıyaslanacak ve bu sonuçlar yorumlanacaktır.

1.3 Hipotez

Bu çalışmada, iki önemli stokastik modele yer verilecektir. Bölüm 8 de finans alanında

önemli bir yere sahip olan Black-Scholes modelinin stokastik hali incelenecektir. Mo-

deldeki katsayılar, YHOO hisse senedinin belli bir yıl aralığındaki gerçek verileri ele

alınarak, parametre tahmin metodları ile elde edilip, elde edilen parametreler ile mo-

del analitik ve nümerik olarak çözülecektir. Çözümlerin gerçek veriler ile kıyası yapılıp,

hata tabloları ve grafikler ile desteklenecektir. Elde edilen sonuçların da istatistiksel

olarak anlamlılığı incelenip, stokastik Black-Scholes modelinin ve tahmin yöntemlerinin

bu alandaki etkinliği tartışılacaktır.

Bir diğer hipotez ise yine Bölüm 9 da literatürden farklı olarak, paratiroid kanserinin

insan vücudundaki değişiminin, difüzyon katsayısı eklendiğinde istatistiksel olarak fark-

lılık gösterip göstermediğini test etmektir. Bunun için literatürde var olan, 41 paratiroid

kanser hastası üzerinden elde edilen veriler kullanılarak, difüzyon katsayısı hesaplanmış-

tır. Bu katsayının deterministik Gompertz modele eklenmesi ile elde edilen stokastik

modelin istatistiksel anlamlılığı ve deterministik modele göre etkinliğini gösteren öngö-

rüler, mevcut tezin hipotezlerini oluşturmuştur.
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BÖLÜM 2

STOKASTİK ANALİZ

Stokastik analiz içinde rassallık ya da gürültü (noise) terimi bulunan stokastik süreçler

ile ilgilenir. Bu bölümde tezin ileri kısımlarında kullanılacak olan olasılık ve stokastik

süreçler ile ilgili temel tanım ve sonuçlara yer verilmiştir. Bu tanımlarla ilgi daha detaylı

bilgilere, Kloeden ve Platen’in (1992) "Numerical Solution of Stochastic Differential

Equation" isimli kitabından ulaşılabilir [11].

2.1 Olasılık Teorisi

Olasılığın matematiksel teorisi Pascal ve Fermat’ın 1650’li yıllardaki kumar oyunları

üzerindeki çalışmalarına kadar geriye gitmektedir. Olasılıklar genelde rassal deneylerin

sonunda değişik sonuçların gözlenebilmesini ifade eden sayısal değerlerdir. Hangi olasılık

tanımı ele alınırsa alınsın (klasik olasılık, aksiyomatik olasılık, geometrik olasılık veya

sübjektif olasılık gibi) olasılık

P : {Olaylar kümesi} → [0, 1]

biçiminde bir küme fonksiyonudur. Bu fonksiyonun tanım kümesi sözkonusu rassal de-

neyin bütün olaylarından oluşan küme, değer kümesi ise [0, 1] aralığıdır. Fonksiyonun

yapısı 1933 yılında Rus matematikçi A. N. Kolmogorov (1903-1987) tarafından ortaya
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atılan aksiyomlarla şekillenmektedir.

Tanım 2.1 Ω nın altkümelerinden oluşan bir A σ-cebiri aşağıdaki özellikleri sağlar:

1. Ω ∈ A .

2. A ∈ A ise, Ac = {ω ∈ Ω | ω /∈ A} ∈ A .

3. Herhangi bir An ⊆ A dizisi için,
⋃∞
n=1An ∈ A .

Örneğin, Rm nin açık kümeleri tarafından üretilen σ cebiri Rm de bir Borel kümesidir.

Tanım 2.2 A üzerindeki bir P olasılık ölçümü aşağıdaki özellikleri sağlamalıdır:

1. P (Ω) = 1.

2. A ∈ A ise, P (A) ≥ 0.

3. P (Ac) = 1− P (A).

4. EğerA1, A2, · · · , An, · · · karşılıklı ayrık olaylar (yaniAi∩Aj = ∅) ise, P
(⋃∞

n=1An
)

=∑∞
n=1 P (An)

Tanım 2.3 Bir (Ω,A , P ) olasılık uzayı, Ω örnek uzayı, bu örnek uzayın altkümelerinin

bir A σ-cebiri ve A üzerindeki P olasılık ölçümünden oluşur.

Tanım 2.4 (Ω,A , P ) olasılık uzayı olmak üzere, A ∈ A , B ∈ A ve P (B) > 0 olsun.

Bu durumda verilen bir B kümesi için A nın B’ye göre koşullu olasılığı

P (A|B) =
P (A ∩B)

P (B)

olup, A olayının B olayının şartları altındaki olasılığı denir.

Tanım 2.5 Örnek uzay üzerinde tanımlı bir X : Ω → R reel değerli fonksiyonu, her-

hangi bir B ∈ B Borel kümesi için X−1(B) = {ω ∈ Ω : X(ω) ∈ B} şartını sağlıyorsa

X’e rassal değişken denir.

Tanım 2.6 Rassal değişken X(ω)’nın olasılıksal davranışı,

F (x) = P
(
{ω ∈ Ω : X(ω) < x}

)
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dağılım fonsiyonu ile tek bir şekilde ve tamamen belirlenir.

Rassal değişkenler ayrık ya da sürekli olabilirler.

Tanım 2.7 Bir X rassal değişkeninin aldığı değerler "sayılabilir" ise X e kesikli (disc-

rete) rassal değişken denir. Bu durumda rassal değişkenin olasılık fonksiyonu

P (X = k) =
∑

ω∈Ω,X(ω)=k

p(ω), k = 1, 2, . . .

ile gösterilir. Bu ifade rassal değişkenin değerini k’ya eşit kılan tüm ω elementer sonuç-

larının olasılıklarının toplamıdır. Dağılım fonksiyonu ise

FX(x) =
∑
xi<x

p(xi)

ile gösterilir.

Tanım 2.8 Eğer X rassal değişkeninin aldığı değerler "sayılamaz sonsuz" bir küme

oluşturuyor ise X e sürekli rassal değişken denir. Bu durumda X rassal değişkeninin

olasılık yoğunluk fonksiyonu fX(x), (fX(x) ≥ 0) ile gösterilir. Dağılım fonksiyonu ise

FX(x) = P (X ≤ x) =

∫ x

−∞
fX(s)ds

ile gösterilir. P (a ≤ X ≤ b) =
∫ b
a
fX(x)dx,

∫∞
−∞ fX(x)dx = 1 dir. Ayrıca,

P (a ≤ X ≤ b) = F (b)− F (a).

Tanım 2.9 (Ω,A , P ) olasılık uzayında tanımlı X rassal değişkeninin P olasılık ölçü-

müne göre beklenen değeri veya ortalama değeri

E(X) =

∫
Ω

XdP
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dir. R de sürekli bir rassal değişken için

E(X) =

∫ ∞
−∞

xf(x)dx.

Tanım 2.10 X, ortalaması µ = E(X) olan bir rassal değişken olmak üzere X’in var-

yansı aşağıdaki gibi tanımlanır.

• Eğer X kesikli (discrete) ise, V ar(X) = E((X − µ)2) = E(X2)− µ2.

• Eğer X sürekli ise, V ar(X) =
∫∞
−∞(X − µ)2f(x).

Genelde σ2 = V ar(X) şeklinde gösterilip, standart sapma ise σ =
√
V ar(X) şeklinde

varyansın karekökü ile tanımlanır.

Tanım 2.11 Sürekli rassal değişkenin k-ıncı mertebeden momenti

µk = E(Xk) =

∫ ∞
−∞

xkf(x)dx

ile tanımlanır.

2.1.1 Beklenen Değerin Özellikleri

• c sabit bir sayı olmak üzere E(c) = c.

• a ve b sabitler olmak üzere E(aX + bY ) = aE(X) + bE(Y ).

• E
(∑n

i=1Xi

)
=
∑n

i=1 E(Xi).

• X ≤ Y ise E(X) ≤ E(Y ).

2.1.2 Varyansın Özellikleri

• Eğer P (X = c) = 1 ise V ar(X) = 0, yani sabit sayının varyansı sıfırdır.

• a ve b sabitler olmak üzere V ar(aX + b) = a2V ar(X).

• Bir rassal değişken sabit bir sayı ile çarpılırsa, varyansı sabitin karesi ile çarpılır.
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Teorem 2.1 (Üçgen Eşitsizliği) Eğer X rassal değişkeninin beklenen değeri sonlu

ise

|E(X)| ≤ E(|X|)

Teorem 2.2 (Cauchy Schwarz Eşitsizliği ) Eğer E(|X|) <∞ ise

E(|X|) ≤
√
E(X2)

Ispat 1

[|X| − (E(|X|))]2 ≥ 0⇒ |X|2 − 2|X|E(|X|) + E(|X|)2 ≥ 0

eşitsizliğinde her iki tarafın beklenen değeri alınırsa,

E(X2)− 2E(|X|)E(|X|) + |E(|X|)2| ≥ 0⇒ E(X2)− |E(|X|)2| ≥ 0

⇒ |E(|X|)|2 ≤ E(X2)

⇒ |E(|X|)| ≤
√
E(X2)

Jensen Eşitsizliği : g(x), 0 < λ < 1 için g(λx + (1 − λ)y) ≤ λg(x) + (1 − λ)g(y)

olacak şekilde konveks bir fonksiyon ise

g(E(X)) ≤ E(g(X)).

Markov Eşitsizliği : X ≥ 0 ve a > 0 için

P (X ≥ a) ≤ 1

a
E(X).

Chebyshev Eşitsizliği : µ(= E(X)), σ2(= V ar(X)) sonlu ve a > 0 sabit olmak üzere,

P ((X − µ2) ≥ a) ≤ σ2

a
.
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Tanım 2.12 [0,∞) üzerinde skalar standart bir Brown hareketi veya standart Wiener

süreci, t ∈ [0, T ] de hemen her gerçekleşmesi sürekli W (t) şeklinde rassal değişken olup,

aşağıdaki üç şartı sağlar.

1. P (W (0) = 0) = 1.

2. 0 < t0 < t1 < · · · < tn için, W (t1) − W (t0), · · · ,W (tn) − W (tn−1) artışları

bağımsızdır.

3. 0 < t0 < t1 < · · · < tn için, W (t) − W (s) artışı ile verilen rassal değişken

ortalaması sıfır ve varyansı t − s olan normal dağılıma sahiptir. Denk olarak,

W (t) −W (s) ∼
√
t− sN(0, 1) olup burada N(0, 1) ortalaması sıfır ve varyansı

bir olan normal dağılmış rassal değişken olarak tanımlanmıştır.

Şekil 2.1 ile diskret Brown yolu (discretized Brownian path) görsellik açısından düz

çizgilerle birleştirilerek çizilmiştir.

Şekil 2.2 ile ise 1000 diskret Brown yolu boyunca U(W (t)) = exp(t+ 1/2W (t)) fonksi-

yonu hesaplanmıştır [12]. Mavi çizgi ile U(W (t))’nin ortalaması, kırmızı kesikli çizgiler

ile de 10 ayrı yol çizdirilmiştir.

Şekil 2.1: Diskret Brown yolu
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Şekil 2.2: 1000 ayrıklaştırılmış Brown yol ortalaması ve 10 ayrı yol boyunca U(W (t))
fonksiyonu

Tanım 2.13 Bir stokastik süreç, (Ω,A , P ) olasılık uzayı üzerinde t ∈ T ve w ∈ Ω

olmak üzere her bir t için w’nın bir P -ölçülebilir fonksiyonu olan, iki değişkenli X(t, w)

rassal değişkenlerinin bir ailesidir. Burada T bir zaman aralığı olmak üzere, t zaman

parametresi olarak tanımlanmıştır.X(·, w) stokastik sürecin sample path veya yörüngesi

(trajectory) olarak tanımlanırken, X(t, ·), Ω olasılık uzayı üzerindeki rassal değişkeni

temsil eder.

Tanım 2.14 X(t, w), (Ω,A , P ) olasılık uzayı üzerinde tanımlı reel değerli stokastik

süreç olmak üzere,

1. Her n ≥ 0 için E[|Xn|] <∞

2. E(Xn+1|X0, X1, . . . , Xn) = Xn

şartlarını sağlayan X = {Xn : n ≥ 0} stokastik sürecine bir "martingale" denir

Tanım 2.15 [t0, T ] ⊂ [0,∞) indeks kümesi için {Xt, t ∈ [t0, T ]}, (Ω,A , P ) olasılık

uzayı üzerinde tanımlı stokastik süreç olmak üzere, t0 ≤ s ≤ t ≤ T ve her B ∈ Bd için,
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Markov özelliği olarak bilinen

P (Xt ∈ B|A (|t0, s|)) = P (Xt ∈ B|Xt)

denklemini sağlayan {Xt, t ∈ [t0, T ]} sürecine "Markov süreci" denir [13].
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BÖLÜM 3

STOKASTİK İNTEGRALLER

Bu bölümde stokastik diferansiyel denklemlerin tartışmasına geçmeden önce, stokastik

integralin ne anlama geldiği anlatılacaktır. dWt, Wiener süreci W (t)’nin diferansiyeli,

α(t,X) ve β(t,X), X ve t’nin deterministik fonksiyonları olmak üzere tek boyutlu SDD,

dXt = α(t,Xt)dt+ β(t,Xt)dWt

X(t0) = X0

(3.1)

ile tanımlansın. (3.1) ile verilen gösterimsel denklemin genel çözümü

Xt = X0 +

∫ t

t0

α(s,Xs)ds+

∫ t

t0

β(s,Xs)dWs (3.2)

şeklinde yazılabilir. Her ne kadar bu çözüm iki integral içeriyor olsa da, herhangi bir

değer elde etmek için, bu çözümdeki her iki integralin de anlamının tam olarak bilinmesi

gerekir.

Basit düşünülecek olursa, (3.2) çözümünün sağ tarafındaki ilk integral bir Riemann

integrali, ikinci integral ise bir Riemann-Stieltjes integrali gibi gözükmektedir. Ancak,

bir komplikasyon, α ve β, t ve X’in deterministik fonksiyonları olmasına rağmen Xs’in

stokastik bir süreç olmasından dolayı, α(s,Xs) ve β(s,Xs) katsayılarının integralde

stokastik davrandıkları gerçeğinden kaynaklanır.
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Aslında, (3.2) denkleminin sağ tarafındaki ilk integral daima bir Riemann integrali

olarak yorumlanabilir. Bununla birlikte, ikinci integralin yorumlanması sorunludur. Bu

integral genellikle Ito integralidir, ancak bazı durumlarda Riemann-Stieltjes integrali

olarak da yorumlanabilir.

3.1 Riemann İntegrasyonu

Pn sonlu [a, b] aralığının a = x0 < x1 < · · · < xn = b parçalanışı olsun. Eğer,

S(f) = lim
n→∞

n∑
k=1

f(ξk)(xk − xk−1), ξk ∈ [xk−1, xk] (3.3)

mevcut ve değeri ξk’nin seçiminden bağımsız ise f fonksiyonu [a, b] aralığında Riemann

integrallenebilirdir denir. Bu limitin değerine de Riemann integrali denir ve sembolik

olarak

∫ b

a

f(x)dx = S(f)

şeklinde gösterilir.

f fonksiyonunun [a, b] üzerinde Rieamann integrallenebilir olması için gerek şart f ’nin

[a, b] üzerinde sınırlandırılmış varyasyonun bir fonksiyonu olmasıdır. Ele alınması gere-

ken iki konu vardır :

1. (3.3) limitinin varlığı tespit edilmelidir

2. Limitin değerinin ξk’nin seçiminden bağımsız olduğu doğrulanmalıdır. Bu bağım-

sızlık, stokastik fonksiyonların integrasyonunda kullanılmayan Riemann integras-

yonunun önemli bir özelliğidir.

3.2 Riemann-Stieltjes İntegrasyonu

Riemann-Stieltjes integrasyonu Riemann integrasyonuna benzerdir, ancak burada top-

lam, x yerine x ’in bir fonksiyonu olan g’ye göre gerçekleştirilir. Örneğin, F , X rassal
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değişkenin kümülatif dağılım fonksiyonu ise, X’in beklenen değeri için bir tanım,

E[X] =

∫ b

a

xdF (3.4)

şeklinde x’in F ’ye göre Riemann-Stieltjes integralidir.

Pn sonlu [a, b] aralığının a = x0 < x1 < · · · < xn = b parçalanışı olsun. [a, b] üzerinde

f ’nin g’ye göre Riemann-Stieltjes integrali

lim
n→∞

n∑
k=1

f(ξk)|g(xk)− g(xk−1)|, ξk ∈ [xk−1, xk] (3.5)

limiti mevcut ve değeri ξk’nin seçiminden bağımsız iken bu limitin değeri olarak tanım-

lanabilir.

Burada ne f , ne de g’nin sürekli fonksiyon olması gerekmez, ayrıca g, x ’in diferansi-

yellenebilir bir fonksiyonu ise f ’nin g’ye göre Riemann-Stieltjes integrali fg′ ’nin [a, b]

üzerinde sınırlandırılmış varyasyonun bir fonksiyonu olması koşuluyla, fg′ ’nin Riemann

integrali ile değiştirilebilir.

3.3 Ito İntegrali

[a, b] üzerinde f(t,Wt)’nin Ito integrali,

∫ b

a

f(t,Wt)dWt = lim
n→∞

n∑
k=1

f(tk−1,Wk−1)(Wk −Wk−1) (3.6)

ile tanımlı olup, burada Wk = W (tk) ve limit işleminin yakınsaklığı ortalama karesel

anlamda, diğer bir deyişle

lim
n→∞

E

[
n∑
k=1

f(tk−1,Wk−1)(Wk −Wk−1)−
∫ b

a

f(t,Wt)dWt

]2

= 0 (3.7)
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şeklinde ifade edilir.

Sn =
n∑
k=1

Wk−1(Wk −Wk−1) =
1

2
(W 2(b)−W 2(a))− 1

2

n∑
k=1

(Wk −Wk−1)2 (3.8)

ifadesinden yola çıkarak ε1, . . . , εn korelasyonsuz n standart normal sapma için Wk −

Wk−1 =
√
tk − tk−1εk olmak üzere

Sn =
n∑
k=1

Wk−1(Wk −Wk−1) =
1

2
(W 2(b)−W 2(a))− 1

2

n∑
k=1

(tk − tk−1)ε2k

şeklide yeniden düzenlenirse

Sn −
1

2

[
(W 2(b)−W 2(a))− (b− a)

]
=

1

2

n∑
k=1

(tk − tk−1)(ε2k − 1) (3.9)

elde edilir.

Ito integralinin hesaplamaları ve (3.9) denkleminin sağ tarafının ortalama kare yakın-

saklığını kurmak için,

lim
n→∞

E

[
Sn −

1

2

[
(W 2(b)−W 2(a))− (b− a)

]]2

=
1

4
lim
n→∞

E

( n∑
k=1

(tk − tk−1)(ε2k − 1)

)2


=
1

4
lim
n→∞

E

[
n∑

j,k=1

(tj − tj−1)(tk − tk−1)(ε2k − 1)(ε2j − 1)

]

=
1

4
lim
n→∞

n∑
k=1

(tk − tk−1)2E
[
(ε2k − 1)2

]
(3.10)

olduğu dikkate alınmalıdır, burada denklemdeki son satırda j 6= k için (ε2k−1) ve (ε2j−1)

bağımsız sıfır ortalamalı (zero mean) rassal sapmalardır.

E
[
(ε2k − 1)2

]
= E[ε4k]− 2E[ε2k] + 1 = 3− 2 + 1 = 2
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olduğu açıktır. Nihayetinde

lim
n→∞

E

[
Sn −

1

2

[
(W 2(b)−W 2(a))− (b− a)

]]2

=
1

2
lim
n→∞

n∑
k=1

(tk − tk−1)2 = 0 (3.11)

olduğu sonucuna ulaşılır. Ito integralinin ortalama kare yakınsaklığı ise

∫ b

a

WsdWs =
1

2

[
(W 2(b)−W 2(a))− (b− a)

]
(3.12)

şeklinde elde edilir. Daha önce de belirtildiği gibi stokastik integralin Ito tanımı kla-

sik analiz kurallarına uymaz (klasik analizde (b − 2)/2 terimi yoktur). Ito stokastik

integralinin avantajı bir martingale olmasıdır.

3.3.1 Ito İntegrasyonunun Korelasyon Formülü

Ito integrasyonunun bir diğer önemli özelliği de korelasyon formülü olmasıdır, öyle ki

f(t,Wt) ve g(t,Wt) iki stokastik fonksiyon olmak üzere

E

[∫ b

a

f(t,Wt)dWt

∫ b

a

g(s,Ws)dWs

]
=

∫ b

a

E[f(t,Wt)g(t,Wt)]dt

olup, f = g özel durumu için de bu bağıntı

E

[∫ b

a

f(t,Wt)dWt

∫ b

a

f(s,Ws)dWs

]
=

∫ b

a

E[f 2(t,Wt)]dt

sonucuna indirgenir.

İspat : Ito integralin tanımından korelasyon formülü

S(f)
n =

n∑
k=1

f(tk−1,Wk−1)(Wk −Wk−1),

S(g)
n =

n∑
k=1

g(tk−1,Wk−1)(Wk −Wk−1),

(3.13)
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kısmi toplamlarının dikkate alınmasıyla ispatlanır. Buradan hareketle

E

[∫ b

a

f(t,Wt)dWt

∫ b

a

g(s,Ws)dWs

]
= lim

n→∞

n∑
j,k=1

E [f(tk−1,Wk−1)g(tj−1,Wj−1)(Wk −Wk−1)(Wj −Wj−1)]

(3.14)

elde edilir. f(tk−1,Wk−1)g(tj−1,Wj−1) ve (Wk −Wk−1)(Wj −Wj−1) çarpımları j 6= k

için korelasyonsuzdur ve bu nedenle (3.14) denklemindeki çift toplamda yalnızca k = j

durumu için

E

[∫ b

a

f(t,Wt)dWt

∫ b

a

g(t,Wt)dWt

]
= lim

n→∞

n∑
k=1

E
[
f(tk−1,Wk−1)g(tk−1,Wk−1)(Wk −Wk−1)2

]

elde edilir.

f(tk−1,Wk−1)g(tj−1,Wj−1) korelasyonsuz olduğundan

E
[
f(tk−1,Wk−1)g(tk−1,Wk−1)(Wk −Wk−1)2

]
= E[f(tk−1,Wk−1)g(tk−1,Wk−1)]E[(Wk −Wk−1)2]

eşitliğinde E[(Wk −Wk−1)2] yerine (tk − tk−1) yazılırsa

E

[∫ b

a

f(t,Wt)dWt

∫ b

a

g(t,Wt)dWt

]
= lim

n→∞

n∑
k=1

E [f(tk−1,Wk−1)g(tk−1,Wk−1)] (tk − tk−1)

olduğu açıktır. Bu son denklemin sağ tarafı, [a, b] aralığı üzerinde

E[f(tk−1,Wk−1)g(tj−1,Wj−1)](tk − tk−1)’nin Riemann integraline karşılık gelir ve bu da

E

[∫ b

a

f(t,Wt)dWt

∫ b

a

g(t,Wt)dWt

]
=

∫ b

a

E [f(t,Wt)g(t,Wt)] dt (3.15)

sonucuna yol açar.
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3.4 Stratonovich İntegrali

Ito integrasyonunun Riemann ve Riemann-Stieltjes integrasyon kurallarına uymaması,

Ito integrasyonunu zor bir yöntem haline getirir. Bu durumu gidermenin bir yolu, ol-

dukça rahat koşullar altında geleneksel integrasyon kurallarına uymak için ispatlana-

bilen Stratonovich integralini tanıtmaktır, ancak böyle bir durumda elbette Ito in-

tegralinin martingale özelliğinin feda edilmesi gerekir. Stratonovich integrali bir sub-

martingaledir. Stratejik olarak Ito ve Stratonovich integralleri birbiri ile ilişkilidir.

Uygun bir f(t,Wt) diferansiyellenebilir fonksiyonu verildiğinde,Wt Wiener sürecine göre

f ’nin Stratonovich integrali (◦ ile gösterilir )

∫ b

a

f(t,Wt) ◦ dWt = lim
n→∞

n∑
k=1

f(ξk,W (ξk))(Wk −Wk−1), ξk =
tk−1 + tk

2
(3.16)

ile tanımlanır. Burada limit kuralları (Ito integralinde olduğu gibi) ortalama kare anla-

mında yorumlanır, yani integralin değeri

lim
n→∞

E

[
n∑
k=1

f(ξk,W (ξk))(Wk −Wk−1)−
∫ b

a

f(t,Wt) ◦ dWt

]2

= 0 (3.17)

eşitliğini gerektirir.

Stratonovich integrasyonunun, Ito integrasyonundan nasıl farklılaşabileceğini değerlen-

dirmek için,

∫ b

a

Wt ◦ dWt

integralinin hesaplanması faydalı olur. Hesaplamalar Ito integrali için uygulanan yön-

temlere benzerdir ve

Sn =
n∑
k=1

Wk−1/2(Wk −Wk−1) (3.18)
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Riemann-Stieltjes kısmi toplamı ile başlar, burada kolaylık olması açısından Wk−1+λ =

W (tk−1 +λ(tk− tk−1)) notasyonu kullanılmıştır. Bu toplam (Wk−1/2−Wk−1) ortalaması

sıfır ve varyansı (tk − tk−1)/2 olan Gaussian sapmalar olmak üzere

1

2

[
n∑
k=1

(W 2
k −W 2

k−1) +
n∑
k=1

(Wk−1/2 −Wk−1)2 −
n∑
k=1

(Wk −Wk−1/2)2

]

şeklinde eşdeğer cebirsel forma dönştürülür. Sonuç olarak her bir k değeri için εk ve

ηk korelasyonsuz standart sapmalar olmak üzere (Wk−1/2 −Wk−1) =
√

(tk − tk−1)/2εk

ve (Wk − Wk−1/2) =
√

(tk − tk−1)/2ηk yazılabilir. Böylece Stratonovich integralinin

tanımının altındaki kısmi toplam

Sn =
1

2

[
W 2(b)−W 2(a) +

1

2

n∑
k=1

(tk − tk−1)(ε2k − η2
k)

]
(3.19)

şeklindedir.

Ito integralinin ortalama karesel yakınsaklığını oluşturmak için kullanılan çıkarım tek-

rarlanırsa,

lim
n→∞

E

[
Sn −

W 2(b)−W 2(a)

2

]2

= lim
n→∞

E

[
1

4

n∑
k=1

(tk − tk−1)(ε2k − η2
k)

]2

= lim
n→∞

E

[
1

4

n∑
k=1

(tk − tk−1)(tj − tj−1)(ε2k − η2
k)(ε

2
j − η2

j )

]

= lim
n→∞

1

4

n∑
k=1

(tk − tk−1)2
[
(ε2k − η2

k)
2
]

elde edilir. Bu denklemin son satırı k’nın belli değerleri için εk ve ηk’nın korelasyonsuz

sapmalar olduğunu gösterir. Dahası her bir k değeri için εk ve ηk’nın bağımsızlığından

E
[
(ε2k − η2

k)
2
]

= E[ε4k]− 2E[ε2kη
2
k] + E[η4

k] = 3− 2× 1× 1 + 3 = 4
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Nihayetinde

lim
n→∞

E

[
Sn −

W 2(b)−W 2(a)

2

]2

= lim
n→∞

n∑
k=1

(tk − tk−1)2 = 0 (3.20)

olup buradan da

I =

∫ b

a

Wt ◦ dWt =
W 2(b)−W 2(a)

2
(3.21)

sonucuna ulaşılır.

Bu örnek, Stratonovich integralinin birkaç özelliğini ortaya çıkarır :

1. Ito integralinden farklı olarak, Stratonovich integrali genellikle beklentiseldir (an-

ticipatory) önceki örnek dikkate alındığında E[I] = (b− a)/2 > 0 ve dolayısıyla I

bir sub-martingaledir;

2. Bu örneğe dayanarak Stratonovich integralinin, analizdeki geleneksel kurallara

uyduğu görülür;

3. Bu örnek drift olarak yorumlandığında, Stratonovich integralinin Ito integralinden

farklı olduğunu "ortalama değer" üzerinden gösteren bir önermedir.

3.5 Ito ve Stratonovich İntegralleri Arasındaki İlişki

Tanımlayıcı örnek ile verilen Ito ve Stratonovich integralleri arasındaki bağlantı, yani

Stratonovich integralinin değeri, Ito integralinin ve deterministik bir drift (sürüklenme)

teriminin toplamı olduğu,

∫ b

a

E[f(t,Wt)]
2dt <∞,

∫ b

a

E

[
∂f(t,Wt)

∂Wt

]2

dt <∞ (3.22)

uygun şartları altıda f(t,Wt) fonksiyon sınıfı için doğrudur.

Buradan çıkarılacak temel sonuç f(t,Wt) fonksiyonunun Ito integrali ve Stratonovich
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integrali

∫ b

a

f(t,Wt) ◦ dWt =

∫ b

a

f(t,Wt)dWt +
1

2

∫ b

a

∂f(t,Wt)

∂Wt

dt (3.23)

özdeşliği ile bağlantılıdır. (3.22)’daki ilk koşul Ito ve Stratonovich integrallerinin yakın-

saklığı için gereklidir ve dolayısıyla sadece ikinci şart yenidir. Görevi, (3.23)’in sağ tara-

fındaki ikinci integralin varlığını garantiye almaktır. Denklem (3.23)’in türevi, f(t,Wt)

fonksiyonunun lokal olarak bir Taylor serisine açılabilmesine bağlıdır. İspat, Stratono-

vich ve Ito integrallerinin kısmi toplamlarından yola çıkılarak yapılır. Bu düşünce ile

SStratonovichn =
n∑
k=1

(tk−1/2 −Wk−1/2)(Wk −Wk−1),

SIton =
n∑
k=1

(tk−1 −Wk−1)(Wk −Wk−1)

olmak üzere

∫ b

a

f(t,Wt) ◦ dWt = lim
n→∞

SStratonovichn ,

∫ b

a

f(t,Wt)dWt = lim
n→∞

SIton

elde edlir.

İlk olarak SStratonovichn −SIton farkı elde edilip, daha sonra f(tk−1/2 −Wk−1/2) fonksiyonun

t = tk−1 veW = Wk−1 civarında iki boyutlu Taylor seri açılımı bu ifadede yerine yazılırsa
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SStratonovichn − SIton =
n∑
k=1

[
f(tk−1/2,Wk−1/2)− f(tk−1,Wk−1)

]
(Wk −Wk−1)

=
n∑
k=1

[
f(tk−1,Wk−1) + (tk−1/2 − tk−1)

∂f(tk−1,Wk−1)

∂t

+ (Wk−1/2 −Wk−1)
∂f(tk−1 −Wk−1)

∂W

+ · · · − f(tk−1 −Wk−1)
]
(Wk −Wk−1)

=
n∑
k=1

(tk−1/2 − tk−1)
∂f(tk−1 −Wk−1)

∂t
(Wk −Wk−1)

+
n∑
k=1

(Wk−1/2 −Wk−1)
∂f(tk−1,Wk−1)

∂W
(Wk −Wk−1) + · · ·

olup bu hesaplamanın sağ tarafındaki ilk toplam, O(tk − tk−1)3/2 olup n→∞ için sıfır

değerini alır ve limit sürecindeki ortalama kare yakınsaklığın mertebesi O(tk−tk−1)3’dır.

Bu son denklemin sadeleştirilmesi ile de

SStratonovichn = SIton +
1

2

n∑
k=1

∂f(tk−1,Wk−1)

∂W
(tk − tk−1) (3.24)

+
1

2

n∑
k=1

∂f(tk−1,Wk−1)

∂W

[
(Wk−1/2 −Wk−1)(Wk −Wk−1)− tk − tk−1

2

]

elde edilir. E[(Wk−1/2 − Wk−1)(Wk − Wk−1) − tk−tk−1

2
] = 0 olduğu dikkate alınırsa

(3.22)’un ikinci şartı ortalama karesel yakınsaklığı garanti eder ve

∫ b

a

f(t,Wt) ◦ dWt =

∫ b

a

f(t,Wt)dWt +
1

2

∫ b

a

∂f(t,Wt)

∂Wt

dt (3.25)

şeklinde fonksiyonların geniş bir aralığı için Ito ve Stratonovich integralleri arasında

bağlantı elde edilir. Buradaki ikinci integral de bir Riemann integralidir.
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BÖLÜM 4

STOKASTİK DİFERANSİYEL DENKLEMLER

Bu bölümde, stokastik diferansiyel denklemler anlatılacaktır. Ito stokastik diferansi-

yel denklemi için varlık ve teklik teoremi verilip, çözümlerin özellikleri tartışılacaktır.

Nonlineer stokastik diferansiyel denklemlerin lineer hale indirgenerek çözümlerinin elde

edilişi sunulacaktır. Son olarak Stratonovich stokastik diferansiyel denklemi anlatılıp,

Ito denklemi ile arasındaki ilişkilerden bahsedilecektir.

4.1 Ito Stokastik Diferansiyel Denklemler

Birinci mertebeden x(0) = x0 başlagıç şartı ve

xt = x0 +

∫ t

0

f(s, x(s)))ds

integral formu ile verilen genel adi diferaniyel denklem

dxt = a(t, x(t)))dt, x0 = x0 (4.1)

formundadır. Burada a(t, x(t)) yeterince düzgünlük şartını sağlayan bir fonksiyondur.

(4.1) denkleminde başlangıç şartı x0 sabiti yerineX0 = Y (w) şeklinde bir rassal değişken
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ise,

dXt = a(t,X(t))dt, X0 = Y (w) (4.2)

ile verilen diferansiyel denklemin çözümü, Xt(w) gibi stokastik bir süreç olur.

Rassallık bu şekilde başlangıç şartından kaynaklanabileceği gibi, ölçümlerdeki belirsizlik

ve hatalardan da kaynaklanabilir. Bu rassallık beyaz gürültü (white noise) ile ifade

edilirse, [0, T ] aralığındaki bir Ito stokastik diferansiyel denklemi X(0, .) başlangıç şartı

olmak üzere 0 ≤ t ≤ T için,

X(t, w) = X(0, w) +

∫ t

0

f(s,X(s, w))ds+

∫ t

0

g(s,X(s, w))dW (s, w) (4.3)

şeklinde integral formunda ve

dX(t, w) = f(t,X(t, w))dt+ g(t,X(t, w))dW (t, w) (4.4)

diferansiyel formunda ifade edilir. Burada genellikle f fonksiyonu drift katsayısı, g fonk-

siyonu ise difüzyon katsayısı olarak adlandırılır. f ve g fonksiyonlarının her ikisi de

sezgisel olmayan ( nonanticipating) fonksiyonlar olup k ≥ 0 sabiti için

• (1) |f(t, x)− f(s, y)|2 ≤ k(|t− s|+ |x− y|2), 0 ≤ s, t ≤ T ve x, y ∈ R

• (2) |f(t, x)|2 ≤ k(1 + |x|2), 0 ≤ t ≤ T ve x ∈ R

koşullarını sağladığı kabul edilir [14].

(4.3) ’e ait çözümlerin varlığı ve tekliğini tanımlamadan önce, stokastik analizde sıklıkla

kullanılan Gronwall eşitsizliğini verelim.

4.1.1 Gronwall Eşitsizliği

u(t) ≥ 0 fonksiyonu, a ve c pozitif sabitler olmak üzere 0 ≤ t ≤ T için u(t) ≤ c +

a
∫ t

0
u(s)ds eşitsizliğini sağlasın. Bu durumda u(t) ≤ ceat eşitsizliği de doğru olur.

Tanım 4.1 Lipschitz Süreklilik Bir f(x) fonksiyonu verildiğinde her x, y ∈ R için
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|f(x)− f(y)| ≤ K|x− y| eşitsizliğini sağlayacak şekilde K ≥ 0 bulunabiliyorsa f(x) ’e

bir Lipschitz fonksiyonu veya Lipschitz sürekli fonksiyon denir

Lemma 4.1 f : R→ R fonksiyonu verilsin. Bu durumda aşağıdaki özellikler geçerlidir.

1. Eğer f Lipschitz ise süreklidir.

2. Eğer f türevlenebilir ve sınırlı birinci türevlere sahipse Lipschitzdir.

3. Eğer f Lipschitz ise lineer büyür. Yani bir L ≥ 0 sayısı vardır, öyle ki her x için

|f(x)| ≤ L(1 + |x|) olur.

Teorem 4.1 Varlık ve Teklik Teoremi Eğer,

• X0 başlangıç şartı Brown sürecinden bağımsız,

• E(X2
0 ) <∞,

• Her t ∈ [0, T ] için f(t, x) ve g(t, x) fonksiyonları ikinci değişkenlerine göre Lipsc-

hitz, dolayısıyla belli K ≥ 0, L ≥ 0 sabitleri ve x, y ∈ R için

|f(t, x)− f(t, y)|+ |g(t, x)− g(t, y)| ≤ K|x− y|

ve

|f(t, x)|+ |g(t, x)| ≤ L(1 + |x|), lineer büyüme

şartlarını sağlıyorsa, (4.3) stokastik diferansiyel denkleminin yörüngeleri sürekli, Brown

sürecinin doğal filtrasyonuna adapte ve E(
∫ T

0
[X2

t ]dt) özelliğinde tek bir çözümü vardır

[15].

4.2 Lineer Stokastik Diferansiyel Denklemler

Lineer adi diferansiyel denklemlerde olduğu gibi, bir lineer SDD’nin genel çözümü de

açık bir biçimde bulunabilir. Çözüm metodu da, integral çarpanı veya denk olarak ilgili

homojen diferansiyel denklemin bir temel çözümünü içerir.
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Bir skalar lineer SDE’nin genel formu,

dXt = (a1(t)Xt + a2(t))dt+ (b1(t)Xt + b2(t))dWt (4.5)

olup burada a1, b1, a2, b2 katsayıları t zamanına göre verilen fonksiyonlar veya sabittir.

Bunların Lebesgue ölçülebilir ve 0 ≤ t ≤ T aralığında sınırlı oldukları, varlık-teklik

teoreminin sağlandığı, verilen Wt, t ≥ 0 Wiener süreci ile ilgili At, t ≥ 0 σ-cebirlerinin

ailesine karşılık gelen her bir At0-ölçülebilir, Xt0 başlangıç değeri ve her bir 0 ≤ t ≤ T

için t0 ≤ t ≤ T üzerinde bir Xt güçlü çözümünün varlığı ispatlanabilir.

SDD’deki tüm katsayılar sabit ise bu durumda SDD otonom (autonomous) ve t−t0 ≥ 0

için varolan tüm çözümleri homojen Markov süreci (Markov process) olur. Bu durumda

t0 = 0 olarak tanımlamak yeterlidir.

Eğer a2(t) = 0 ve b2(t) = 0 ise (4.5) denklemi,

dXt = a1(t)Xtdt+ b1(t)XtdWt (4.6)

şeklinde homojen lineer stokastik diferansiyel denklem olur. Xt = 0, (4.6) için aşikar

çözümdür. Φt0,t0 = 1 başlangıç şartını sağlayan Φt,t0 genel çözümü (fundamental solu-

tion), diğer bütün çözümler onunla ifade edilebileceği için çok daha önemlidir. Problem,

böyle bir temel çözüm bulmaktır.

b1(t) = 0 için (4.5) denklemi,

dXt = (a1(t)Xt + a2(t))dt+ b2(t)dWt (4.7)

olup burada gürültü (noise) eklemeli (additive) olarak karşımıza çıkar. Böyle SDD’lere

"dar anlamda (narrow-sense) lineer SDD" denir. (4.7) ’ten elde edilen homojen denklem

(a2(t) = 0, b2(t) = 0);

dXt = a1(t)Xtdt ⇒
dXt

dt
= a1(t)Xt (4.8)
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şeklinde bir ADD’dir ve temel çözümü ;

Φt,t0 = exp
(∫ t

t0

a1(s)ds
)

dir. (4.7)’ün Xt çözümüne U(t, x) = Φ−1
t,t0x dönüşümü ile Ito formülü uygulanırsa,

d(Φ−1
t,t0
Xt) =

(dΦ−1
t,t0

dt
Xt + (a1(t)Xt + a2(t))Φ−1

t,t0

)
dt+ b2(t)Φ−1

t,t0
dWt

= a2(t)Φ−1
t,t0
dt+ b2(t)Φ−1

t,t0
dWt

olarak elde edilir. Burada,

dΦ−1
t,t0

dt
= −Φ−1

t,t0
a1(t)

olup, denklemin sağ tarafı, t ve w nın bilinen fonksiyonlarını içermektedir. O halde,

t0’dan t’ye her iki tarafı integre edersek,

Φ−1
t,t0
Xt = Φ−1

t0,t0
Xt0 +

∫ t

t0

a2(s)Φ−1
s,t0
ds+

∫ t

t0

b2(s)Φ−1
s,t0
dWs

ve Φt0,t0 = 1 olduğundan (4.7) ile verilen dar anlamdaki lineer SDD’nin çözümü,

Xt = Φt,t0

(
Xt0 +

∫ t

t0

a2(s)Φ−1
s,t0
ds+

∫ t

t0

b2(s)Φ−1
s,t0
dWs

)
(4.9)

olur. Burada,

Φt,t0 = exp
(∫ t

t0

a1(s)ds
)
. (4.10)

Ito Formülü : Xt, SDD’nin çözümü ve f ikinci mertebeden sürekli diferansiyellenebilir

bir fonksiyon olsun. Bu durumda, Y (t) = f(X(t), t) aşağıdaki diferansiyel denklemi
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sağlar:

dY =
[∂f
∂t

(X, t) + a(X, t)
∂f

∂x
(X, t) +

1

2
b2(X, t)

∂2f

∂x2
(X, t)

]
dt

+ b(X, t)
∂f

∂x
(X, t)dWt

Örnek 4.1 dXt = −aXtdt + bdWt ile verilen Langevin denklemi dar anlamda lineer

olup, burada a1(t) = −a, a2(t) = 0, b1(t) = 0, b2(t) = b dir. O halde temel çözüm;

Φt,t0 = exp
(∫ t

t0

a1(s)ds
)

= exp
(∫ t

t0

−ads
)

= exp(−a(t− t0))

olur ve t0 = 0 için, (4.9) çözümü

Xt = e−at
(
Xt0 +

∫ t

t0=0

(0)e−asds+

∫ t

t0=0

be−asdWs

)
⇒ Xt = e−at

(
Xt0 +

∫ t

0

be−asdWs

)

şekline dönüşür. Bu çözüm de, "Ornstein-Uhlenbeck" sürecidir.

(4.9) çözümü Xt0 başlangıç şartının sabit yada Gaussian rassal değişken olduğu du-

rumlarda bir Gauss sürecidir. Ortalaması ve ikinci dereceden momentleri de ADD’yi

sağlar.

Genel lineer durum oldukça karmaşıktır. Çünkü,

dXt = a1(t)Xtdt+ b1(t)XtdWt

ile verilen homojen denklem bir orjinal SDD’dir.

Φt,t0 = exp
(∫ t

t0

a1(s)ds
)

ile verilen dar anlamda lineer SDD’nin temel çözümü d(lnΦt,t0) = a1(t)dt (ordinary)

diferansiyel denklemi sağlar. Bu kullanılarak, (4.6)’nin temel çözümü için, d(lnΦt,t0)
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dönüşüm sürecine Ito formülü uygulanırsa,

d(lnΦt,t0) =
(
a1(t)Φt,t0Φ

−1
t,t0
− 1

2
b2

1(t)Φ2
t,t0

Φ−2
t,t0

)
dt+ b1(t)Φt,t0Φ

−1
t,t0
dWt

=
(
a1(t)− 1

2
b2

1(t)
)
dt+ b1(t)dWt

olup sadece t ve w’nın bilinen fonksiyonlarından oluşur. Böylece Φt0,t0 = 1 olduğundan,

lnΦt,t0 =

∫ t

t0

(
a1(s)− 1

2
b2

1(s)
)
ds+

∫ t

t0

b1(s)dWs

veya

Φt,t0 = exp
(∫ t

t0

(
a1(s)− 1

2
b2

1(s)
)
ds+

∫ t

t0

b1(s)dWs

)
(4.11)

b1(t) = 0 için (4.10)’a indirgenir. Benzer şekilde, Φ−1
t,t0 ’e Ito formülünün uygulanması ile,

d(Φ−1
t,t0

) =
(
− a1(t) + b2

1(t)
)
Φ−1
t,t0
dt− b1(t)Φ−1

t,t0
dWt (4.12)

elde edilir. Yukarıda tanımlandığı gibi dar anlamda (narrow-sense) durum için, (4.5) ile

verilen genel lineer diferansiyel denklemin bir X(t) çözümü için Φ−1
t,t0Xt süreci (process)

açık olarak integrallenebilen bir stokastik diferansiyel denklemdir. Ancak, buradaki Φt,t0

ve X(t) terimlerinin ikisi de aynı Wiener sürecini içeren stokastik diferansiyele sahiptir,

bu nedenle Ito formülü X(1)
t = Φ−1

t,t0 ve X
(2)
t = Xt olmak üzere U(X

(1)
t , X

(2)
t ) = X

(1)
t X

(2)
t

iki bileşenli dönüşüm ile uygulanabilir. Buna göre, (4.5)’deki katsayılar ve (4.12)’den

yola çıkarak,

d(Φ−1
t,t0
Xt) =

[
(−a1(t) + b2

1(t))Xt + (a1(t)Xt + a2(t))
]
Φ−1
t,t0
dt

− b1(t)
[
b1(t)Xt + b2(t)

]
Φ−1
t,t0
dt

+
[
− b1(t)Φ−1

t,t0
Xt + (b1(t)Xt + b2(t))Φ−1

t,t0

]
dWt

= (a2(t)− b1(t)b2(t))Φ−1
t,t0
dt+ b2(t)Φ−1

t,t0
dWt
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olup Φt0,t0 = 1 yazarak integral alınırsa,

Φ−1
t,t0
Xt = Xt0 +

∫ t

t0

(a2(s)− b1(s)b2(s))Φ−1
s,t0
ds+

∫ t

t0

b2(s)Φ−1
s,t0
dWs

olur ve böylece

Xt = Φt,t0

(
Xt0 +

∫ t

t0

(a2(s)− b1(s)b2(s))Φ−1
s,t0
ds+

∫ t

t0

b2(s)Φ−1
s,t0
dWs

)
(4.13)

elde edilir. Burada Φt,t0 , (4.12)’ de verildiği gibidir.

4.3 İndirgenebilir Stokastik Diferansiyel Denklemler

Uygun bir Xt = U(t, Yt) dönüşümü ile belli bir

dYt = a(t, Yt)dt+ b(t, Yt)dWt (4.14)

nonlineer SDD,

dXt = (a1(t)Xt + a2(t))dt+ (b1(t)Xt + b2(t))dWt (4.15)

şeklinde lineer SDD’ye indirgenebilir.

Eğer, ∂U
∂y

(t, y) 6= 0 ise ters fonksiyon teoremi, x = U(t, y)’nin local bir inversi olan

y = V (t, x)’in varlığını garanti eder, öyleki x = U(t, V (t, x)) ve y = V (t, U(t, y)). (4.15)

’in bir Yt çözümü Yt = V (t,Xt) formunda olup, burada Xt uygun a1, a2, b1, b2 katsayıları

için (4.5)’de verildiği gibidir. Ito formülünden,

dU(t, Yt) =
(∂U
∂t

+ a
∂U

∂y
+

1

2
b2∂

2U

∂y2

)
dt+ b

∂U

∂y
dWt
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olup burada katsayılar ve kısmi türevler (t, Yt)’de hesaplanmıştır. Bu denklemde eğer,

∂U

∂t
(t, y) + a

∂U

∂y
(t, y) +

1

2
b2∂

2U

∂y2
(t, y)

= a1(t)U(t, y) + a2(t) (4.16)

ve

b(t, y)
∂U

∂y
(t, y) = b1(t)U(t, y) + b2(t) (4.17)

ise (4.5) formundaki lineer SDD ile uyuşur. a1(t) ≡ b1(t) ≡ 0 için özelleştirip a2(t) =

α(t) ve b2(t) = β(t) yazılırsa (4.16) denkleminden,

∂2U

∂t∂y
(t, y) = − ∂

∂y

(
a(t, y)

∂U

∂y
(t, y) +

1

2
b2∂

2U

∂y2
(t, y)

)

ve (4.17)’ten,

∂

∂y

(
b(t, y)

∂U

∂y
(t, y)

)
= 0

ve

b(t, y)
∂2U

∂t∂y
(t, y) +

∂b

∂t
(t, y)

∂U

∂y
(t, y) = β′(t)

olur. Şimdi b(t, y) 6= 0 olduğu kabul edilsin. Bu durumda U ve türevi elimine edilirse,

β′(t) = β(t)b(t, y)
( 1

b2(t, y)

∂b

∂t
(t, y)− ∂

∂y

(a(t, y)

b(t, y)

)
+

1

2
b2 ∂

2b

∂y2
(t, y)

)

bulunur. Sol taraf y’den bağımsız olduğundan her iki tarafın y’ye göre türevi alınarak

∂γ

∂y
(t, y) = 0
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elde edilir ki burada γ aşağıda verildiği gibidir:

γ(t, y) =
1

b(t, y)

∂b

∂t
(t, y)− b(t, y)

∂

∂y

(a(t, y)

b(t, y)
)− 1

2

∂b

∂y
(t, y)

)
. (4.18)

Dolayısıyla x = U(t, y) dönüşümü ile (4.14) ile verilen nonlineer SDD’nin, açıkça

dXt = α(t)dt+ β(t)dWt (4.19)

şeklinde integrallenebilen SDD’ye indirgenebilmesi için yeterlidir. (4.16) ve (4.17)’den

aşağıdaki eşitlikler tanımlanabilir:

∂U

∂t
(t, y) + a(t, y)

∂U

∂y
(t, y) +

1

2
b2(t, y)

∂2U

∂y2
(t, y) = α(t)

ve

b(t, y)
∂U

∂t
(t, y) = β(t)

ve sonuç olarak

U(t, y) = Cexp
(∫ t

0

γ(s, y)ds
)∫ y

0

1

b(t, z)
dz

olarak elde edilir (burada C keyfi sabit).

Remark 4.1 Bu metot, belli bir lineer SDD’nin (4.19) formundaki stokastik diferansi-

yeline indirgenmesi için de kullanılabilir.

Bu yöntemin bir varyasyonu da

dYt = a(Yt)dt+ b(Yt)dWt (4.20)
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ile verilen nonlineer otonom SDD’nin X(t) = U(Yt) dönüşümü ile

dXt = (a1Xt + a2)dt+ (b1Xt + b2)dWt (4.21)

şeklinde otonom lineer SDD’ye indirgenmesi için uygulanabilir.Burada X(t) = U(Yt)

dönüşümü zamandan bağımsızdır. Bu durumda (4.16) ve (4.17) eşitlikleri;

a(y)
dU

dy
(y) +

1

2
b2(y)

d2U

dy2
(y) = a1U(y) + a2 (4.22)

ve

b(y)
dU

dy
(y) = b1U(y) + b2 (4.23)

formunda olur. b(y) 6= 0 ve b1 6= 0 olmak üzere (4.23)’den

U(y) = Cexp(b1B(y))− b2

b1

(4.24)

olur, burada

B(y) =

∫ y

y0

ds

b(s)

ve C keyfi sabittir. U(y)’nin bu değerini (4.22)’da yerine yazıp,

A(y) =
a(y)

b(y)
− 1

2

db

dy
(y)

olarak alınırsa

(
b1A(y) +

1

2
b2

1 − a1

)
Cexp(b1B(y)) = a2 − a1

b2

b1

(4.25)

elde edilir. (4.25) ’in diferansiyeli alınıp, sonuç b(y)exp(−b1/B(y))b1 ile çarpılıp tekrar
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diferansiyeli alınırsa,

b1
dA

dy
+

d

dy

(
b
dA

dy

)
= 0 (4.26)

olur. dA
dy

= 0 ise veya

d

dy

( d
dy

(
bdA
dy

)
dA
dy

)
= 0 (4.27)

ise, bu kesinlikle sağlanır. Sağlayan b1 ise

b1 = −
d
dy

(
bdA
dy

)
dA
dy

.

şeklinde seçilir. Eğer b1 6= 0 ise, uygun dönüşüm,

U(y) = Cexp(b1B(y)) (4.28)

olur. Aksi halde, yani b1 = 0 ise

U(y) = b2B(y) + C (4.29)

olup burada b2 (4.23)’u sağlayacak şekilde seçilmiştir.

Örnek 4.2

dYt = −1

2
exp(−2Yt)dt+ exp(−Yt)dWt

nonlineer SDD için çözüm bulalım.

Nonlineer SDD ;

dYt = a(Yt)dt+ b(Yt)dWt
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şeklinde idi. Buna göre ,

a(Yt) = −1

2
exp(−2Yt)

b(Yt) = exp(−Yt)

A(y) =
a(y)

b(y)
− 1

2

db

dy
(y)⇒ A(y) = 0

olduğundan, b1’in herhangi bir değeri için (4.29) sağlanır. Denklem nonlineer otonom

SDD olup, (4.20)’ye uygundur veXt = U(Yt) dönüşümü yapılır ve (4.26)’daki denklemin

çözümü aranır. b1 = 0 ve b2 = 1 için (4.23)’un çözümü, b1 = 0 durumu için (4.29) ile ,

b(y)
dU

dy
(y) = b1U(y) + b2 ⇒ U = b2e

y

olarak elde edilir. U’nun bu değeri (4.22)’da yerine yazalırsa :

a(y)
dU

dy
(y) +

1

2
b2(y)

d2U

dy2
(y) = a1U(y) + a2 ⇒ a1 = a2 = 0

olarak elde edilir. Xt = U(Yt) ⇒ Xt = b2e
Yt = 1eYt = eYt ve indirgenen (4.21) otonom

lineer SDD de

dXt = (a1Xt + a2)dt+ (b1Xt + b2)dWt ⇒ dXt = dWt

olup, çözüm ise

Xt −X0 = Wt −W0 ⇒ Xt = X0 +Wt = eY0 +Wt

olur. Aradığımız çözüm nonlineer SDD (4.20)’nin çözümü idi. Buna göre;

Xt = U(Yt) = b2e
Yt = eYt ⇒ Yt = lnXt ⇒ Yt = ln(eY0 +Wt)
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olup bu durum sample-path zamanı boyunca geçerlidir.

4.4 Stratonovich Stokastik Diferansiyel Denklemler

Daha önce

dXt = f(t,Xt)dt+ g(t,Xt)dWt (4.30)

ile verilen SDD matematiksel olarak stokastik integral denklem (SID) şeklinde

Xt = Xt0 +

∫ t

t0

f(s,Xs)ds+

∫ t

t0

g(s,Xs)dWs (4.31)

ile ifade edildiğinden ve burada ikinci integralin stokastik integral olduğundan bahse-

dildi. Şimdiye kadar tezde stokastik integral Ito stokastik integral olarak tanımlandı.

Bu durumda (4.30) ile verilen denklem de Ito stokastik diferansiyel denklem olarak

adlandırıldı.

Stokastik integralin farklı seçimleri ile genellikle yukarıda verilen integral denklem için

farklı çözümler elde edilir, aynı katsayılara sahip olsalar bile "farklı diferansiyel denk-

lem elde edilir" bu söylemi doğrular. Tüm bu integraller arasında, her bir parçalanmış

[t
(n)
j , t

(n)
j+1] alt aralığın

1

2
(t

(n)
j +t

(n)
j+1) orta noktasında integrandın hesaplanabildiği Strato-

novich (1966) [16] tarafından önerilen, Stratonovich integrali en cazip olandır. Çünkü,

sadece Stratonovich klasik analizin olağan dönüşüm kurallarını sağlar. Eğer Stratono-

vich stokastik integrali kullanılırsa, bir Stratonovich SDD elde edilir. Bu diferansiyel

denklem Ito durumundan ayırt etmek için

dXt = f(t,Xt)dt+ g(t,Xt) ◦ dWt (4.32)

veya

Xt = Xt0 +

∫ t

t0

f(s,Xs)ds+

∫ t

t0

g(s,Xs) ◦ dWs (4.33)
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ile ifade edilir.

Bir önceki bölümde stokastik integraller anlatılırken Stratonovich integrali sadece, f(t, w)

ve h(Wt(w)) formundaki integrandlar için tanımlandı. Bunun h = h(t, x) fonksiyonu ve

Xt difüzyon süreci için h(t,Xt(w))formundaki integrandlara nasıl genişletilebileceği be-

lirsiz olduğundan,

n→∞ için, δ(n) = max
1≤j≤n

∣∣∣t(n)
j+1 − t

(n)
j

∣∣∣→ 0

olmak üzere 0 = t
(n)
1 < t

(n)
2 < · · · < t

(n)
n+1 = T parçalanışı için,

Sn(w) =
N∑
j=1

h

(
t
(n)
j ,

1

2

(
X
t
(n)
j

+X
t
(n)
j+1

)){
W
t
(n)
j+1
−W

t
(n)
j

}
(4.34)

toplamlarının ortalama kare (mean-square) limiti olarak Stratonovich integral

∫ T

t0

h(s,Xs(w)) ◦ dWs (4.35)

şeklinde tanımlanacaktır. Alternatif olarak eğer h yeterince düzgün ise h(t,Xt)’nin t
(n)
j

ve t(n)
j+1 uç noktalarındaki değerlerinin ortalaması aynı değeri verir. Limitin varlığından

emin olmak için h ve Xt üzerine bazı kısıtlamalar getirilmelidir. W = {Wt, t ≥ 0} artan

σ-cebirlerinin ilgili {At ≥ 0} ailesinin Wiener süreci olsun. f(t,Xt) ve g(t,Xt) sırasıyla

sürekli sürüklenme (drift) ve difüzyon katsayıları olmak üzere 0 ≤ t ≤ T için Xt, R

üzerinde difüzyon süreci ve h(t,Xt(w)) fonksiyonunun da
∂h

∂x
kismi türevi t ve x’in her

ikisinde de sürekli iken kendisi de t üzerinde sürekli olduğu kabul edilsin. Son olarak,

Xt, her bir 0 ≤ t ≤ T için At-ölçülebilir ve∫ T

0

E
(
|h(t,Xt)|2

)
dt <∞

olmak üzere f(t, w) = h(t,Xt(w)) şeklinde tanımlı f fonksiyonu, L2
T fonksiyon uzayına

ait olsun. Bu şartlar altında limit vardır ve tektir, dolayısıyla da (4.35) anlamlıdır.
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(3.23) denklemi f(t,Wt) = h(t,Xt) için yeniden düzenlenirse,

∫ T

0

h(t,Xt) ◦ dWt =

∫ T

0

h(t,Xt)dWt +
1

2

∫ T

0

g(t,Xt)
∂h

∂x
(t,Xt)dt (4.36)

veya denk olan

h(t,Xt) ◦ dWt = h(t,Xt)dWt +
1

2
g(t,Xt)

∂h

∂x
(t,Xt)dt (4.37)

diferansiyel formuna genelleştirilir. İspatlar benzerdir. Taylor teoremi ve ortalama değer

teoremi kullanılarak j = 1, 2, . . . , n olmak üzere bazı rassal φj ∈ [0, 1] için

h

(
t
(n)
j ,

1

2

(
X
t
(n)
j

+X
t
(n)
j+1

))
− h

(
t
(n)
j , X

t
(n)
j

)
=

1

2

∂h

∂x

(
t
(n)
j ,

1

2

(
(2− φj)Xt

(n)
j

+ φjXt
(n)
j+1

)){
X
t
(n)
j+1
−X

t
(n)
j

}

elde edilir. Xt bir difüzyon süreci olduğundan j = 1, 2, . . . , n için ∆t
(n)
j = t

(n)
j+1 − t

(n)
j ve

∆W
t
(n)
j

= W
t
(n)
j+1
−W

t
(n)
j

olmak üzere

∆X
t
(n)
j

= X
t
(n)
j+1
−X

t
(n)
j

= f
(
t
(n)
j , X

t
(n)
j

)
∆t

(n)
j + g

(
t
(n)
j , X

t
(n)
j

)
∆W

t
(n)
j

+ yüksek mertebeli terimler

yazılabilir. Buradan yola çıkarak

∂h

∂x

∣∣∣
φj

=
∂h

∂x

(
t
(n)
j ,

1

2

(
(2− φj)Xt

(n)
j

+ φjXt
(n)
j+1

))
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olmak üzere, (4.34) toplamındaki her bir terim aşağıdaki eşitliği sağlar

h
(
t
(n)
j , X

t
(n)
j

)
∆W

t
(n)
j

+
1

2

∂h

∂x

∣∣∣
φj

∆X
t
(n)
j

∆W
t
(n)
j

= h
(
t
(n)
j , X

t
(n)
j

)
∆W

t
(n)
j

+
1

2

∂h

∂x

∣∣∣
φj
g
(
t
(n)
j , X

t
(n)
j

)(
∆W

t
(n)
j

)2

+
1

2

∂h

∂x

∣∣∣
φj
f
(
t
(n)
j , X

t
(n)
j

)
∆t

(n)
j ∆W

t
(n)
j

+ yüksek mertebeli terimler.

Katsayıların sürekliliği, E(∆W
t
(n)
j

)2 = ∆t
(n)
j ve E(∆t

(n)
j ∆W

t
(n)
j

) = 0 olduğu gerçeği göz

önünde bulundurulduğunda ortalama kare limitinden (4.36) elde edilir.

Ito integralinin özelliğinden

E

(∫ T

0

h(t,Xt)dWt

)
= 0 (4.38)

elde edilir [11]. Denklem (4.36)’de her iki tarafın beklentisi alınıp (4.38) eşitliğinin kul-

lanılması ile sıfır olması gerekmeyen

E

(∫ T

0

h(t,Xt) ◦ dWt

)
=

1

2

∫ T

0

E

(
g(t,Xt)

∂h

∂x
(t,Xt)

)
dt (4.39)

eşitliği elde edilir.

Xt difüzyon süreci (4.30) Ito SDD’ini sağlıyorsa h ≡ g için (4.37) denklemnden, Xt ’nin

modifiye edilmiş

f(t, x) = f(t, x)− 1

2
g(t, x)− ∂g

∂x
(t, x)

sürüklenme katsayısı olmak üzere

dXt = f(t,Xt)dt+ g(t,Xt) ◦ dWt (4.40)

ile tanımlanan (4.32) Stratonovich SDD’inin de çözümü olduğu görülür.
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(4.30) ve (4.40) ile verilen iki SDD, gürültü (noise) teriminin eklemeli (additively) ol-

duğu durumlarda eğer g, x’ten bağımsız ise aynı katsayılara sahiptir. Genelde sürük-

lenme katsayıları farklıdır. Örneğin,

Xt = Xt0exp

((
f − 1

2
g2

)
(t− t0) + g(Wt −Wt0)

)

difüzyon süreci hem

dXt = f(t,Xt)dt+ g(t,Xt)dWt (4.41)

Ito SDD’nin, hem de

dXt =

(
f − 1

2
g2

)
Xtdt+ gXt ◦ dWt

Stratonovich SDD’nin çözümüdür.

(4.32) ile verilen Stratonovich SDD’den yola çıkarak

f(t, x) = f(t, x) +
1

2
g(t, x)

∂g

∂x
(t, x)

ile tanımlanan f sürüklenme katsayısına modifiye edilmesi ile denklem (4.41) elde edilir.

Örneğin,

Xt = Xt0exp (f(t− t0) + g(Wt −Wt0))

difüzyon süreci

dXt = fXtdt+ gXt ◦ dWt
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Stratonovich SDD ve

dXt =

(
f +

1

2
g2

)
Xtdt+ gXtdWt (4.42)

Ito SDD’nin çözümüdür.

(4.41) ve (4.42) ile verilen aynı sürüklenme ve difüzyon katsayılarına sahip Ito ve Stra-

tonovich lineer SDD’ler farklı çözümlere sahiptir. Dahası, bu çözümler tamamen farklı

davranıyor olabilir; örneğin eğer f < 1
2
g2 ise Ito çözümü t→∞ için sıfıra yakınsarken,

bu durum Stratonovich çözümünde sadece f < 0 için geçerlidir. Stokastik diferansiyel

denklemleri içeren modeller inşa edilirken akılda tutulmalıdır ki, denklemi yorumlama

şekli kritik sonuçlar oluşturabilir.

Belirli bir durumda SDD’ler yorumlanırken, avantaj durumuna göre daima ilgili SDD’den

diğer SDD yorumuna geçilebilir. Benzer şekilde bir Stratonovich denkleminin çözümü

olan difüzyon süreci için, Fokker-Planck denkleminin uygun katsayılarını tanımlamada

uygun Ito SDD kullanılır. Diğer taraftan Stratonovich stokastik analizi klasik analizdeki

aynı dönüşüm kurallarına uymaktadır, bu nedenle adi diferansiyel denklemleri çözmek

için geliştirilen yöntemler Stratonovich SDD’leri çözmek için bazen başarılı bir şekilde

kullanılabilir [11].

4.5 Ito SDD mi ? Stratonovich SDD mi ?

• Matematiksel bir bakış açısıyla hem Ito hem de Stratonovich hesabı doğrudur;

• Ito veya Stratonovich mi? Bu soru ancak belirli bir uygulama bağlamında ele

alınabilir;

• Ito SDD, diskret bir sistemin sürekli yakınsaması söz konusu olduğunda uygundur

(örneğin. biyolojik bilimlerde çoğu uygulama).

• Stratonovich SDD, pürüzsüz bir gerçek ses (smooth real noise) sürecinin idealleşti-

rilmesi söz konusu olduğunda uygundur (örneğin, mühendislik ve fizik bilimlerinde

pek çok uygulama).
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• Stratonovich SDD’ler analitik olarak daha kolay çözümlenirken, Ito SDD’ler nü-

merik yöntemler için daha olağan başlangıç noktasıdır

4.6 Vektör Stokastik Diferansiyel Denklemler

Vektör ve skalar stokastik diferansiyel denklemler arasındaki ilişki ile vektör ve skalar

diferansiyeller arasındaki ilişki paraleldir. Vektör, kolon vektörü olarak yorumlanabile-

ceğinden transpozu da satır vektörü olur.

W 1
t ,W

2
t , . . . ,W

m
t , {At, t ≥ 0} σ cebirlerinin ortak ailesine göre bağımsız skalar Wiener

süreçlerinin bileşenlerinden oluşan m-boyutlu W = {Wt, t ≥ 0} Wiener süreci tanım-

lansın. f : [0, T ]×Rd → Rd d-boyutlu vektör fonksiyon ve g : [0, T ]×Rd → Rd×m d×m

matris fonksiyonu olmak üzere, d-boyutlu vektör stokastik diferansiyel denklem,

dXt = f(t,Xt)dt+ g(t,Xt)dWt (4.43)

olarak tanımlansın. Denklemin stokastik integral denklem formu ise

Xt = Xt0 +

∫ t

t0

f(s,Xs)ds+

∫ t

t0

g(s,Xs)dWs (4.44)

şeklinde olup Lebesgue ve Ito integralleri bileşen bileşen tanımlanmak üzere (4.44)’nin

i-inci bileşeni,

X i
t = X i

t0
+

∫ t

t0

f i(s,Xs)ds+
m∑
j=1

∫ t

t0

gi,j(s,Xs)dW
j
s

olarak elde edilir.

Paralel tanımlar ile, Xt sürecinin At olma şartı altında kuvvetli (strong) ve zayıf (weak)

çözümler burada da uygulanabilir. Kuvvetli çözümlerin varlık ve teklik teoreminden [11]

Euclidean normundaki gibi vektör ve matris normlarının yer değiştirmesi ile tahmin ve

ispatlardaki mutlak değerlerin sağlanması vektör durum için de aynen uygundur[11].

Vektör stokastik diferansiyel denklemler, genelde vektör değerli durumlarda tanımlı
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sistemlerde ortaya çıkar. Hatta (4.43) formunda olmayan skalar denklemlerin bu forma

dönüştürüldüğü durumlarda da görülmektedir. Örneğin,

dYt = f(t, Yt,Wt)dt+ g(t, Yt,Wt)dWt

denkleminde olduğu gibi skalar denklemdeki katsayılar Wt’ye bağlı olduğu durumlarda

bu denklem, 2-boyutlu vektör stokastik diferansiyel denklem olarak

dXt =

 f(t,Xt)

0

 dt+

 g(t,Xt)

1

 dWt

şeklinde yeniden yazılır ve burada X1
t = Y1 ve X2

t = Wt durum bileşenleridir. Ben-

zer şekilde ξt beyaz gürültü (white noise) olmak üzere ikinci mertebeden diferansiyel

denklem yeniden formüle edilirse,

Ÿt = f(t, Yt, Ẏt)dt+ g(t, Yt, Ẏt)ξt

olup, iki boyutlu vektör stokastik diferansiyel denklem

dXt =

 X2
t

f(t,Xt)

 dt+

 0

g(t,Xt)

 dWt

şeklinde elde edilir ve yine burada X1
t ve X2

t durum bileşenleridir. Buradaki Yt skalar

proses sürekli diferansiyellenebilir olmasına rağmen Ẏt sadece süreklidir. Bu nedenle,

Xt = {X1
t , X

2
t } vektör prosesi de süreklidir ancak diferansiyellenebilir değildir.

Vektör stokastik diferansiyel denklemlerin ortaya çıktığı bir diğer durum süreçlerin

belli manifoldlar ile sınırlandırıldığı durumdur, öyle ki S1 birim çember (unit circle)

1-boyutlu kompakt manifolddur.

Wt skalar Wiener proses olmak üzere, S1 üzerindeki bir Wiener proses |Xt| = 1 sınırı
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için,

dXt = −1

2
Xtdt+

 0 −1

1 0

XtdWt

vektör diferansiyel denklemini sağlar.

(4.43) ile verilen Xt çözümünün, yeterince düzgün U : [0, T ] × Rd → Rk dönüşümü

için k-boyutlu Yt = U(t,Xt) prosesi elde edilir. Bu proses her bir bileşene Ito formülü-

nün uygulanması ile türetilebilen vektör stokastik diferansiyel denkleme sahip olacaktır.

Sonuç olarak, p = 1, 2, . . . , k için tüm terimlerin (t,Xt)’de hesaplanması ile

dY P
t =

(∂UP

∂t
+

d∑
i=1

f i
∂UP

∂xi
+

1

2

d∑
i,j=1

m∑
l=1

gi,lgj,l
∂2UP

∂xi∂xi

)
dt

+
d∑
l=1

m∑
i=1

gi,l
∂UP

∂xi
dW l

t

(4.45)

bileşen formundaki ifade elde edilir. Skalar durumda olduğu gibi bu formül, belli bir

vektör stokastik diferansiyel denklemin çözümü tanımlanırken kullanılabilir.

d-boyutlu lineer stokastik diferansiyel denklemin genel formu ise,

dXt = (A(t)Xt + a(t))dt+
m∑
l=1

(
Bl(t)Xt + bl(t)

)
dW t

l (4.46)

olup burada A(t), B1(t), B2(t), . . . , Bm(t), d × d matris fonksiyonları ve a(t), b1(t),

b2(t), . . . , bm(t), d× d d-boyutlu vektör fonksiyonlarıdır. Eper Bl lerin hepsi sıfır olursa

"homojen denklem" denir. Skalar durum için kullanılan argümanların hesaplanması ile

(4.46) denkleminin çözümü

Xt = Φt,t0

(
Xt0 +

∫ t

t0

Φ−1
s,t0

(
a(s)−

m∑
l=1

Bl(s)bl(s)

)
ds

+
m∑
l=1

∫ t

t0

Φ−1
s,t0
bl(s)dW l

s

) (4.47)
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olarak elde edilir. Burada Φt,t0 , Φt0,t0 = I olacak şekilde d × d tipinde temel matristir

ve

dΦt,t0 = A(t)Φt,t0dt+
m∑
l=1

Bl(t)Φt,t0dW
l
t (4.48)

şeklinde homojen stokastik matris diferansiyel denklem olarak ifade edilir. Skalar homo-

jen lineer denklemlerin aksine, bütün matrisler sabit matris olsa bile, (4.47) denklemini

temel çözüm için genellikle açık olarak çözemeyiz. Ancak, eğer, A,B1, B2, . . . , Bm mat-

risleri sabit ve değiştirilebilir ise, yani, tüm k, l = 1, 2, . . . ,m için

ABl = BlA ve BlBk = BkBl (4.49)

ise buradan

Φt,t0 = exp

((
A− 1

2

m∑
l=1

(Bl)2

)
(t− t0) +

m∑
l=1

(Bl)(W l
t −W l

t0
)

)

şeklinde temel matris çözümü elde edilir. Özel olarak (4.47) denklemi dar anlamlı (nar-

row sense) ise bu denklem

Φt,t0 = exp
(
A(t− t0)

)
(4.50)

eşitliğine indirgenir, bu da

ẋ = Ax

deterministik lineer sisteminin temel matrisidir. Bu otonom durumlarda Φt,t0 = Φt−t0,0

olup sadece t0 = 0 dikkate alınır ve Φt,t0 yerine Φt yazılabilir.
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Örnek 4.3 Xt = (X1
t , X

2
t ) ve Wt Wiener proses olmak üzere

dXt =

 0 −1

1 0

Xtdt+

 0

σ2

 dWt

rassal oscillator denklemi tanımlansın.

Bl’lerin hepsi sıfır olduğundan denklem dar anlamda lineerdir (linear in the narrow

sense). O halde,

Φt,t0 = exp
(
A(t− t0)

)
şeklinde hesaplanır. t0 = 0 için

Φt =
∞∑
k=0

1

(2k)!
A2kt2k +

∞∑
k=0

1

(2k + 1)!
A2k+1t2k+1

ise burada A2k+1 = (−1)kA yularıdaki denklemde yerine yazılırsa

Φt = cos(t)I + sin(t)A⇒ Φt =

 cos(t) − sin(t)

sin(t) cos(t)


olarak elde edilir.
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BÖLÜM 5

STOKASTİK TAYLOR AÇILIMI

Deterministik analiz, stokastik analize göre daha hızlı yakınsar, çünkü Riemann integ-

raline yakınsayan Riemann toplamındaki integrand fonksiyonu parçalanmış alt aralığın

keyfi bir noktasında hesaplanabilirken Ito stokastik integrali için, integrand fonksiyonu

daima sol uç noktada hesaplanmalıdır. Bu nedenle Ito stokastik analizi ile uyumlu sto-

kastik adi diferansiyel denklemler için nümerik yöntemler türetilmesi gerekmektedir.

Stokastik Taylor açılımı, stokastik adi diferansiyel denklemler (SADD) için yükek mer-

tebeden nümerik yöntemlerin türetilmesi için temel başlama noktasıdır. SADD’ler için

diğer metotlar, genellikle uygun stokastik Taylor açılımından elde edilir.

5.1 Stokastik Taylor Açılımı

Bu bölümde verilen bir stokastik diferansiyel denklemin yaklaşık çözümünü bulmak için

stokastik Taylor açılımı (stochastic Taylor expansion) araştırılmış ve incelenmiştir. Ge-

nel Taylor açılımı formülü ilk olarak [17] tarafından tanıtılmış ve daha sonra Kloeden ve

Platen [3] kitaplarında bilinen stokastik Taylor açılımının detaylarına yer vermişlerdir.

Stokastik Taylor açılımı, deterministik Taylor formülü ve Ito formülü ile genelleştirilir.
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5.1.1 Ito-Taylor Açılımı

Bilinen deterministik Taylor açılımına benzer terminolojiyi kullanarak stokastik durum

için Taylor açılımını elde edilecektir. Xt, 0 ≤ t0 ≤ T olmak üzere, t ∈ [t0, T ] için Xt0

başlangıç şartı ile verilen

d

dt
Xt = a(Xt) (5.1)

1-boyutlu adi diferansiyel denklemin çözümü olsun. Bu diferansiyel denklem,

Xt = Xt0 +

∫ t

t0

aX(s)ds (5.2)

şeklinde integral denklem formunda yazılabilir. Bu yapının kurulabilmesi için a fonksi-

yonu yeterince düzgün (sufficiently smooth) olmalı ve lineer büyüme şartını sağlamalı-

dır. f : R→ R sürekli diferansiyellenebilir bir fonksiyon olmak üzere zincir kuralından

d

dt
f(Xt) = a(Xt)

∂

∂X
f(Xt) (5.3)

olup,

L ≡ a(X)
∂

∂X
(5.4)

operatörü (5.3) denkleminde yerine yazılırsa her t ∈ [t0, T ] için

f(Xt) = f(Xt0) +

∫ t

t0

Lf(Xs)ds (5.5)

şeklinde integral bağıntısı elde edilir. f(x) ≡ x yazılırsa, Lf = a, L2f = La, . . . olup

(5.5) bağıntısı

Xt = Xt0 +

∫ t

t0

a(Xs)ds (5.6)
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şeklinde (5.2) bağıntısına indirgenir.

Eğer (5.5) bağıntısı (5.6) denkleminde f = a fonksiyonu için uygulanırsa

Xt = Xt0 +

∫ t

t0

(
a(Xt0) +

∫ s

t0

La(Xη)dη
)
ds

= Xt0 + a(Xt0)

∫ t

t0

ds+

∫ t

t0

∫ s

t0

La(Xη)dηds

(5.7)

şeklinde Xt için Taylor açılımı elde edilir. (5.5) bağıntısı tekrar iki katlı integraldeki

f = La fonksiyonu için uygulanırsa,

Xt = Xt0 + a(Xt0)

∫ t

t0

ds+ La(Xt0)

∫ t

t0

∫ s

t0

dηds+R3 (5.8)

olarak elde edilir. Burada t ∈ [t0, T ] için

R3 =

∫ t

t0

∫ s

t0

∫ η

t0

L2a(Xµ)dµdηds (5.9)

kalan (remainder) terimdir. Genel r + 1 defa sürekli diferansiyellenebilir f : R → R

fonksiyonu için bu metot t ∈ [t0, T ] ve r = 1, 2, 3, . . . olarak verildiğinde,

f(Xt) = f(Xt0) +
r∑

n=1

(t− t0)n

n!
L(n)f(Xt0)

+

∫ t

t0

· · ·
∫ η2

t0

L(r+1)f(Xη1)dη1 . . . dηr+1

(5.10)

klasik integral formdaki Taylor formülü elde edilir.

(5.10) ile verilen Taylor formülü, özellikle nümerik analizdeki teorik ve pratik araştırma-

lar için önemli bir araçtır. Yeterince düzgün fonksiyona (sufficiently smooth function)

verilen bir noktanın komşuluğunda istenilen doğruluk mertebesinden (order of accu-

racy) yaklaşıma izin verir. Açılım, fonksiyonun değerlerine ve seriye açılan noktalardaki

bazı yüksek mertebeden türevlerine bağlıdır. Serinin kesildiği yerden sonraki terimler

ise kalan terimleri (remainder) oluşturur.
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Ito sürecindeki düzgün fonksiyonlar için, deterministik Taylor formülündeki belirleyici

özelliklere benzer özelliklere sahip stokastik Taylor formülünü kullanmak avantajlıdır.

Bu formül yardımı ile stokastik nümerik yöntemler elde edilebilir. Bu şekildeki stokastik

Taylor formülü için bir kaç olasılık vardır. Bunlardan biri Ito formülü kullanılarak elde

edilen Ito- Taylor açılımıdır. f ve g yeterince düzgünlük (sufficiently smooth) ve lineer

büyüme şartını sağlayan fonksiyonlar olmak üzere Xt,

dX(t) = f(X(t))dt+ g(X(t))dW (t) (5.11)

1-boyutlu Ito stokastik diferansiyel denklemin çözümü olsun. F : R → R herhangi iki

kez sürekli diferansiyellenebilir fonksiyon olmak üzere t ∈ [t0, T ] için Ito lemmasından,

dF [X(t)] =
{
f [X(t)]

∂F [X(t)]

∂X
+

1

2
g2[X(t)]

∂2F [X(t)]

∂X2

}
dt

+ g[X(t)]
∂F [X(t)]

∂X
dW (t).

(5.12)

elde edilir.

L0 ≡ f [X(t)]
∂

∂X
+

1

2
g2[X(t)]

∂2

∂X2

L1 ≡ g[X(t)]
∂

∂X

operatörleri tanımlansın. Bu operatörler (5.12)’de yazılırsa

dF [X(t)] = L0F [X(t)]dt+ L1F [X(t)]dW (t) (5.13)

elde edilir. (5.13)’ün integral formu ise ,

F [X(t)] = F [X(t0)] +

∫ t

t0

L0F [X(τ)]dτ +

∫ t

t0

L1F [X(τ)]dW (τ) (5.14)
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şeklindedir. Sırasıyla (5.14)’te F (x) = x, F (x) = f(x) ve F (x) = g(x) yazılırsa,

X(t) = X(t0) +

∫ t

t0

f [X(τ)]dτ +

∫ t

t0

g[X(τ)]dW (τ) (5.15)

f [X(t)] = f [X(t0)] +

∫ t

t0

L0f [X(τ)]dτ +

∫ t

t0

L1f [X(τ)]dW (τ) (5.16)

g[X(t)] = g[X(t0)] +

∫ t

t0

L0g[X(τ)]ds+

∫ t

t0

L1g[X(τ)]dW (τ) (5.17)

elde edilir. (5.16) ve (5.17) denklemlerinin (5.15) denkleminde yerine yazılmasıyla

X(t) = X(t0) +

∫ t

t0

(
f [X(t0)] +

∫ τ1

t0

L0f [X(τ2)]dτ2 +

∫ τ1

t0

L1f [X(τ2)]dW (τ2)
)
dτ1

+

∫ t

t0

(
g[X(t0)] +

∫ τ1

t0

L0g[X(τ2)]dτ2 +

∫ τ1

t0

L1g[X(τ2)]dW (τ2)
)
dW (τ1)

(5.18)

ve buradan da

R ≡
∫ t

t0

∫ τ1

t0

L0f [X(τ2)]dτ2dτ1 +

∫ t

t0

∫ τ1

t0

L1f [X(τ2)]dW (τ2)dτ1

+

∫ t

t0

∫ τ1

t0

L0g[X(τ2)]dτ2dW (τ1) +

∫ t

t0

∫ τ1

t0

L1g[X(τ2)]dW (τ2)dW (τ1)

iki katlı integralleri içeren kalan terim olmak üzere

X(t) = X(t0) + f [X(t0)]

∫ t

t0

dτ1 + g[X(t0)]

∫ t

t0

dW (τ1) +R (5.19)

elde edilir.

(5.14)’te, F = L1g olarak alınırsa,

∫ t

t0

∫ τ1

t0

L1g[X(τ2)]dW (τ2)dW (τ1)

=

∫ t

t0

∫ τ1

t0

(
L1g[X(t0)] +

∫ τ2

t0

L0L1g[X(τ3)]dτ3 +

∫ τ2

t0

L1L1g[X(τ3)]dW (τ3)
)
dW (τ2)dW (τ1)
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ve L1g = gg′ olduğu kullanılırsa yeni kalan terim

R̃ ≡
∫ t

t0

∫ τ1

t0

L0f [X(τ2)]dτ2dτ1 +

∫ t

t0

∫ τ1

t0

L1f [X(τ2)]dW (τ2)dτ1

+

∫ t

t0

∫ τ1

t0

L0g[X(τ2)]dτ2dW (τ1) +

∫ t

t0

∫ τ1

t0

∫ τ2

t0

L0L1g[X(τ3)]d(τ3)dW (τ2)dW (τ1)

+

∫ t

t0

∫ τ1

t0

∫ τ2

t0

L1L1g[X(τ3)]dW (τ3)dW (τ2)dW (τ1) (5.20)

olmak üzere

X(t) = X(t0) + f [X(t0)]

∫ t

t0

dτ1

+ g[X(t0)]

∫ t

t0

dW (τ1) + g[X(t0)]g′[X(t0)]

∫ t

t0

∫ τ1

t0

dW (τ2)dW (τ1) + R̃
(5.21)

şeklinde elde edilir.

Buradan, (5.11) süreci için Ito-Taylor açılımı, (5.21) şeklinde elde edilmiş olur. Tekrar

Ito lemması kullanılarak,

∫ t

t0

∫ τ1

t0

dW (τ2)dW (τ1) =
1

2
[W (t)−W (t0)]2 − 1

2
(t− t0) (5.22)

ve (5.22) nin (5.21) de yerine yazılmasıyla,

X(t) = X(t0) + f [X(t0)]

∫ t

t0

dτ1

+ g[X(t0)]

∫ t

t0

dW (τ1) + g[X(t0)]g′[X(t0)]{1

2
[W (t)−W (t0)]2 − 1

2
(t− t0)}+ R̃.

(5.23)

Stokastik Taylor açılımı elde edilir [19].

Böylece denklem (5.23) yardımıyla [0, T ] aralığındaki 0 = t0 < t1 < . . . < tn < . . . <

tN = T zaman parçalanışına göre stokastik diferansiyel denklemler için nümerik integ-
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rasyon metodu

X(ti+1) = X(ti) + f(X(ti))∆t+ g(X(ti))∆Wi

+
1

2
g(X(ti))g

′(X(ti))[(∆Wi)
2 −∆t] + R̃

(5.24)

olarak bulunur. Burada i = 0, 1, 2, . . . , N − 1 ve X(t0) = X0 başlangıç şartı için ∆t =

ti+1 − ti ve ∆Wi = W (ti+1) −W (ti) şeklinde tanımlanmıştır. ∆Wi rassal değişkeni de

bağımsız N(0; ∆t) normal dağılmış rassal değişkendir.

5.2 Euler-Maruyama Metodu

Stokastik diferansiyel denklemler için en basit ve en çok kullanılan nümerik metot Euler-

Maruyama metodudur. Eğer stokastik Taylor serisininin birinci mertebeden sonraki te-

rimleri kesilirse i = 0, 1, 2, ..., N − 1 için X(t0) = X0 başlangıç şartı olmak üzere

X(ti+1) = X(ti) + f(X(ti))∆t+ g(X(ti))∆Wi (5.25)

şeklinde "Euler Metodu" veya "Euler-Maruyama Metodu" elde edilir.

Euler-Maruyama metodu, f ve g fonksiyonları için Lipschitz ve sınırlı büyüme koşulları

altında 0.5 mertebeden kuvvetli yakınsar [20]. [2] ve [21] ise bir Ito sürecinin Euler-

Maruyama yaklaşımının yeteri kadar düzgünlük şartları altında 1.0 mertebeden zayıf

yakınsadığını göstermiştir.

5.3 Milstein Metodu

Stokastik diferansiyel denklemler için bir diğer nümerik yaklaşım metodu Milstein meto-

dudur. Eğer stokastik Taylor serisinin ikinci mertebeden sonraki terimleri ihmal edilirse
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i = 0, 1, 2, ..., N − 1 için X(t0) = X0 başlangıç şartı olmak üzere

X(ti+1) = X(ti) + f(X(ti))∆t+ g(X(ti))∆Wi +
1

2
g(X(ti))g

′(X(ti))[(∆Wi)
2 −∆t]

(5.26)

şeklinde "Milstein Metodu" elde edilir. Milstein yaklaşımı, f , g iki kez sürekli dife-

ransiyellenebilir fonksiyonlar ve f, f ′, g, g′ uniform Lipschitz şartını sağlamak üzere

E[X(0)]2 <∞ şartı altında 1.0 mertebeden kuvvetli yakınsar.

Burada g′(X(ti)), g(X(ti)) fonksiyonunun türevi olup eğer stokastik diferansiyel denk-

lem toplanır gürültülü (additive noise) stokastik diferansiyel denklem ise "Milstein me-

todu" , "Euler Maruyama metodu" ile çakışır.

5.4 Runge - Kutta Metodu

Bu tip metotlar yaklaşım süreçlerinin üst seviye şemaları (scheme) için kullanılır. Bu

bölümde Runge-Kutta metotlarının stokastik versiyonlarının anlaşılması için, ilk ola-

rak deterministik Runge-Kutta metotları incelenmiştir. Sonrasında ise stokastik Runge-

Kutta metodunun kapsamlı hali verilecektir.

Runge-Kutta yöntemi de diğer metotlar gibi Taylor açılımından türetilmesine rağmen,

bu metodu diğer yaklaşım metotlarından ayıran en belirgin özellik, bu yöntemde sü-

rüklenme (drift) ve difüzyon terimlerinin türevlerinin hesaplanmasına gerek olmaması-

dır. Stokastik diferansiyel denklemlerdeki türevlerinin hesaplanması sayısal olarak mas-

raflıdır ve bu durum yaklaşım metotlarında türevsizlik gereksinimi oluşturur. Runge-

Kutta yönteminde de türev hesapları olmadığından stokastik yaklaşım metotları ara-

sında önemli bir yeri vardır.
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5.4.1 Runge - Kutta Metodu

Bu bölümde aslında sadece bir adi diferansiyel denklem olan Ito stokastik diferansiyel

denkleminin

dXt = f(t,Xt)dt, Xt0 = x0 ∈ R (5.27)

şeklindeki deterministik kısmı ile ilgileneceğiz. Burada f(t,Xt) fonksiyonu I = [t0, T ]

zaman aralığında sürekli diferansiyellenebilir R değerli bir fonksiyondur. f(t,Xt) fonk-

siyonunun t zaman değişkenine göre kısmi türevleri aşağıdaki, gibi tanımlanır :

dX(t)

dt
= f(t,Xt) (5.28)

d2X(t)

dt2
= ft(t,Xt) + fx(t,Xt)f(t,Xt) (5.29)

d3X(t)

dt3
= ftt(t,Xt) + 2ftx(t,Xt)f(t,Xt) + fxx(t,Xt)f

2(t,Xt)

+ ft(t,Xt)fx(t,Xt) + f 2
x(t,Xt)f(t,Xt) (5.30)

Bu kısmi türevler, Xt’nin Taylor açılımından elde edilen Runge-Kutta şemasını türet-

mede yardımcı olacaktır. I = [t0, T ] zaman aralığının n = 0, 1, . . . , N olmak üzere

0 ≤ t0 < t1 < · · · tn < · · · < tN = T (5.31)

parçalanışı tanımlansın. ∆n = tn+1 − tn yeterince küçük adım aralığı ve Yn = Y (tn)

de (5.27) ile verilen başlangıç değer probleminin, Xtn çözümünün bir yaklaşım süreci

(process) olsun. Bu durumda (5.27) ile verilen adi diferansiyel denklemin Xt çözümünün

Taylor açılımı,

Xt+∆n = Xtn+1 = Xtn + ∆n
dX(t)

dt
+

∆2
n

2!

d2X(t)

dt2
+

∆3
n

3!

d3X(t)

dt3
+ · · · (5.32)

şeklinde tanımlanır. (5.32) ile verilen Taylor açılımının kullanılması ile farklı mertebeden

(stage) Runge-Kutta yöntemleri tanımlanacaktır. Örneğin, ikinci mertebeden Runge-
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Kutta yönteminin adım adım nasıl kurulduğu aşağıdaki gibi gösterilir.

İlk olarak, f(t,Xt) fonksiyonun (5.28) ile verilen kısmi türevleri (5.32) ile verilen Xt

çözümünün üçüncü mertebeden Taylor açılımınında yerine yazılırsa,

Xtn+1 = Xtn + ∆nf(t,Xt) +
1

2
∆2
n

(
ft(t,Xt) + fx(t,Xt)f(t,Xt)

)
+ O(∆3

n) (5.33)

elde edilir.

Şimdi (5.33) denklemini sadeleştirmek için yardımcı olacak bir Remark verelim.

Remark 5.1 c, d, k,m sabitler olmak üzere, , Φ(t,Xt) ,

Φ(t,Xt) = (t+ ck,Xt + dm) = f(t,Xt) + ckft(t,Xt) + dmfx(t,Xt) + O(k2)

özelliğini sağlandığı kabul edilsin.

Bu Remark ile, c = 1, k = ∆n, d = ∆n, l = f(tn, Xtn) değişkenlerine verilen bazı

değerler ile aşağıdaki gösterim elde edilir:

f(tn + ∆n, Xtn + ∆nf(tn, Xtn)) = f + ∆nft + ∆nfxf + O(∆2
n) (5.34)

(5.34) ile verilen fonksiyon (5.33) denkleminde de görülmektedir. Bu nedenle, Xtn+1

prosesi,

Xtn+1 = Xtn +
1

2
∆nf(tn, Xtn)

+
1

2
∆nf(tn + ∆n, Xtn + ∆nf(tn, Xtn) + O(∆3

n) (5.35)

şeklinde düzenlenebiir. Sonuç olarak (5.35) ün düzenlenmesi ile ikinci mertebeden or-

dinary Runge-Kutta metodu Λ1 = f(tn, Xtn) ve Λ2 = f(tn + ∆n, Xtn + ∆nΛ1) olmak

üzere

Yn+1 = Yn +
∆n

2
f(Λ1 + Λ2) (5.36)

şeklinde elde edilir.
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Dördüncü mertebeden Runge-Kutta metodu ise ikinci mertebeden Runge-Kutta me-

toduna benzer adımlar ile elde edilebilir. (5.32) ile verilen Taylor açılımı için O(∆5
n)’e

kadar terim içeren beşinci mertebeden Taylor açılımı üzerinde çalışıldığında, açılıma iki

tane ekstra terim eklenir. Taylor açılımında, f(t,Xt) fonksiyonunun türevlerinin yerine

yazılması ile dördüncü mertebeden Runge-Kutta metodu i = 1, 2, 3, 4 için,

Λ1 = f(tn, Xtn)

Λ2 = f
(
tn +

∆n

2
, Xtn +

∆n

2
Λ1

)
Λ3 = f

(
tn +

∆n

2
, Xtn +

∆n

2
Λ2

)
Λ4 = f

(
tn +

∆n

2
, Xtn + ∆nΛ3

)

olmak üzere,

Yn+1 = Yn +
∆n

6
f(Λ1 + 2Λ2 + 2Λ3 + Λ4) (5.37)

şeklinde elde edilir.

Görüldüğü üzere dördüncü mertebeden Runge-Kutta yöntemi, ikinci mertebeden Runge-

Kutta yöntemine göre iki terim daha fazladır. Böylece (5.32) ile verilen Taylor açılımına

daha çok terim eklenmesi ile yüksek mertebeden daha doğru yaklaşımlar elde edileceği

anlaşılır. s- inci mertebeden ordinary Runge-Kutta metodu,

Yn+1 = Yn + ∆nΣs
i=1µiΛi, n ≥ 0 (5.38)

şeklinde genelleştirilebilir. Burada Λi fonksiyonları, i = 1, 2, · · · , s ve βij, ci, µi katsayı-

ları sabit olmak üzere,

Λi = a
(
tn + ci∆n, Xtn + ∆n

s∑
j=1

βijΛj

)

şeklinde tanımlanır. Butcher array katsayılarının tablo ile gösterimi, j ≥ i için βij = 0
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ve

ci =
i−1∑
j=1

βij ve

s∑
i=1

µi = 1

olmak üzere,

0

c2 β21

c3 β31 β32

...
...

... . . .

cs βs1 βs2 . . . βs,s−1

µ1 µ2 . . . µs−1 µs

şeklinde tanımlanır. Eğer katsayılar j ≥ i için βij 6= 0 şartını sağlıyorsa, metot implicit

form olur.

Runge-Kutta metodunun explicit formunda her j ≥ i için c1 = 0 ve βij = 0 olduğundan

Λ1 fonksiyonu daima f(tn, Xtn) fonksiyonuna eşittir. Örneğin, (5.36) ile verilen ikinci

mertebeden Runge-Kutta yöntemi için Butcher array,

0

1 1

1/2 1/2

ve (5.37) ile verilen dördüncü mertebeden Runge-Kutta yöntemi için Butcher array,

0
1
2

1
2

1
2

0 1
2

1 0 0 1

1
6

1
3

1
3

1
6

şeklindedir.

Şimdi de ordinary durum için elde edilen Runge-Kutta metodunu stokastik duruma

genelleştirelim.
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5.5 Stokastik Runge-Kutta Metodu

dXt = f(t,Xt)dt+ g(t,Xt)dWt, Xt0 = x0 (5.39)

Ito stokastik diferansiyel denklemi veya

Xt = Xt0 +

∫ t

t0

f(s,Xs)ds+

∫ t

t0

g(s,Xs)dWs (5.40)

şeklinde denklemin integral formu verilsin. BuradaWt, I = [t0, T ] aralığında bir boyutlu

"Brown hareketi"dir.

Yn, [t0, T ] aralığında Xtn çözümüne yakınsamak üzere yaklaşım için tekrarlı çözüm,

Yn+1 = Yn +

∫ tn+1

tn

f(s,Xs)ds+

∫ tn+1

tn

g(s,Xs)dWs

olarak elde edilir.

Deterministik durumdaki benzer açılımlar kullanılarak, şemayı basitleştirmek için Re-

mark’ın uygulanması ile Ito Taylor açılımından stokastik Runge-Kutta metodu elde

edilir.

Bu bilgiler doğrultusunda s ≥ 1 için s-stage stokastik Runge-Kutta yönteminin genel

formu;

Yn+1 = Yn +
s∑
i=1

µiΛi∆n +
s∑
i=1

γiψi∆Wn (5.41)

şeklinde ifade edilir. Burada i = 1, 2, . . . , s için ,

Λi = f(tn + ci∆n, Y
(i)
n )

ψi = g(tn + ci∆n, Y
(i)
n )

Y (i)
n = Yn +

i−1∑
j=1

βijΛj∆n +
i−1∑
j=1

γijψi∆Wn
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olmak üzere µi, υi, ci, βij, γij katsayıları deterministik durumdakine benzer şekilde seçi-

len sabitler olup,

s∑
i=1

µi =
s∑
i=1

υi = 1

şartı sağlanmalıdır.

Stokastik Runge-Kutta metodu için Butcher array aşağıdaki gibidir.

0

c2 β21 γ21

c3 β31 β32 γ31 γ32

...
...

... . . . ...
... . . .

cs βs1 βs2 . . . βs,s−1 γs1 γs2 . . . γs,s−1

µ1 µ2 . . . µs−1 µs υ1 υ2 . . . υs−1 υs

Deterministik durumdan farklı olarak "Butcher array"in eklemeli olan kısmı, stokastik

diferansiyel denklemin difüzyon kısmının katsayılarını göstermektedir. Yukarıdaki tablo

bir boyutlu Brownian motion içeren stokastik Runge-Kutta yöntemi için verilmiştir.

Eğer, (5.41)’daki gibi multi-dimensional Brownian motion varsa, stokastik kısımdaki

her bir Brownian motion için Butcher array’e sütunlar eklenir. Örneğin, 2 boyutlu

Brownian motion içeren stokastik Runge-Kutta metodunun genel yapısı,

Yn+1 = Yn +
s∑
i=1

µiΛi∆n +
s∑
i=1

γiψiW
1
n +

s∑
i=1

γiψiW
2
n (5.42)

olup burada ,

s∑
i=1

µi =
s∑
i=1

υi = 1
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şartı sağlanmak üzere i = 1, 2, . . . , s için ,

Λi = f(tn + ci∆n, Y
(i)
n )

ψi = g(tn + ci∆n, Y
(i)
n )

Y (i)
n = Yn +

i−1∑
j=1

βijΛj∆n +
i−1∑
j=1

γijψi∆W
1
n +

i−1∑
j=1

γijψi∆W
2
n

şeklindedir ve yine burada µi, υi, ci, βij, γij katsayıları sabit olup (5.42) ile verilen şema

için Butcher array,

0

c2 β21 γ1
21 γ2

21

c3 β31 β32 γ1
31 γ1

32 γ2
31 γ2

32

...
...

... . . . ...
... . . . ...

... . . .

cs βs1 βs2 . . . βs,s−1 γ1
s1 γ1

s2 . . . γ1
s,s−1 γ2

s1 γ2
s2 . . . γ2

s,s−1

µ1 µ2 . . . µs−1 µs υ1
1 υ1

2 . . . υ1
s−1 υ1

s υ2
1 υ2

2 . . . υ2
s−1 υ2

s

olarak elde edilir.

Deterministik duruma benzer özellikler ile stokastik Runge-Kutta metodunun explicit

formu için, j ≥ i ve

s∑
i=1

µi =
s∑
i=1

υi = 1

olmak üzere katsayılar, βij = γij = 0 şartını sağlar. Dahası explicit formda tüm j ≥ 1

ve i = 1, 2, . . . , s için c1 = β1j = γ1j = 0 olduğundan Λ1 = f(tn, Y
(i)
n ) ve Ψ1 = g(tn, Y

(i)
n )

sağlanır.

Şimdi de verilen Butcher arrays için farklı mertebeden Runge-Kutta metotlarını tanı-

talım.

5.5.1 İkinci Mertebeden Stokastik Runge-Kutta Metodu

İkinci mertebeden stokastik Runge-Kutta metodu için Butcher array [22], [23]:
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0 0 0

1 1 0 1 1
1
2

1
2

1
2

1
2

ve uygun yaklaşım denklemi :

Yn+1 = Yn +
1

2

(
f(tn, Y

(1)
n ) + f(tn+1, Y

(2)
n )∆n

)
+

1

2

(
g(tn, Y

(1)
n ) + g(tn+1, Y

(2)
n )∆Wn

)
(5.43)

şeklinde olup burada i = 1, 2 için Y i
n prosesi

Y (
n1) = Yn

Y (
n2) = Yn + f(tn, Y

(1)
n )∆n + g(tn, Y

(1)
n )∆Wn

denklemlerini sağlar.

5.5.2 Üçüncü Mertebeden Stokastik Runge-Kutta Metodu

Üçüncü mertebeden stokastik Runge-Kutta metodu için Butcher array [24]:

0 0 0
1
2

2
3

0 2
3

0

1 1 -1 0 1 −1 0
1
2

3
4

−1
4

1
2

3
4

−1
4

ve uygun yaklaşım denklemi :

Yn+1 = Yn +
(1

2
f(tn, Y

(1)
n ) +

3

4
f(tn +

1

2
∆n, Y

(2)
n )− 1

4
f(tn+1, Y

(3)
n )
)

∆n

+
(1

2
g(tn, Y

(1)
n ) +

3

4
g(tn +

1

2
∆n, Y

(2)
n )− 1

4
g(tn+1, Y

(3)
n )
)

∆Wn (5.44)
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şeklinde olup burada i = 1, 2, 3 için Y i
n prosesi

Y (
n1) = Yn

Y (
n2) = Yn +

2

3
f(tn, Y

(1)
n )∆n +

2

3
g(tn, Y

(1)
n )∆Wn

Y (
n3) = Yn +

(
f(tn, Y

(1)
n )− f(tn, Y

(2)
n )
)
∆n +

(
g(tn, Y

(1)
n )− b(tn, Y (2)

n )
)
∆Wn

denklemlerini sağlar.

5.5.3 Dördüncü Mertebeden Stokastik Runge-Kutta Metodu

Dördüncü mertebeden stokastik Runge-Kutta metodu için Butcher array :

0 0 0 0
1
2

1
2

0 −0.72 0 2.70 0
1
2

0 1
2

0 0.42 −0.20 0 1.76 0 0

1 0 0 1 0 −1.58 0.84 1.74 0 −2.92 0 0 0

1
6

1
3

1
3

1
6

−0.78 0.07 1.49 0.22 1.69 1.64 −3.02 −0.31

ve uygun yaklaşım denklemi :

Yn+1 = Yn +
(1

6
f(tn, Y

(1)
n ) +

1

3
f(tn +

1

2
∆n, Y

(2)
n )

− 1

3
f(tn +

1

2
∆n, Y

(3)
n ) +

1

6
f(tn+1, Y

(4)
n )
)

∆n

−
(

0.78g(tn, Y
(1)
n ) +

1

3
g(tn +

1

2
∆n, Y

(2)
n )

+ 1.49g(tn +
1

2
∆n, Y

(3)
n ) + 0.22f(tn+1, Y

(4)
n )
)

∆W 1
n

+
(

1.69g(tn, Y
(1)
n ) + 1.64g(tn +

1

2
∆n, Y

(2)
n )

− 3.02g(tn +
1

2
∆n, Y

(3)
n )− 0.31f(tn+1, Y

(4)
n )
)

∆W 2
n (5.45)
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şeklinde olup burada i = 1, 2, 3, 4 için Y i
n prosesi,

Y (
n1) = Yn

Y (
n2) = Yn +

1

2
f(tn, Y

(1)
n )∆n − 0.72g(tn, Y

(1)
n )∆W 1

n + 2.7g(tn, Y
(1)
n )∆W 2

n

Y (
n3) = Yn +

1

2
f(tn, Y

(2)
n )∆n + (0.42g(tn, Y

(1)
n )− 0.20g(tn, Y

(2)
n )∆W 1

n + 1.76g(tn, Y
(1)
n )∆W 2

n

Y (
n4) = Yn + f(tn, Y

(3)
n )∆n − (1.58g(tn, Y

(1)
n )− 0.84g(tn, Y

(2)
n )− 1.74g(tn, Y

(3)
n ))∆W 1

n

− 2.92g(tn, Y
(1)
n )∆W 2

n

denklemlerini sağlar.

Bu şema gösteriminde iki boyutlu Brownian motion vardır. Butcher array’e bakılacak

olursa ilk kolondaki katsayılar deterministik kısım için verilirken, ikinci ve üçüncü kı-

sımlar yaklaşım metodunun stokastik kısmı için verilmiştir [18].
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BÖLÜM 6

PARAMETRE TAHMİNİ

6.1 Stokastik Diferansiyel Denklemler için Parametre Tahmini

θ ∈ R bilinmeyen parametre vektörü olmak üzere

dX(t) = f(t,X(t); θ)dt+ g(t,X(t); θ)dW (t) (6.1)

formunda stokastik diferansiyel denklem tanımlansın. i = 0, 1, . . . , N ve ∆t = T/N için

x0, x1, . . . , xN ayrı ayrı düzgün dağılmış ti = i∆t zamanlarında X(t)’nin gözlemlenen

değerleri olsun. Problem verilen bu N+1 data noktası için θ vektörünü tahmin etmektir.

6.1.1 Maksimum Likelihood Tahmin Yöntemi

Maksimum likelihood parametre tahmini özellikle non-normal verilere sahip nonlineer

modelleme gibi çoğu istatistiksel modelleme tekniği için önemli bir yöntemdir.

Tahmin yöntemlerinde ilk olarak toplanan veriler ve parametreleriyle model belirlenir.

θ vektör olmak üzere p(tk, xk|tk−1, xk−1; θ), (tk−1, xk−1) noktasından başlayan (tk, xk)’nın

geçiş olasılık yoğunluğu olmak üzere, p0(x0|θ) başlangıç yoğunluğu olsun. θ’nın maksi-
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mum likelihood tahmini için ortak olasılık yoğunluk fonksiyonu

D(θ) = p0(x0|θ)
N∏
k=1

p(tk, xk|tk−1, xk−1; θ)

maksimize edilir. D(θ)’yı maksimize eden θ değerini θ̂ ile göstereceğiz. Bu maksimi-

zasyon probleminde bilgisayar hesaplamalarında küçük sayılardan kaçınmak ve kolay-

lık sağlaması açısından, ortak olasılık fonksiyonunun doğal logaritması olan L(θ) =

−ln(D(θ))

L(θ) = −ln(p0(x0|θ))−
N∑
k=1

p(tk, xk|tk−1, xk−1; θ)

minimize edilir. θ̂’nin optimal değerini hesaplamadaki zorluklardan biri geçiş yoğun-

luğunun genelde bilinmemesidir. Ancak (6.1) denkleminin Euler yaklaşımı göz önünde

bulundurulup, X(tk−1) = xk−1 ve t = tk−1 yazılırsa, ηk ∼ N(0; 1) olmak üzere

X(tk) = xk−1 + f(tk−1, xk−1; θ)∆t+ g(tk−1, xk−1; θ)
√

∆tηk

elde edilir. Bu da, µk = xk−1 + f(tk−1, xk−1; θ)∆t ve σk = g(tk−1, xk−1; θ)
√

∆t için,

p(tk, xk|tk−1, xk−1; θ) ≈ 1√
2πσ2

k

exp
(−(xk − µk)2

2σ2
k

)

demektir. Bu geçiş yoğunluğu (transition density) Rm civarında L(θ)’yı minimize etmek

için yerine yazılır. Buradaki bir diğer zorluk, L(θ)’yı minimize eden optimal θ̂ vektörünü

hesaplamaktır. Bu basit olmayan bir hesaplamadır. Minimum L(θ)’yı hesaplamak için

Nelder-Mead metodu [25] gibi nümerik optimizasyon algoritmaları kullanışlı olabilir.

Yukarıda verilen geçiş yoğunluğuna yaklaşım için Euler formülü kullanılmıştır.

p(tk, xk|tk−1, xk−1; θ) geçiş yoğunluğuna yaklaşım için, Euler formülünden başka [26] de

tartışıldığı gibi simülasyon ile yaklaşım da kullanılabilir. İlk olarak θ’nın verilen de-

ğeri için tk−1 noktasındaki xk−1 değeri başlangıç olarak alınarak (6.1) nümerik olarak
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çözülür. Çözüm için Euler metodu veya Milstein metodu gibi nümerik metotlar kulla-

nılabilir. Hesaplamalar t = tk noktasındaki X(t) için M tane tahmini değer elde edene

kadar tekrarlanır. Daha sonra,

p(M)(tk, xk|tk−1, xk−1; θ) =
1

Mh

M∑
j=1

K
(xk − yj

h

)

kullanılarak, p(tk, xk|tk−1, xk−1; θ) geçiş yoğunluğu tahmin edilir. Burada, K nonnegatif

kernel fonksiyonu ve h ise band genişliğidir (bandwidth). Makul K kernel fonksiyonu

ve h band genişliği [26],

s2 =
1

M − 1

[
M∑
j=1

yj
2 − 1

M

( M∑
j=1

yi

)2
]

örneklem standart sapması (sample standartd deviation) formülü olmak üzere,

K(ϑ) =
1√
2π

exp
[−ϑ2

2

]
ve h = 0.9sM−1/5

şeklindedir. Son olarak ise, θ̂ ’nın optimal değerine yaklaşım için,

L(M)(θ) = − ln(p0(x0|θ))−
N∑
k=1

ln(p(M)(tk, xk|tk−1, xk−1; θ))

minimize edilir.

6.1.2 Nonparametrik Tahmin Yöntemi

Kabul edelim ki, i = 0, 1, . . . , N ve ∆t = T/N için x0, x1, . . . , xN ayrı ayrı düzgün

dağılmış ti = i∆t zamanlarında X(t)’nin gözlemlenen değerleri olsun. Problem yine bu

N + 1 veri noktası ile θ parametre vektörünü tahmin etmektir. Bu tahmin yönteminde

süreç, i = 0, 1, . . . , N − 1 ve her bir i için ηi ∼ N(0; 1) olmak üzere Euler yaklaşımı
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kullanılarak,

Xi+1 −Xi = f(ti, Xi; θ)∆t+ g(ti, Xi; θ)ηi
√

∆t (6.2)

şeklinde yaklaşık olarak modellenebilir. Xi’nin şartlı gözlemleri kullanılarak, diskret-

zamanlı süreç için yaklaşık beklentiler

E[(Xi+1 −Xi)/∆t− f(ti, Xi; θ)] = O(∆t) (6.3)

E[(Xi+1 −Xi)
2/∆t− g2(ti, Xi, θ)] = O(∆t) (6.4)

şeklindedir. Eğer θ ∈ R2 ise (6.3) ve (6.4) denklemleri θ vektörünü tahmin etmek için

kullanılabilir. Eğer θ ∈ Rm ve m > 2 ise (6.3) ve (6.4) denklemleri [27]’de olduğu gibi

denklem eklenerek artırılabilir

E[(Xi+1 −Xi)Xi/∆t− f(ti, Xi; θ)Xi] = O(∆t)

E[(Xi+1 −Xi)
2Xi/∆t− g2(ti, Xi; θ)Xi] = O(∆t).

θ parametre vektörü önceki denklemin örneklem kopyaları kullanılarak tahmin edilir.

Örneğin, θ ∈ R2 için

N−1∑
i=0

f(ti, xi; θ) =
1

∆t

N−1∑
i=0

(xi+1 − xi) (6.5)

N−1∑
i=0

g2(ti, xi; θ) =
1

∆t

N−1∑
i=0

(xi+1 − xi)2 (6.6)

şeklinde tahmin edilebilir.

Nonparametrik tahmin metodu, maksimum likelihood yönteminde olduğu gibi, stokas-

tik diferansiyel denklem sistemlerindeki parametrelerin tahminine genişletilebilir. Para-

metre tahmini ve nümerik metotların kullanılması ile ilgili ek bilgilere [28] , [29] ve [30]

den ulaşılabilir.
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BÖLÜM 7

STOKASTİK DİFERANSİYEL DENKLEMLERDE

YAKINSAKLIK ve STABİLİTE

7.1 Zayıf Yakınsama Kriterleri

Pratikte çoğu uygulamada, Ito sürecinin yakın yörünge (pathwise) yakınsamasına sa-

hip olması gerekmez. Çoğu zaman, Ito sürecinin final zamanı T ’de verilen değerlerinin

bazı fonksiyonları ile ilgilenilir. Mesela E(XT ) ve E((XT )2) ile verilen ilk iki moment ile

veya, daha çok bazı g fonksiyonları için E(g(Xt)) beklentisi (expectation) ile ilgilenilir.

Böyle fonksiyonellerin simülasyonunda, sample path’in yakın yaklaşımından ziyade XT

rassal değişkeninin olasılık dağılımının iyi bir yaklaşıma sahip olması yeterlidir. Dolayı-

sıyla burada gerekli olan yaklaşım tipi, kuvvetli yakınsaklık kriterlerindeki sağlanması

beklenenlerden çok daha zayıftır.

Eğer, herhangi bir g polinomu için, δ ∈ (0, δ0) herhangi bir zaman parçalanışının mak-

simum adım uzunluğu olmak üzere,

|E(g(XT ))− E(g(YN))| ≤ κδβ

olacak şekilde sonlu bir κ sabiti ve pozitif δ0 sabiti varsa, ayrık zaman yaklaşımı Y ,

β ∈ (0,∞) mertebeden zayıf (weak) yakınsar denir.
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7.2 Kuvvetli Yakınsama Kriterleri

Matematiksel olarak T final zamanında,

ε(δ) = E(|XT − YN |)

şeklinde mutlak hata tanımlaması avantajlıdır.

Bu mutlak hata, T zamanında, X Ito süreci ile Y yaklaşımının "sample path"nin ya-

kınsaklık tahmini için bir kriterdir.

Eğer, δ ∈ (0, δ0) maksimum adım uzunluğu için

E(|XT − YN |) ≤ κδγ

olacak şekilde, sonlu bir κ sabiti ve pozitif δ0 sabiti varsa, Y süreci γ ∈ (0,∞) merte-

beden kuvvetli (strong) yakınsar denir.

Difüzyon katsayısının 0 olduğu deterministik durumlarda bu kuvvetli yakınsama kriteri

adi diferansiyel denklemler için alışılmış deterministik kriterlere indirgenir. Buradaki

mertebe (order), bazen deterministik durumlara karşılık gelene göre stokastik durum-

larda daha küçük olabilir. Çünkü Wiener sürecinin, ∆Wn artışının ortalama karekökü-

nün mertebesi δ1/2’dir, δ değildir. Örneğin stokastik diferansiyel denklemler için Euler

yaklaşımı γ = 0.5 kuvvetli mertebeye sahip iken, buna karşılık adi diferansiyel denk-

lemler için Euler yaklaşımının mertebesi 1.0’dır.

7.3 Stokastik Diferansiyel Denklemler için Kuvvetli Yakınsaklık

Bir metodun nümeriksel stabilitesi, onun başarılı uygulamaları için önemlidir. Deter-

ministik nümerik analizden, stiff sistemlerin nümerik integrasyonları için nümerik ola-

rak daha stabil olan kapalı metotların kullanımının gerektirdiği bilinmektedir. Bir çok

önemli fiziksel problemlerde stokastik kurulumlar stiff sistemleri de içerir.
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Kloeden ve Platen [31]’e göre δ → 0 zamana göre adım uzunluğu olmak üzere, eğer,

E|XT − Y δ
T | ≤ |XT − Y δ

T | ≤ κδγ

şartını sağlayan ve δ’ya bağlı olmayan sonlu bir κ sabiti varsa Y δ yaklaşımı, X çözü-

müne γ > 0 kuvvetli mertebeden (strong order) yakınsar. Burada, Y δ yaklaşımı daima,

stokastik diferansiyel denklemin X çözümünün "sample path"ine göre Wiener sürecinin

aynı yörüngesinden (trajectory) üretilmelidir.

Buna karşılık E(g(XT )) gibi çözümün yaklaşım fonksiyonelleri ise zayıf (weak) yakla-

şımlar için kullanılır. Kloeden ve Platen [11]’e göre δ → 0 ve herbir g polinomu için,

|g(Xt)− g(Yt)| ≤ κδβ

olacak şekilde δ’ya bağlı olmayan κ sonlu sabiti varsa, Y δ yaklaşımı β > 0 mertebeden

zayıf olarak (weakly) yakınsar. Burada aslında X çözümü tarafından üretilen olasılık

ölçümüne yaklaşılmaktadır.

Not 1 Verilen herhangi bir mertebeden zayıf bir yöntem, eş mertebeden kuvvetli

yöntemden farklı yapıdadır.

Not 2 A-stabillik ve sonuçları, iyi bilinen deterministik durumun stokastik benze-

rine direkt dönüşümüdür. Hatta, adi diferansiyel denklem için A-stabil deterministik

yöntem, stokastik yönteme uygulandığında da A-stabildir.

7.4 Stokastik Stabilite

Deterministik veya stokastik çoğu diferansiyel denklem açık olarak çözülemez. Ancak

genellikle katsayıların fonksiyonel yapılarından çözümlerin davranışları hakkında bir

çok faydalı niteliksel bilgiler anlaşılır. Uygulamalarda özellikle çözümlerin uzun vade-

deki asimptotik davranışları ve küçük değişimlerdeki hassasiyetleri ile ilgilenilir, örneğin

başlangıç değerlerindeki ölçüm hataları gibi. Varlık ve teklik teorisinden, bir diferansiyel

denklemin çözümlerinin, en azından sonlu bir zaman aralığı için başlangıç değerlerinde
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sürekli olduğu bilinmektedir. Bu düşünce sonsuz bir aralığa genişletilirse stabilite kav-

ramına yol açar.

Her t için f(t, c) = 0 olmak üzere, 0’a eşit olma genelliğini kaybetmediği varsayılarak,

ẋ =
dx

dt
= f(t, x) (7.1)

adi diferansiyel denklemi göz önüne alındığında genellikle, x = c kararlı durumu veya

bir denge noktasının stabilitesi hakkında tartışılır. Eğer her ε > 0 için, δ = δ(t0, ε)

olacak şekilde bir δ sayısı varsa, öyleki x(t0; t0, x0) = x0 başlangıç şartı için, x(t; t0, x0),

(7.1)’in bir çözümü olmak üzere

|x(t; t0, x0)| < ε, her t ≥ t0 ve |x0| < δ0 (7.2)

ise, x = 0 denklem (7.1) için stabildir denir. Eğer ek olarak δ0(t0) > 0 olacak şekilde

bir δ0 varsa, öyleki

lim
x→∞

x(t; t0, x0) = 0, her |x0| < δ0 (7.3)

ise, X = 0, denklem (7.1) için asimptotik olarak stabildir denir. Eğer δ ve δ0, t0’a bağlı

değilse uniformly niteleyici ve eğer (7.3) herhangi bir δ0 için sağlanırsa global niteleyici

eklenir. Bu tanımlar Lyapunov fonksiyonu denilen bir LV fonksiyonu açısından denge

noktasının stabilitesi için mekanik sistemin potansiyel enerjisi şeklinde test üreten Lya-

punov’dan ileri gelir. Esasen denge, potansiyel enerji alanının en altında yer alır ve

potansiyel enerji diferansiyel denklemin çözümü boyunca denge noktasının küçük bir

komşuluğuna kadar monoton olarak azalır.

Özellikle bir V , Lyapunov fonksiyonu her x 6= 0 için V (t, 0) = 0, V (t, x) > 0, t ≥ t0 ve

tüm x0’lar yeterince küçük olmak üzere

d

dt
V (t,X(t; t0, x0)) < 0 (7.4)
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şartlarını sağlar. Zincir kuralından,

d

dt
V (t, x(t; t0, x0)) =

∂V

∂t
(t, x(t; t0, x0)) +

∂V

∂x
(t, x(t; t0, x0))f(t, x(t; t0, x0))

olup denklem (7.4)’ten her t ≥ t0 ve 0’ın komşuluğundaki her x için

∂V

∂t
(t, x) +

∂V

∂x
(t, x)f(t, x) < 0 (7.5)

elde edilir. Bu eşitsizliğin geçerliliğini açıkça kontrol etmek için denklem (7.1)’in bilin-

mesine gerek yoktur.

Örnek 7.1 V (x) = x2 aşağıdaki ADD için bir Lyapunov fonksiyondur :

ẋ =
dx

dt
= −x− x3, (sadece x = 0’da denge noktasına sahiptir). (7.6)

(7.1)’den f(t, x) = −x− x3 ve V (x) = x2 olmak üzere,

d

dt
V (t, x(t; t0, x0)) =

∂V

∂t
(t, x(t; t0, x0)) +

∂V

∂x
(t, x(t; t0, x0))f(t, x(t; t0, x0))

= −2x2 − 2x4

≤ −2V (x), her x ∈ R.

Bu nedenle (7.6) denkleminin çözümü boyunca

d

dt
V (t, x(t; t0, x0)) ≤ −2V (t, x(t; t0, x0))

elde edilir. Böylece her t ≥ t0 ve x0 için

V (t, x(t; t0, x0)) ≤ V (x0)e−2(t−t0).

Denge noktasının stabilitesini incelemek için Lyapunov metodu uygun bir Lyapunov

fonksiyonu bulunduğunda kuvvetli bit metotdur, ancak bu her zaman basit değildir.
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Denge noktasının stabilitesi, asimptotik stabilitesi ve stabilsizliği için Lyapunov fonk-

siyonlarının gerek ve yeter şartlarının verildiği bir teori geliştirilmiştir. Aşağıda, SDD

için bunlardan bazıları belirtilmiştir.

Stokastik süreçlerin yakınsaklıklarının çeşitliliğinden dolayı SDD’lerin stabilite kavram-

larını tanımlamak için de farklı yollar vardır. Burada, f(t, 0) = 0 ve g(t, 0) = 0 için

Xt ≡ 0 aşikar çözüm (steady solution) olmak üzere

Xt = f(t,Xt)dt+ g(t,Xt)dWt (7.7)

skalar Ito denklemi için bunlardan bazıları verilecektir. Her t ≥ t0 ve incelenen her bir

rassal olmayan (nonrandom) Xt0 = X0 başlangıç değeri için Xt ≡ X t0,x0
t ’ın tek çözüm

olduğu kabul edilsin. Stokastik stabilite için yaygın olarak kabul görmüş tanımlardan

biri olasılıksal olup Hasminski [32] tarafından gösterilmiştir. Xt ≡ 0 aşikar çözümü,

herhangi ε < 0 ve t0 ≥ 0 için

lim
x0→0

P

(
sup
t≥t0
|X t0,x0

t | ≥ ε

)
= 0

ise "stokastik olarak stabildir" denir. Ek olarak eğer,

lim
x0→0

P
(

lim
t→∞
|X t0,x0

t | = 0
)

= 1

ise "stokastik asimptotik stabildir" (stochastically asymptotically stable) veya

P
(

lim
t→∞
|X t0,x0

t | = 0
)

= 1, her x0 ∈ R.

ise "stokastik asimptotik genel stabildir" denir.

p-inci momentleri içeren bir diğer tanım da oldukça kullanışlıdır. Bu durumda, her ε > 0

ve t0 ≥ 0 için

E
(
|X t0,x0

t |p
)
< ε, her t ≥ t0 ve |x0| < δ
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olacak şekilde δ = δ(t0, ε) > 0 varsa Xt ≡ 0’a "p-inci ortalamada stabildir" denir ve

eğer ek olarak

lim
t→∞

E
(
|X t0,x0

t |p
)

= 0, her |x0| < δ0

olacak şekilde δ0 = δ0(t0) > 0 varsa "p-inci ortalamada asimptotik stabildir" (asymp-

totically stable in p-th mean) denir.

Uniform ve global niteleyiciler deterministik stabilitede olduğu gibi burada da aynı

şekilde kullanılırlar. Uygulamalarda özellikle sırasıyla ortalama stabilite (stability in

mean) ve ortalama kare stabilite (mean-square stability) için p = 1 ve p = 2 durumları

ile ilgilenilir.

Lyapunov fonksiyonları da denklem (7.7) ile verilen Ito SDD’nin stokastik stabilitesini

veya Xt ≡ 0 aşikar çözümün p-inci ortalama stabilitesini test etmek için kullanılabilir.

V (t, x) Ito formülü uygulanacak şekilde yeterince düzgün olsun. Bu durumda V (t,Xt),

dV (t,Xt) = LV (t,Xt)dt+ g(t,Xt)
∂V

∂x
(t,Xt)dWt

Ito stokastik integraline ve denk olan

V (t,Xt)− V (t0, Xt0) =

∫ t

t0

LV (s,Xs)ds+

∫ t

t0

g(s,Xs)
∂V

∂x
(s,Xs)dWs (7.8)

integral gösterimine sahiptir. Burada L operatörü

L =
∂

∂t
+ f

∂

∂x
+

1

2
g2 ∂

2

∂x2
(7.9)

şeklinde tanımlıdır.

Her x ve t ≥ t0 için denklem (7.7)’nın Xt çözümlerinin açık olarak bilgilerini gerektir-

meyen ve kolayca kontrol edilebilen

LV (t, x) ≤ 0 (7.10)
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şeklinde bir V fonkiyonu bulunabilirse (7.8) eşitliği yerine,

V (t,Xt)− V (t0, Xt0) ≤
∫ t

t0

g(s,Xs)
∂V

∂x
(s,Xs)dWs (7.11)

yazılabilir.

Koşullu beklenti ve Ito integralin özelliklerinden,t0 ≤ s ≤ t için At, Xs tarafından

üretilen σ-cebiri olmak üzere w.p.1 ile,

E(V (t,Xt)|At0) ≤ V (t0, Xt0)

elde edilir. Bu eşitsizlik, denklem (7.7)’nın çözümleri boyunca üretilen V (t,Xt) Lya-

punov fonksiyonunun bir super-martingale olduğunu söyler. Böylece, her ε > 0 ve her

T > t0 için maximal martingale eşitsizliği kullanılarak

P

(
sup

t0≤t≤T
V (t,Xt) ≥ ε

)
≤ 1

ε
V (t0, x0)

elde edilir. Buradan da

P

(
sup
t≥t0

V (t,Xt) ≥ ε

)
≤ 1

ε
V (t0, x0) (7.12)

elde edilir.

Eğer ek olarak her x ve t ≥ 0 için, a(0) = b(0) = 0 olmak üzere r > 0 için

a(|X|) ≤ V (t, x) ≤ b(|X|) (7.13)

olacak şekilde monoton artan sürekli a = a(r), b = b(r) fonksiyonları varsa denklem

(7.12)’den, (7.7) denkleminin Xt ≡ 0 steady çözümünün düzgün stokastik stabil olduğu

sonucuna varılabilir. Benzer şekilde denklem (7.10)’un yerine her x ve t ≥ 0 için r > 0
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ve c(0) = 0 olacak şekilde

LV (t, x) 6 −c(|X|) (7.14)

şartını sağlayan bazı sürekli pozitif c = c(r) fonksiyonları varsa, X(t) ≡ 0 steady

çözümünün her yerde düzgün stokastik stabil olduğu ispatlanabilir. Çoğu problemde

V ’nin gerekli tüm kısmi türevleri x = 0 noktasında sürekli olmak zorunda değildir. Ito

formülü 0’ın bir komşuluğunda geçerli olmayacaktır ancak ispatların geliştirilmesi ile

yukarıdakine benzer sonuçlara ulaşılır [7].

Örnek 7.2

dXt = αXtdt+ βXtdWt (7.15)

lineer Ito SDD’i ve V (X) = x2 Lyapunov fonksiyonu tanımlansın. Denklem (7.9)’den

LV =
∂V

∂t
+ α

∂V

∂x
+

1

2
β2∂

2V

∂x2
⇒ LV = 2x2

(
α +

1

2
β2

)

olup elde edilen eşitlik (7.14) eşitsizliğinde yerine yazılırsa

2x2

(
α +

1

2
β2

)
≤ −c|x| ⇒ −

(
α +

1

2
β2

)
r2 = c(r),

α+ 1
2
β2 < 0 için sağlanır. Bu parametre aralığında (7.15) denkleminin sıfır çözümü her

yerde düzgün stokastik asimptotik stabildir. Diğer taraftan (7.15) denkleminin analitik

çözümü (exact solution),

Xt = X0exp

((
α− 1

2
β2

)
(t− t0) + β(Wt −Wt0)

)

olarak elde edilir ve t→∞ için ancak ve ancak eğer α− 1
2
β2 < 0 ise

lim
t→∞

Wt −Wt0

t− t0
= 0, w.p.1
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olduğundan w.p.1 ile 0-a yakınsar.

Steady çözümün stabilitesini tanımlamak için bir diğer metot, diferansiyel denklemi bu

çözüm civarında lineerleştirmek ve elde edilen lineer diferansiyel denklemin sıfır çözü-

münün stabilitesini analiz etmektir. Çoğu durumda stabilite veya asimptotik stabilite,

nonlineer denklemin steady çözümünün uygun özlliklerini belirtecektir. (7.1) skalar di-

feransiyel denklemi için bir x = c steady çözüm civarında lineerleştirme ile elde edilen

lineer diferansiyel denklem z = x− c ve ᾱ =
∂α

∂x
(t, c) olmak üzere

dz

dt
= ᾱ(t)z (7.16)

olup

z(t; t0, x0) = z0exp

(∫ t

t0

ᾱ(s)ds

)

çözümüne sahiptir.

Böylece (7.16)’nın z ≡ 0 çözümü asimptotik stabildir ancak ve ancak

γ = lim sup
t→t0

1

t− t0

∫ t

t0

ᾱds < 0 (7.17)

Burada superior limit kullanılmıştır, çünkü olağan limit olmayabilir. ᾱ(t) = −2 + tsint

fonksiyonunda olduğu gibi (7.1) orjinal difernsiyel denklem otonom ve (7.16) denklemin-

deki ᾱ(t) katsayısı sabit ise ᾱ ve γ = ᾱ, 1×1 tipindeki [ᾱ], matrisinin sadece özdeğeridir

denir.

A(t) bir d × d matris olmak üzere, vektör diferansiyel denklem için lineerleştirilmiş

denklem

dz

dt
= A(t)z (7.18)
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formundadır. A(t) ≡ A bir sabit olmak üzere otonom durumda (7.18)’nin çözümleri

z(t; t0, z0) = z0exp((t− t0)A)

olup (7.18) denkleminin sıfır çözümü asimptotik stabildir ancak ve ancak A matrisinin

tüm özdeğerleri negatif reel kısımlara sahiptir. Otonom olmayan durumlar çok daha

karmaşıktır. Özdeğerlerin reel kısımlarının benzerleri (7.17)’nın basit bi örneği olan ve

γ(t0, z0) = lim sup
t→∞

1

t− t0
ln |z(t; t0, z0)| (7.19)

ile tanımlanan Lyapunov bileşenleridir. Böylece sıfır çözümün asimptotik stabilitesi an-

cak ve ancak Lyapunov bileşenleri her t ve z0 6= 0 için negatif olduğunda vardır. Ancak

uygulamada Lyapunov bileşenlerini açıkça tanımlamak kolay değildir.

Lyapunov bileşenleri SDD için de kullanılabilir. Bunun için Stratonovich SDD’ler daha

uygundur. W = (W 1, . . . ,Wm) m-boyutlu standart Wiener süreci olmak üzere, Xt,

dXt = α(t,Xt)dt+
m∑
k=1

βk(t,Xt) ◦ dW k
t (7.20)

d-boyutlu Stratonovich SDD’nin bir stokastik stabil çözümü olsun. Zt = Xt − X̄t için,

dZt = A(t, w)Ztdt+
m∑
k=1

Bk(t, w)Zt ◦ dW k
t (7.21)

lineerleştirilmiş sistem elde edilir. Burada, A,B1, B2, . . . , Bm,i, j = 1, 2, . . . , d ve k =

1, 2, . . . ,m için

A(t, w)i,j =
∂αi

∂xj
(t, X̄t(w))

B(t, w)i,j =
∂βk,i

∂xj
(t, X̄t(w))

bileşenleri ile tanımlanan d× d matrislerdir.
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7.5 Stiff Stokastik Diferansiyel Denklemler

0 ≤ t ≤ T ve X0 ∈ R olmak üzere, d boyutlu Ito stokastik diferansiyel denklemi,

dXt = α(t,Xt)dt+ β(t,Xt)dWt (7.22)

şeklinde tanımlansın. Burada α(x) = {αk(x)}dk=1 d boyutlu drift ve β(x) = {βk(x)}dk=1

d boyutlu difüzyon katsayılarıdır.W = {Wt, t ≥ 0} standart Wiener süreci olup, s, t ≥ 0

için

E(Wt) = 〈Wt〉 = 0

E(WsWt) = 〈WsWt〉 = min{s, t}

şeklinde tanımlıdır.

Matematiksel olarak (7.22) denklemini Ito stokastik denklemi olarak integral formda

Xt = X0 +

∫ t

0

α(t,Xs)ds+

∫ t

0

β(t,Xs)dWs (7.23)

şeklinde yazmak daha uygundur. (7.23) denklemindeki ikinci integral bir Ito integrali

olup, deterministik analizdeki kuralları sağlamaz. Drift terimi,

α(x) = α(x)− 1

2

d∑
k=1

βk(x)
∂β

∂xk
(x)

şeklinde düzenlenirse, Stratonovich integraline göre ifade edilebilir. (7.23) ile verilen aynı

X = {Xt, 0 ≤ t ≤ T Ito süreci için elde edilen Ito Stratonovich stokastik denkleminin,

Xt = X0 +

∫ t

0

aX(s)ds+

∫ t

0

b(Xs) ◦ dWs (7.24)

şeklinde olduğu gösterilmişti. (7.23)’nin kuvvetli çözümünün varlık ve tekliğini garanti

altına almak için α ve β ile verilen drift ve difüzyon katsayılarının Lipschitz ve lineer
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büyüme şartlarını sağladıkları kabul edilsin. Yüksek mertebeden nümerik yöntemlerin

yakınsaklık ispatları için, α ve β’nin yeterince düzgün ve X0 başlangıç değerinin bütün

momentlerinin var olduğunu kabul edilmelidir, öyleki q = 1, 2, . . . için,

E|X0|q = 〈|X0|q〉 <∞. (7.25)

stiff stokastik diferansiyel denklemleri tanımlayabilmek için Lyapunov bileşenlerinin üre-

tilmesi gereklidir. Kabul edelim ki (7.24) ile verilen Statonovich denklemi X t durağan

çözümüne sahip olsun,

Zt = Z0 +

∫ t

0

A(s)Zsds+

∫ t

0

B(s)Zs ◦ dWs (7.26)

lineerleştirilmiş sistemini elde etmek için, X t lineerleştirilir. Burada A ve B bileşenleri

i, j = 1, . . . , d kadar

A(t)ij =
∂ai

∂xj
(X t) (7.27)

B(t)ij =
∂bi

∂xj
(X t) (7.28)

olan d× d tipinde matrislerdir. Osceledec ’in [33] çarpımsal ergodic teoreminden

λd ≤ λd−1 ≤ · · · ≤ λ1

d random olmayan Lyapunov bileşeni ve Ed(w), Ed−1(w), . . . , E1(w) random alt küme-

sinin bir Rd parçalanışı vardır, öyleki (7.26)’in çözümü için bu kümelerin

λ(Z9) = lim
t→∞

1

t
ln |Zt| (7.29)

limitinin alınması ile, sırasıyla λd, λd−1, . . . , λ1 değerlerini alır.
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Eğer (7.26) denkleminin Lyapunov bileşenleri

λd � λ1 (7.30)

şartını sağlarsa (7.26) lineer stokastik diferansiyel denklemine "stiff" denir.

Genellikle (7.24) ile verilen stokastik diferansiyel denklemin (7.26) lineerizasyonu bazı

durağan çözümlerine (stationary solution)’a göre stiff ise bu stokastik denkleme "stiff"

denir. Eğer (7.24) orjinal denklemi, durağan çözüme göre lineerleştirmede toplanır gü-

rültüye (additive noise) sahip ise B(t) ≡ 0 için (7.26) dejenere lineer denklemi elde

edilir. Ancak burada At random matris değerli fonksiyondur.

Deterministik diferansiyel denklemin katsayı matrisinin özdeğerlerinin reel kısmı oldu-

ğundan, bu durum sağlamlığın (stifness) deterministik durumun genelleştirilmesidir.

Hatta bir stiff deterministik denklem aynı zamanda stokastik durum için de stiffdir.

7.6 Euler Maruyama Metodu için Kuvvetli Yakınsaklık ve Stabilite

[0, T ] aralığı, N pozitif tam sayı olmak üzere, ∆t = T/N ve n = 0, 1, 2, . . . , N için

τn = n∆t noktaları ile eşit zaman parçalanmalarına sınırlansın. Bu durumda Euler

Maruyama metodu

X(τj+1) = X(τj) + f(Xτj)∆t+ g(Xτj)(Wτj+1
−Wτj) (7.31)

şeklinde tanımlanır. Bu yöntem (7.22) ve dolayısıyla (7.23) ile verilen stokastik denkle-

min yaklaşık çözümünün simülasyonu için tekrarlı bir algoritmadır.

∆t azaldıkça EM çözümü gerçek çözüme yaklaşır. Bu düşünceden yola çıkarak, X(τn)

ve Xn rassal değişkenler olmak üzere, yakınsaklık kavramı için bu iki rassal değişken

arasındaki farkın nasıl ölçüleceği ile ilgili karar vermek gerekir. E|Xn −X(τn)| farkı ile

kuvvetli (strong) yakınsaklık elde edilir. ∆t yeterince küçük olmak üzere, eğer herhangi
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τ = n∆t için

E|Xn −X(τ)| ≤ κ∆tγ (7.32)

olacak şekilde bir κ sabiti varsa, metodun (7.22) stokastik diferansiyel denkleminin

ilgili çözümüne γ > 0 kuvvetli mertebeden (strong order) yakınsadığı kesin olarak

söylenebilir. Eğer (7.22) denkleminde f ve g uygun şartları sağlıyorsa EM metodunun

γ = 1/2 mertebeden kuvvetli yakınsadığı gösterilebilir (bu durum deterministik Euler

metodunda farklıdır, şöyleki : f ≡ 0 ve X0 sabit ise (7.32) denkleminin sol tarafından

beklenen değer silinir ve eşitsizlik γ = 1 için doğru olur) [12].

7.6.1 EM için Lineer Stabilite Analizi

Adi diferansiyel denklemlerde olduğu gibi lineer stabilite analizi SDD için de direkt

olarak uygulanabilir.

Kabul edelim ki, f ve g parametreleri (7.32) stkastik diferansiyel denklem mean-square

veya asimptotik stabil olacak şekilde seçilsin. Bu durumda "∆t’nin hangi aralığı için

EM çözümü paralel olarak stabildir ?" şeklinde bir sorunun akla gelmesi normaldir. Bu

sorunun mean-square versiyonunu analiz etmek kolaydır. Y n = E|Xn|2 olmak üzere,

EM (7.32) denklemine uygulanırsa, beklenen değerin özelliklerinden, tek adımlı fark

denklemi, h = hf ve k = −g2/f olmak üzere

Y n+1 = R(h, k)Y n (7.33)

şeklinde elde edilir. Burada R(h, k) nümerik metodun stabilite fonksiyonu olarak ad-

landırılır.

|R(h, k)| < 1 (7.34)

için gerek ve yeter şartın, n→∞ için Y n → 0 olduğu açıktır.
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Tanım 7.1 Eğer h ve k katsayıları (7.34)’ü sağlarsa metot "mean-square stabildir"

denir.

R =
{

(h, k) : (7.34) sağlanır
}

şeklinde verilen R de metodun "mean-square tanım kümesi"dir. Eğer α ve β reel değerli

ise R’ye "mean-square stabilite bölgesi" denir.

Bu şartlar altında EM metodu için stabilite fonksiyonu

R(h, k) = |1 + h|2 + |kh| (7.35)

şeklinde elde edilir [34].
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BÖLÜM 8

UYGULAMA 1

Tezin bu bölümünde, Black-Scholes modelinde parametre tahmini tartışılmıştır. Daha

önceki bölümde anlatılan nonparametrik tahmin yöntemi ve iyi bilinen maksimum like-

lihood tahmincisi ele alınmıştır. Hedef, stokastik diferansiyel denklem için bilinmeyen

parametrelerin, ayrık zaman gözlem verilerinden yola çıkılarak tahmin edilmesidir. Si-

mülasyon çalışmasında ise nonparametrik yöntem ve maksimum likelihood yöntemi ile

elde edilen katsayılar modelde yerine yazılıp, elde edilen her iki stokastik diferansiyel

denklem de MATLAB programı kullanılarak Euler Maruyama metodu ile nümerik ola-

rak çözülmüştür ve sonuçlar grafikler ile desteklenmiştir.

8.1 Black-Scholes Model

Stokastik diferansiyel denklem belirli katsayılarla verildiğinde, bu denklemi sayısal yön-

temlerle, Euler Maruyama, Milstein, Runge Kutta metodu vb. ile çözmek kolaydır

[14],[11]. Ancak, herhangi bir zaman aralığında yalnızca diskret veriler gözlemlendiyse

çözüm o kadar da basit değildir. Bu durumda difüzyon ve sürüklenme katsayılarına

ulaşmak gerekir, bu nedenle de tahmin yöntemlerine ihtiyaç duyulur. [27],[35],[29] sto-

kastik diferansiyel denklemler için tahmin yöntemleri hakkında çalışmalar yapmışlardır.

[35],[36] gibi bir çok araştırmacı nonparametrik teknikler kullanmıştır. Nonparametrik

yöntem, katsayıları uygulamak ve tahmin etmek için yeterli sıklıkta veriler varsa oldukça
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basit bir yöntemdir. Maksimum likelihood yöntemi [37] ise nonparametrik yöntemden

daha verimli olan bir diğer tahmin yöntemidir.

Diskret zaman noktalarında bir difüzyon işleminin gözlemlendiği pek çok pratik vakada,

açık bir olasılık fonksiyonu nadiren mevcuttur. Bu tür çalışmalar son zamanlarda büyük

ilgi görmektedir. Diskret zaman için bir tahminci elde etmek için basit bir yöntem eski

verilerin kullanılması ile inşa edilir [38],[39] vb. Bu tahmin edicileri analitik olarak

incelemek genel olarak zor olsa da sayısal simülasyon ile bu işlem kolaylıkla yapılabilir.

Bu tezin bu bölümünde, nonparametrik tahmin yöntemi ile maksimum likelihood tah-

min yöntemi arasındaki farkları finans alanındaki sayısal bir uygulama ile tartışmak

amaçlanmaktadır. Finans alanında oldukça önemli yere sahip olan Black- Scholes mo-

delinin [40] katsayıları, 01.01.2005 - 01.01.2015 arasındaki aylık YHOO hisse değerleri

kullanılarak elde edilmiştir. Daha sonra, elde edilen parametrelerle stokastik diferansiyel

denklemi sayısal olarak çözmek için MATLAB programı kullanılmıştır ve orijinal veri

yaklaşık çözümler ile karşılaştırılmıştır. Sonuçlar, bölümün sonunda verilen grafiklerle

desteklenmektedir.

8.2 Nonparametrik Tahmin Yöntemi

dX(t) = µ(X(t))dt+ σ(X(t))dW (t). (8.1)

stokastik diferansiyel denklemini sağlayan X(t) difüzyon süreci tanımlansın. µ ve σ kat-

sayıları uygun şartları sağlamak üzere, φ keyfi fonksiyonunun koşullu beklentisi Taylor

serisi formunda

Et[φ(Xt+∆t, t)] = φ(Xt, t) + Lφ(Xt, t)∆t+
1

2
L2φ(Xt, t)(∆t)

2 + ...

(8.2)

+
1

n!
Lnφ(Xt, t)(∆t)

n + O((∆t)n+1)
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şeklinde yazılabilir burada

Lφ(x, t) = lim
ζ↓t

E(φ(Xζ , ζ)|Xt = x)− φ(x, t)

ζ − t

(8.3)

=
∂φ(x, t)

∂t
+
∂φ(x, t)

∂x
µ(x) +

1

2

∂2φ(x, t)

∂x2
σ2(x).

şeklinde tanımlanmıştır [41]. (8.2) denkleminden

Lφ(Xt, t) =
1

∆t
Et[φ(Xt+∆t, t+ ∆t)− φ(Xt, t)]−

1

2
L2φ(Xt, t)∆t− ... (8.4)

elde edilir. (8.4)’in sağ tarafındaki ilk terimin alınıp diğer terimlerin hata olarak ihmal

edilmesi ile Lφ için birinci mertebeden yaklaşım elde edilir ve buradan da

Lφ(Xt, t) =
1

∆t
Et[φ(Xt+∆t, t+ ∆t)− φ(Xt, t)] + O(∆t) (8.5)

yazılır.

Özel bir ρ(x, t) fonksiyonuna yaklaşmak istenirse , sadece Lφ(Xt, t) = ρ(x, t) eşitliğini

sağlayan φ fonksiyonunu belirtmek gerekir. Burada µ(Xt) katsayısını belirlemek için

φ1(x, t) ≡ x ve σ(Xt) katsayısını belirlemek için φ2(x, t) ≡ (x − Xt)
2 kabul edilir [35].

(8.3) eşitliğinden

Lφ1(Xt, t) = µ(Xt) (8.6)

Lφ2(Xt, t) = σ2(Xt) (8.7)

eşitlikleri ve dolayısıyla

µ(Xt) =
1

∆t
Et[Xt+∆t −Xt)] + O(∆t) (8.8)

σ2(Xt) =
1

∆t
Et[(Xt+∆t −Xt)

2] + O(∆t) (8.9)
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elde edilir.

Eğer

dX(t) = µ(X(t); θ)dt+ σ(X(t); θ)dW (t) (8.10)

denklemindeki θ parametre vektörü nonparametrik tahmin metodu ile hesaplanmak

istenirse, Xt’nin i = 0, 1, ..., N için ∆t = T
N

olmak üzere ti = i∆t düzgün dağılmış

zaman aralıklarındaki x0, x1, ..., xN gözlem datalarından yola çıkılarak (8.8) ve (8.9)

ifadelerinden θ

N−1∑
i=0

µ(ti, xi, θ) =
1

∆t

N−1∑
i=0

(xi+1 − xi) (8.11)

N−1∑
i=0

σ2(ti, xi, θ) =
1

∆t

N−1∑
i=0

(xi+1 − xi)2 (8.12)

denklemleri ile hesaplanır.

8.3 Maximum Likelihood Estimation Method

(8.10) ile verilen

dX(t) = µ(X(t); θ)dt+ σ(X(t); θ)dW (t)

stokastik diferansiyel denklemi ele alınsın. j = 0, 1, 2, ..., N için xj değerleri bilinmek

üzere, başlangıç durumunda yoğunluk (density) g0(x0|θ) ve (tj−1, xj−1)’den başlayan

(tj, xj)’nin geçiş olasılık yoğunluk fonksiyonu g(tj, xj|tj−1, xj−1; θ) olsun. [26]’den θ’nın

maksimum likelihood tahmincisi

D(θ) = g0(x0|θ)
N∏
j=1

g(tj, xj|tj−1, xj−1; θ) (8.13)
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ortak dağılım fonksiyonun maksimize edilmesi ile

D(θ) = g0(x0|θ)
N∏
j=1

g(tj, xj|tj−1, xj−1; θ) (8.14)

olup, L(θ) = − ln(D(θ)) dönüşümü kullanılarak (8.14) ifadesi yeniden düzenlenirse

L(θ) = − ln(g0(x0|θ))−
N∑
j=1

ln(g(tj, xj|tj−1, xj−1; θ)) (8.15)

elde edilir.

Burada hedef, L(θ) fonksiyonunu minimum yapan, minimum θ değerini bulmaktır. θ’nın

bu değeri θ ile gösterilsin. Euler Maruyama yaklaşım şemasından

xtj ≈ xtj−1
+ µ(tj−1, xtj−1

; θ)∆t+ g(tj−1, xtj−1
; θ)
√

∆tξj (8.16)

yazılabilir, burada ξj ∼ N(0, 1) ve geçiş olasılık yoğunluğu da

γj = xtj−1
+ µ(tj−1, xtj−1

; θ)∆t

δj = g(tj−1, xtj−1
; θ)
√

∆et.

olmak üzere

g(tj, xj|tj−1, xj−1; θ) ≈ 1√
2πδ2

j

exp
[−(xj − γj)2

2δ2
j

]
(8.17)

şeklinde tanımlanır. θ’nın keyfi değeri için [26] deki gibi olasılık fonksiyonuna yaklaş-

mak istenirse (8.10) nümerik olarak çözülebilir. Bu durum M defa tekrarlanırsa x̂i için

tahmin değerleri elde edilir. Buradan yola çıkarak, κ

κ(ϑ) =
1√
2π

exp
[−ϑ2

2

]
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şeklinde tanımlı non-negative kernel fonksiyonu ve

ε2 =
1

M − 1

( M∑
i=1

x̂i
2 − 1

M

( M∑
i=1

x̂i
)2)

).

olmak üzere h adım uzunluğu

h = 0.9εM−1/5.

olmak üzere geçiş yoğunluğu g(tj, xj|tj−1, xj−1; θ),

g(M)(tj, xj|tj−1, xj−1; θ) =
1

Mh

M∑
i=1

κ
[xj − x̂i

h

]
(8.18)

formülü ile tahmin edilebilir.

8.4 Deneysel Data Analizi

Bu bölümde YHOO hisse senedi fiyat verileri ele alınarak bir uygulama yapılmıştır.

Sayfa 93’daki Şekil 8.1 ile 2005 ile 2015 yılları arasındaki Borsa data setinin aylık

görüntüsü verilmiştir. Bu veriler, Black Scholes modeli [40] olarak adlandırılan stokastik

diferansiyel denklemin katsayılarını belirlemek için kullanılacaktır.

X(t), t anındaki borsa fiyatı (stock price) ve θ = [θ1, θ2]T olmak üzere

dX(t) = θ1X(t)dt+ θ2X(t)dW (t)

X(0) = 23.49
(8.19)

başlangıç değeri ile stokastik diferansiyel denklem verilsin. Hedefimiz, θ1 ve θ2 paramet-

relerini nonparametrik parametre tahmin metodu ve MLE kullanarak elde etmektir.

İlk olarak θ1 ve θ2 değerleri MLE metodu kullanarak elde edilecektir. MLE prosedürleri

uygalınırsa yaklışık optimal değerler θ̂1 = 0.0107 ve θ̂2 = 0.1000 olarak elde edilir.

132 aylık YHOO hisse değerleri kullanılarak elde edilen bu katsayı değerleri (8.19)
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denkleminde yerine yazılırsa

dX(t) = 0.0107X(t)dt+ 0.1000X(t)dW (t)

X(0) = 23.49.
(8.20)

stokastik diferansiyel denklemi elde edilir.

θ1 ve θ2 değerlerine nonparametrik tahmin metodu prosedürleri N = 131 ve ∆t = 1 için

uygulanırsa da yaklaşık optimal değerler θ̃1 = 0.0084 ve θ̃2 = 0.0952 olarak elde edilir.

Bu değerlerin (8.19) denkleminde yerine yazılmasıyla da

dX(t) = 0.0084X(t)dt+ 0.0952X(t)dW (t)

X(0) = 23.49.
(8.21)

stokastik diferansiyel denklemi elde edilir.

Gözlem değerlerinin ortalaması µ = 24.8445 olup 95% güvenle, 5% hata payı ile

(23.2291, 26.4600) arasında değişmektedir. Ayrıca 95% güvenle, MLE metodu ile hesap-

lanan katsayıların yerine yazılmasıyla elde edilen (8.20) diferansiyel denkleminim EM

metodu kullanılarak çözümünden elde edilen datanın (22.7030, 26.2504) güven aralığı

ile ortalaması µ̂ = 24.4767, nonparametrik parametre tahmin metodu ile hesaplanan

katsayıların yerine yazılmasıyla elde edilen (8.21) diferansiyel denkleminin EM metodu

kullanılarak çözümünden elde edilen datanın (20.5504, 23.6980) güven aralığı ile orta-

laması µ̃ = 22.1242’dır.

Sayfa 93’deki Şekil 8.2, (8.20) stokastik diferansiyel denkleminin EM metodu kullanıla-

rak çözümü ve YHOO hissesinin 2005-2015 yılları arasındaki aylık datasını aynı grafik

üzerinde göstermektedir. ”Actual”, YHOO hissesinin gerçek datasını gösterip grafik

üzerinde kırmızı yıldızlı çizgiler ile çizilmiştir. ”Forecast” ise (8.20) denkleminin EM

ile elde edilen nümerik çözümünün datasını gösterip grafik üzerinde mavi düz çizgilerle

çizilmiştir.

94’deki Şekil 8.3 de ise (8.21) stokastik diferansiyel denkleminim EM metodu kulla-

nılarak çözümü ve YHOO hissesinin 2005-2015 yılları arasındaki aylık datasını aynı
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grafik üzerinde göstermektedir. ”Actual”, YHOO hissesinin gerçek datasını gösterip

grafik üzerinde kırmızı çizgiler ile, ”Forecast” ise (8.20) denkleminin EM ile elde edilen

nümerik çözümünün datasını gösterip grafik üzerinde mavi çizfilerle çizilmiştir.

Tüm grafikler, Black-Scholes modelinin data ile mantıklı bir uyum sağladığını göster-

mektedir.
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Şekil 8.1: 2005 Ocak-2015 Ocak dönemi YHOO hisse senedinin aylık olarak ölçülmüş
gerçek verileri
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Şekil 8.2: Maximum likelihood tahmin yöntemi ile elde edilen veriler ve 2005 Ocak-2015
Ocak dönemi YHOO hisse senedinin gerçek verileri

8.5 Sonuç ve Tartışmalar

Bu bölümde, bilinen gözlem verilerinden yola çıkılarak, Black Scholes modelinin sıra-

sıyla sürüklenme katsayısı ve difüzyon katsayısındaki θ1 ve θ2 değerleri tahmin edildi.

01.01.2005 ve 01.01.2015 tarihleri arasında aylık YHOO hisse senedi fiyat verileri kul-

lanılarak, maksimum likelihood tahmin parametreleri, geniş kapsamlı θ2 ve parametrik
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Şekil 8.3: Nonparametrik tahmin yöntemi ile elde edilen veriler ve 2005 Ocak-2015 Ocak
dönemi YHOO hisse senedinin gerçek verileri

olmayan tahmin parametreleri θ̃1, θ̃2 elde edildi. Bu elde edilen parametreler Black Sc-

holes modelinde yerine yazılarak sabit katsayılı lineer stokastik diferansiyel denklem

oluşturuldu. Daha sonra, Euler Maruyama metodu bu stokastik diferansiyel denkleme

01.01.2005 tarihli hisse senedi fiyatı başlangıç noktası kabul edilerek uygulandı. Simüle

edilmiş çözüm, her bir tahmin metodu için ayrı ayrı elde edilmiştir. Daha sonra, gerçek

veriler, her tahmin yöntemi için sayısal çözümlerle karşılaştırılmıştır. Elde edilen bulgu-

lara göre, maksimum likelihood tahmin yönteminin, gözlem verilerine, nonparametrik

tahmin yöntemine göre daha iyi bir yakınlığa sahip olduğu söylenebilir [42].
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BÖLÜM 9

UYGULAMA 2

Tezin bu bölümünde insan vücudundaki paratiroid kanseri üzerine bir uygulama yapıl-

mıştır. Gompertz kuralları temel alınarak, tümör büyümesinde sıklıkla kullanılan de-

terministik Gompertz modele difüzyon katsayısı eklenerek solid tümörler için stokastik

bir model tanımlanmıştır. Tümör hücrelerinin evrimi sırasıyla iyileşme eşiğini ve hasta

ölümünü (taşıma kapasitesi) temsil eden iki sınır ile sınırlanmış tek boyutlu difüzyon

süreci ile tanımlanmaktadır.

Son otuz yıldır toplumda başlıca ölüm nedenlerinden biri olan tümör büyümesine dik-

kat artmıştır. Çoğu çalışma matematiksel olarak bir veya daha fazla diferansiyel denk-

lemden oluşan popülasyon büyüme modellerinden ileri gelmektedir. Bu tür modellerin

sayısız biyolojik olayın gelişimini tahmin etmeye uygun olduğu kanıtlanmıştır.

Paratiroid tümörlerin çoğunda, özellikle çok kanallı biyokimyasal taramaya bağlı olarak

asemptomatik hastalarda bulunanlarda, hem uzun süreli klinik gözlemler [43] hem de

hücre kinetik veriler [44] büyüme hızının kademeli olarak yavaşladığını ve tümör boyu-

tunun asimptotik bir değere yaklaştığını belirtir. Hücre bölünme hızı, meningiomlardan

10-20 kat daha düşüktür [45], dolayısıyla çok düşük hücre döngüsü genel olarak benign

(iyi huylu) tümörlerin spesifik olmayan bir özelliğinden ziyade paratiroid tümörlerinin

spesifik bir özelliği olabilir. Paratiroid tümörler, diğer benign endokrin tümörler gibi,

monoklonal olarak görünürler ve tek bir değiştirilmiş hücreden oluştuğu düşünülür [1].
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Sonuç olarak, çoğu hastada, paratiroid tümörün ömrü boyunca büyümesi sigmoid eğrisi

ile uyumlu olacaktır. Böyle bir eğri matematiksel olarak çeşitli şekillerde gösterilebilir.

Malign tümörlerde büyüme geriliğini modellemek için onkolojide en sık kullanılan mo-

del 19. yüzyıl İngiliz aktüer bilim adamı Benjamin Gompertz [46], tarafından geliştirilen

Gompertz denklemidir. Denklem, başlangıç spesifik üssel büyüme oranı ve ilk büyüme

hızındaki üstel hız düşüş oranı olmak üzere iki parametre ile karakterize edilir. Lo-

jistik fonksiyonun aksine, Gompertz fonksiyonu, asimtotik değerin daima 0.37’si olan

enfleksion üzerinde asimetriktir [47].

9.1 Deterministik Gompertz Model

Önerilen modeller arasında, tümör büyümesinin kanıtları ile uyumlu olduğundan Gom-

pertz büyümesine dayanan modeller daha sık görülür. Bu model, yerdeğişim ve etkile-

şim olmadan bir ya da daha fazla benzer türün bireylerinin bir grubunun popülasyon

büyümesini S şeklinde X = X(t) fonksiyonu ile modeller, öyle ki bu fonksiyon,

dX

dt
= αX(t)− βX(t)lnX(t) (9.1)

X(0) = X0 (9.2)

diferansiyel denkleminin bir çözümüdür [48].

Tümör büyümesi kapsamında, X(t), t anındaki kanser hücrelerinin yoğunluğunu, X(0)

hastalığın teşhis edildiği andaki başlangıç hücre yoğunluğunu temsil eder. Özel sürekli

yaklaşımlar altında X(t)’nin sürekli ve diferansiyellenebilir olduğu kabul edilmektedir

[49],[50]. t−1’de ölçülen α ve β parametreleri sırasıyla, tömördeki büyüme ve bozulma

(decay) parametreleri olmak üzere [49] farklı tümör türlerinin ölçümünü (evaluation)

karakterize ederler. Denklem (9.1) ve (9.2) ’den S biçimli,

X(t) = exp {α/β + {ln(X0 − α/β}exp(−βt)} (9.3)

fonksiyonu elde elde edilir (bknz Şekil 9.1). Denklem (9.3)’te aşikar olmayan (non-
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Şekil 9.1: (9.3) fonksiyonu ile üretilen sigmoidal eğri

trivial) denge noktası X∞ = limt→+∞X(t) = exp(α/β), bir organizmanın tolere edebi-

leceği en büyük tümör yoğunluğunu (taşıma kapasitesi) temsil eder [48]. Büyüme hızının

maksimum olduğu yerde bir Xi = exp(α/β−1) dönüm noktası (inflection point) vardır.

Böyle bir noktanın varlığı, büyümenin yavaşlamasına, dış faktörlerden kaynaklanan veya

içsel büyüme kontrol mekanizmalarının (kendi kendini düzenleyici etki) neden olduğu

tüm biyolojik sistemler tarafından paylaşılır. Gompertz yasası köken (orijin) etrafında

bir üssel (exponential) eğilim sergiler. Bu özellik gözlemlenen tümörler ile uyumludur ve

küçük tümörlerin büyüme hızı için bağışıklık sisteminin etkili olmadığını gösterir [51].

Ancak az ya da çok yoğun çevresel dalgalanmalara bağlı olarak, klinik veriler ile teorik

tahminler arasında sıklıkla tutarsızlıkların olduğu vurgulanmalıdır.

Bu dalgalanmaları göz ardı etmek bazı durumlarda yetersiz terapi öneren yanlış tahmin-

lere yol açacaktır. Bu tür dalgalanmaları göz önünde bulundurmak için rassal çevresel

büyüme kavramları formüle edilmiştir [52]. Bu büyüme denklemindeki içsel doğurgan-

lığın ortalama popülasyon verimliliğini temsil eden normal delta korelasyon süreci ile

ikame edilmesi ile gerçekleştirilir. Böylelikle büyüme süreci bir stokastik süreç ile ta-
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nımlanabilir.

Bu tezde solid tümörü modellemek için Gompertz büyüme kurallarına dayanan stokas-

tik süreç kullanılacaktır. Detaylı bilgilere 1980’lerde yapılmış [53] [54] vb. çalışmalardan

ulaşılabilir. Son zamanlarda ise Gompertz difüzyon modellerinin çıkarımları analiz edil-

mektedir [55].

19. yüzyıl aktüeryal bilim adamlarından Gompertz [46] büyüme gösterimi olarak kulla-

nılan matematiksel ifadeyi formüle etmiştir. Esasında başlangıçta exponansiyel büyüme

olup. zaman geçtikçe süreç sönümlü (damped) hale gelir ve sonrasında durur. Laird [47],

Gompertz büyümesinin bütün biyolojik büyümeleri temsil edebileceği hususunda kanıt-

lar yayınlamıştır. Başka bir çok büyüme denklemi olmasına rağmen tümör büyümesinde

en iyi matematiksel tanımlayıcı olarak dikkate alınır [56].

Deterministik Gompertz model (DGM), popülasyon dinamiğini tanımlamada yararlı,

kullanışlı bir modeldir. Özellikle insan ve hayvanlardaki tümör büyümesini tanımlamak

için oldukça etkili bir matematiksel modeldir [57],[58],[59]. Benjamin Gompertz (1825)

tarafından popülasyon dinamiklerini analiz etmek ve yaşam koşullarını belirlemek için

tanımlanmıştır. Daha sonra DGM, doğada tümör büyümesi ve embriyonik büyüme de

dahil olmak üzere çeşitli büyüme olayı için uygun bulunmuştur. Bilindiği kadarıyla

Gompertz modeline, biyolojik ve tıbbi araştırmalarda geniş kapsamlı olarak kullanıl-

masına rağmen, teorik biyolojide az sayıda girişimde bulunulmuştur [60, 61]. Özellikle

deneysel onkolojide Gompertz model in vivo (canlı içi) tümör büyümesini tanımlamak

için yaygın olarak kullanılmaktadır.

Şekil 9.1, (9.3) fonksiyonunun grafiğini göstermektedir. Modeldeki kilit özellik; eğri bü-

külme noktasına (inflection point) kadar artan bir oranda büyür, daha sonra büyüme

oranı sıfıra düşer ve tümör hacmi durağan bir noktaya (plateau) ulaşır. Bu tümör bü-

yüme modeli literatürde deneysel hayvanlar üzerinde oldukça kullanılmıştır [62].
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9.2 Randomize İçsel Büyüme Hızı ile Gompertz Model

Deterministik bir modelin davranışını etkileyen ya da kurallayan rassallığı hesaba kat-

mak için çeşitli olasılıklar vardır. Bu tezde, yavaşlama faktörü β değişmezken, çevre

koşullarının içsel büyüme hızı (mitoz hız) α’nın dalgalanmaya neden olduğu kabul edil-

miştir.

Gompertz modelin stokastik bir versiyonunu elde etmek için, içsel büyümedeki değişiklik

zamana göre

ϕ(t) = α + σσζ(t) (9.4)

varsayımı ile tanımlansın. Burada α, ϕ(t)’nin ortalama değeri, σ > 0 difüzyon katsayısı

ve ζ(t) Gaussian beyaz gürültü (white noise) sürecidir. Bu varsayımdan yola çıkılarak

denklem (9.1) ile verilen SDD

dX(t) = {αX(t)− βX(t)lnX(t)} dt+ σX(t)dW (t)

X(0) = X0

(9.5)

şeklinde tanımlanacak olan stokastik Gompertz modele (SGM) dönüşür.

W = {w(t) : t ∈ [0, T ]} süreci, standart Wiener sürecidir ve diferansiyeli Ito anlamında

anlaşılmaktadır [63]. Denklem (9.5) ile verilen nonlineer SGM’nin çözülmesi ile

X(t) = exp

[
α− σ2/2

β
+

{
ln(X0)− α− σ2/2

β

}
e−βt + σ

∫ t

0

e−β(t−s)dW (s)

]
(9.6)

tek çözüm (unique solution) elde edilir. Bu çözüm homojen Markov sürecidir [62].

9.3 Stokastik Gompertzian Model için MLE ve Özellikleri

Bu bölümde büyümedeki azalma faktörü β ve difüzyon katsayısı σ bilinen sabitler

olmak üzere GSM’nin drift katsayısındaki bilinmeyen α parametresinin gözlemlenen
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X = {x(t), t ∈ [0, T ]} yörüngesinden hesaplanabilme olasılığı tartışılacaktır. İyi bilin-

diği gibi popüler ve teorik olarak önemli bir tahmin edici, "maximum likelihood"dur.

Sonlu boyutlu bir durumda, gözlemlenen verilerin yoğunluğunun maksimize edilme-

sine dayalı bir tahmin yöntemidir. Ancak, burada gözlemlenen veriler genellikle sonsuz

boyutlu uzaylara (fonksiyon uzayı) aittir. Dolayısıyla yoğunluğun maksimize edilmesi,

genellikle Wiener ölçümü olarak alınan, standart bir olasılık ölçümüne göre verilerin

olasılık ölçümlerinin Radon Nikodym türevi olarak tanımlanır. Stokastik Gompertz di-

feransiyel denklemi için yoğunluk,

L(α,X) = exp

[
1

σ2

{∫ T

0

α− βln(x(t))

x(t)
dx(t)− 1

2

∫ T

0

(α− βln(x(t)))2dt

}]
(9.7)

ile ifade edilir. İlgili teorik çalışmalar ve teknik detaylara Ferrante ve ark. [62]’dan

ulaşılabilir. Genellikle α̂ değerini maksimize eden olabilirlik (likelihood) için kapalı bir

form mevcut değildir. Ancak böyle durumlarda, L(α,X), α da kuadratik olduğundan

α için maksimum likelihood tahmin edicisi,

α̂ =
1

T

{∫ T

0

1

x(t)
dx(t) + β

∫ T

0

ln(x(t))dt

}
(9.8)

şeklinde tanımlanır.

Gözlemlenen sample path x(t)’lere dayanarak (örneğin belirli bir deneydeki x(t) tümör

hacmi) denklem (9.8)’de her iki integrali de hesaplamak mümkündür. α̂ tahmincisi-

nin iyi ve güvenirliğini gösteren çeşitli özellikler kanıtlanabilir. Özellikle, MLE α̂’nın

ortalama değeri α ve varyansı σ2/T olan normal dağılmış rassal değişken olduğu Fer-

rante ve ark. [64] tarafından gösterilmiştir. Ayrıca, α̂’nın varyansı yansız tahmin ediciler

(unbiased estimator) sınıfının en küçüğüdür ve T gözlem süresi arttıkça, α parametre

değerine yaklaşır. Bir diğer ifade ile, MLE α̂ tarafsızdır (unbiased), tutarlıdır (consis-

tent), etkilidir (efficient) ve normal dağılıma sahiptir. Tahmin edici α̂ ve özellikleri hem

deneysel terapatik (tedavi edici) çalışmalarda hem de farklı tedaviler arasndaki klinik

problemlerde kullanılır.
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9.4 α̂ Tahmin Edicisinin Diskret Zaman Yaklaşımları

(9.8) ifadesindeki α̂ tahmin edicisi için iyi özellikler oluşturulmuş da olsa, pratikte pa-

rametre tahmin sürecinde problemler ortaya çıkmaktadır. Tümör büyümesi, süreklilik

yerine 0 = τ1 < τ2 < τ3 < . . . < τn = T şeklinde diskret zamanlarda ölçülürken α̂,

X = {x(t), t ∈ [0, T ]} sürekli sample path gözlemlerinden hesaplandığından tahminci-

nin yalnızca bir yaklaşımı gerçek deneylerle değerlendirilebilir. Ito formülü ve trapezo-

idal kural kullanılarak yaklaşık tahmin edici,

α̂n =
σ2

2
+

1

T

{
ln(x(T )) +

β

2

n−1∑
k=0

[ln(x(τk+1)) + ln(x(τk))]× (τk+1 − τk)

}
(9.9)

olarak elde edilir.

Genellikle tümör büyüme çalışmalarında, büyümedeki azalma faktörü β ve difüzyon

katsayısı σ değerleri bilinmeyip mevcut verilerden tahmin edilmeleri gerekmektedir.

Bu nedenle bir önceki denklemde β parametresinin yerine maximun likelihood tahmin

edicisini yazmak gerekir. Tahmin edici (9.7) denkleminin maksimize edilmesi ile

β̂ =
T
∫ T

0
ln(x(t))
x(t)

dx(t)−
∫ T

0
1
x(t)

dx(t)
∫ T

0
ln(x(t))dx(t){∫ T

0
ln(x(t))dx(t)

}2

−
∫ T

0
ln2(x(t))dx(t)

(9.10)

olarak elde edilir. Difüzyon katsayısının tahmini ile ilgili olarak, X stokastik süreci

ile ilgili kuadratik varyasyonun iyi bilinen özelliklerine dayalı aşağıdaki formül dikkate

alınır:

σ̂2 =

∑n−1
i=0 {x(ti+1)− x(ti)}2∑n−1
i=0 x(ti)2(ti+1 − ti)

(9.11)

9.5 Nümerik Uygulama

Uygulama olarak paratiroid tümörlerindeki gelişme geriliğini modellemek için, Gom-

pertz denklemini benign tümörlere uyguladık.
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Tablo 9.1: Tümör büyümesi için Gompertz denklemi

St = exp [(α/β) + {ln(S0)− α/β} exp(−βt)]
α(y−1) = başlangıçtaki içsel büyüme hızı
β(y−1) = büyümedeki yavaşlama hızı
t(y) = tümörün yaşı
exp(α/β) = S∞

Çalışmamızda hücre sayısının tömörün ağırlığından tahmin edilebildiği varsayılmak-

tadır. Onkolojide yaygın olarak kullanılan yaklaşıma göre 1g ağırlığındaki bir tümör

230(= 1.074x109) hücre içerir [65], bu, paratiroid tümörleri için tümör DNA içeriği ile

karşılaştırma yoluyla doğrulanmıştır [44].

Tablo 9.2: İnsanlardaki paratiroid tümörü için Gompertz büyümesi

PT tümöra PT tümörb PT tümörc

n=41
α (yıl−1)
Geometrik ortalama (SS) 2.76(1.59) 3.94(1.57) 6.46(1.55)

Hesaplanan aralık 1.1− 7.0 1.6− 9.7 2.68− 15.6

Gerçek aralık 1.18− 11.78 1.74− 16.3 2.99− 25.8

β (yıl−1)
Geometrik ortalama (SS) 0.134(1.60) 0.191(1.58) 0.314(1.58)

Hesaplanan aralık 0.052− 0.342 0.077− 0.477 0.126− 0.783

Gerçek aralık 0.051− 0.549 0.077− 0.762 0.134− 1.20

Tablo 9.2’deki verilere göre, (a) için ortalama tümör yaşı 39.2 yıl olarak, (b) için ortalama

tümör yaşı 29.4 yıl olarak, (c) için ortalama tümör yaşı 19.6 yıl olarak kabul edildi [1].

Şekil 9.2, Şekil 9.3 ve Şekil 9.4 sırasıyla Tablo 9.2’de (a), (b) ve (c) ile verilen α ve β

değerlerinin her biri için deterministik Gompertz modeli ile elde edilen, zamana göre

tümördeki büyümeleri göstermektedir. Buradaki hesaplamalarda başlangıç tümör yo-

ğunluğu S0 = 1.074 × 108 olarak alınmıştır, bu da yaklaşık olarak 0.1g tümör kitlesini

temsil eder [48].

Şekillerin üçünde de hem tümör hücre sayısına hem de tümör ağırlığına göre grafikler

çizilmiştir. İlk grafiklerdeki mavi yıldızlar tümör ağırlığının zamana göre değişimini,

102



Şekil 9.2: α = 2.76 yıl−1 ve β = 0.134 yıl−1 parametrelerine göre Paratiroid kanseri için
büyüme eğrisi

ikinci grafiklerdeki kırmızı artılar ise tümör hücre sayısının zamana göre değişimini

göstermektedir.

Şekil 9.5 ise, (a), (b) ve (c) ile verilen her üç durum için tümör ağırlığının zamana göre

değişiminin tek grafik üzerinde gösterimidir.
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Şekil 9.3: α = 3.94 yıl−1 ve β = 0.191 yıl−1 parametrelerine göre paratiroid kanseri için
büyüme eğrisi

Şimdi de bu datalardan yola çıkarak stokastik Gompertz modeldeki σ difüzyon katsayı-

sını hesaplayalım. (9.11) denkleminin kullanılması ile σ̂ = 0.0694 olarak elde edilir. elde

edilen bu değerin (9.5) ile verilen stokastik Gompertz modelde yerine yazılmasıyla;

dS(t) = {αS(t)− βS(t)lnS(t)} dt+ 0.0694S(t)dW (t)

S(0) = 1.074× 108
(9.12)

stokastik diferansiyel denklemi ve

S(t) = exp

[
α− 0.06942/2

β
+

{
ln(S0)− α− 0.06942/2

β

}
e−βt + 0.0694

∫ t

0

e−β(t−s)dW (s)

]
(9.13)
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Şekil 9.4: α = 6.46 yıl−1 ve β = 0.314 yıl−1 parametrelerine göre paratiroid kanseri için
büyüme eğrisi

Şekil 9.5: (a), (b) ve (c) hesaplamalarının her biri için elde edilen paratiroid kanseri büyüme
eğrisi

şeklinde Markov süreci olan çözümü elde edilir. Şekil 9.6 ile deterministik Gompertz

model (DGM) ve stokastik Gompertz model (SGM) tek bir grafikte çizdirilmiştir. Mavi

sigmoidal eğri DGM’nin kırmızı eğri ise SGM’nin datasını temsil etmektedir.
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Şekil 9.6: α = 2.76 yıl−1, β = 0.134 yıl−1 ve σ = 0.0347parametrelerine göre paratiroid
kanseri için stokastik büyüme eğrisi

Şimdi de bu diferansiyel denklemi daha önce tanımladığımız nümerik yöntemlerle çöze-

lim ve analitik çözüm ile karşılaştıralım.

Şekil 9.7 ile analitik çözüm, Euler-Maruyama (EM) ve Milstein metodları ile çizilen

grafikleri göstermektedir.

Şekil 9.8 ile analitik çözüm, ikinci mertebeden stokastik Runge Kutta (SRK2) ve ikinci

mertebeden Taylor metodları ile çizilen grafikleri göstermektedir.
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Şekil 9.7: α = 6.46 yıl−1, β = 0.314 yıl−1 ve σ = 0.0694 parametrelerine göre paratiroid
kanseri için stokastik büyüme eğrisi

Şekil 9.8: α = 6.46 yıl−1, β = 0.314 yıl−1 ve σ = 0.0694 parametrelerine göre paratiroid
kanseri için stokastik büyüme eğrisi

Tablo 9.3 ile de çözümde kullanılan nümerik yöntemlerin ortalama karasel hatası (MSE)
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verilmiştir. Hata değerlerine bakıldığında SRK’nin en az hataya sahip olduğu görülmek-

tedir. Buna nazaran EM metodu için hesaplanan hata en yüksektir.

Tablo 9.3: MSE tablosu

EM Milstein Taylor2 SRK2
(a) 1.6192e-08 1.6186e-08 1.2070e-08 1.2066e-08
(b) 1.6192e-08 1.6186e-08 5.1495e-09 5.1464e-09
(c) 5.3219e-08 5.3146e-08 2.8537e-08 2.8508e-08
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BÖLÜM 10

SONUÇ VE ÖNERİLER

Stokastik diferansiyel denklem modelleri, özellikle biyoloji, popülasyon dinamiği ve fi-

nans alanlarında önemli bir rol oynamaktadır, çünkü genellikle deterministik eşdeğer-

lerine kıyasla daha gerçekçilik sağlayabilirler.

Bu tezde, stokastik diferansiyel denklemler tanıtılıp, analitik ve nümerik çözüm yöntem-

lerinin nasıl ede edildiği kavratıldıktan sonra iki önemli uygulama ile stokastik diferan-

siyel denklemlerin, deterministik eşdeğerlerine göre, gerçeğe daha yakın sonuç verdiği

ispatlanmıştır.

İlk olarak Black-Scholes modeli ele alınmıştır ve gerçek veriler ile stokastik model kurul-

muştur. Kurulan model analitik ve nümerilk olarak çözülerek stokastik modelin etkinliği

gösterilmiştir. Yapılan işlemler, hata tabloları ve grafikler ile desteklenmiştir.

İkinci bir uygulama olarak, stokastik Gompert model ele alınmıştır. Öncelikle deter-

ministik Gompertz model tanıtılmıştır ve daha sonra deterministik Gompertz kuralları

dikkate alınarak stokastik eşdeğeri elde edilmiştir. Stokastik modelin oluşumunda, ras-

sallık hesaplamaları çeşitli şekilde yapılabilir. Bu tez çalışmasında, deterministik model-

den farklı olarak tümör büyümesindekii azalma faktörü β sabit kalırken, çevresel koşul-

lardaki değişkenliğin α içsel büyüme hızında (mitoz hızı) dalgalanmaya neden olduğu

varsayılarak, önerilen paratiroid tümör populasyonları için bir matematiksel modelin

stokastik uzantıları ele alınmıştır. Modelin katsayıları, gerçek hastalar üzerinden alınan
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veriler ile tahmin edilerek stokastik Gompertz model katsayıları ve başlangıç şartı ile

oluşturulmuştur. Daha sonra model analitik ve nümerik olarak çözülerek deterministik

modele göre daha iyi sonuçlar elde edildiği görülmüştür ve dolayısı ile baştaki hipotez

doğrulanmıştır.

Tezdeki hesaplamalar, tablolar ve grafiklerin elde edilmesinde kullanılan kodlar MAT-

LAB programında yazılmıştır.

Gelecekteki çalışmalarda ise, çevresel koşullardaki değişkenliğin hem tümör büyüme-

sindeki azalma faktörü β, hem de α içsel büyüme hızında dalgalanmaya neden olduğu

durumlarda elde edilen sonuçların gerçek verilerle arasındaki ilişkinin incelenmesi plan-

lanmaktadır.
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